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RESUMO
Enriquecer com investimento em bolsas de valores é o sonho de muitos investidores. Mas, comprar e vender ações no momento certo requer cautela e informações confiáveis. Hoje, devido à facilidade do acesso a estas negociações através de sistemas como o home-broker, a participação de investidores considerados pessoa física na Bovespa (Bolsa de Valores de São Paulo) é cada vez mais significativa. Conforme pesquisas, a participação destes investidores correspondeu a 25% do giro financeiro total da Bovespa no mês de fevereiro de 2008, com uma movimentação total de R$ 116,58 bilhões de reais. Segundo autores consultados, a crescente complexidade dos instrumentos de negociação do mercado financeiro, assim como o acesso a novas tecnologias de processamento da informação, estimulam o desenvolvimento de novos sistemas de análise e operação; inclusive com o uso de técnicas de Inteligência Artificial. O uso de técnicas de mineração de dados e inteligência artificial no mercado financeiro para determinação de estratégias e prever as tendências de alta e baixa já é realidade desde 1986 nos Estados Unidos. Primeiro, através da aplicação de sistemas baseados em regras heurísticas, com o uso de sistemas especialistas. Após, com o uso de análise estatística e, finalmente, com o uso de redes neurais artificiais. Todas as opções têm vantagens e desvantagens. Logo, este trabalho tem como objetivo discutir e propor o uso de técnicas de mineração de dados para a identificação de padrões de comportamentos hoje despercebidos pelos investidores e, com isso, determinar a tendência futura dos ativos do mercado à vista e a freqüência de ocorrência destas tendências. Com base em pesquisas bibliográficas, será aplicado o uso da tecnologia de redes neurais artificiais em tarefas de descoberta de conhecimento, comparando os resultados obtidos por esta tecnologia com a tecnologia de árvores de decisão. Após a obtenção de padrões, pretende-se aplicar o conhecimento adquirido em um ambiente de simulação conhecido como folhaInvest criado em 1998, sendo este um ambiente que simula o mercado acionário brasileiro. Neste ambiente virtual, será determinada a validade ou não da metodologia proposta através da simulação de negociações de ações, seguindo os padrões identificados na pesquisa.

Palavras-chave: Ação. Mercado à vista. Mineração de Dados. Descoberta de Conhecimento. Padrões. 

ABSTRACT
Riches with investment in stock exchanges is the investors dream. But buy and sell shares at the right time requires careful and reliable information. Today, because of the ease of access to these negotiations through schemes such as home-broker, the participation of individual investors considered the Bovespa (BOVESPA) is increasingly significant. As research, the participation of these investors amounted to 25% of total financial spin the Bovespa in February 2008, with a total handling of $ 116.58 billion reais. According authors found, the increasing complexity of the instruments of negotiation of the financial market as well as access to new technologies for processing the information, stimulate the development of new systems analysis and operation; even with the use of techniques of artificial intelligence. The use of techniques of data mining and artificial intelligence in the financial market to determine strategies and predict trends of high and low is already reality in the United States since 1986. First, by the application of systems based on heuristics rules, with the use of systems specialists. After that, with the use of statistical analysis and, finally, with the use of artificial neural networks. All options have advantages and disadvantages. Therefore, this paper aims to discuss and propose the use of techniques of data mining to identify patterns of behaviors today unnoticed by investors and thereby determine the future trend of the assets of the cash market and the frequency of occurrence of these trends . Based on research literature, will be implemented using the technology of artificial neural networks in tasks of discovery of knowledge, comparing the results obtained by this technology with the technology of decision trees. After obtaining standards, seeks to apply the knowledge acquired in an environment of simulation known as folhaInvest established in 1998, which is an environment that simulates the Brazilian stock market. In this virtual environment, will determine the validity or otherwise of the methodology proposed by the simulation of negotiations of shares, following the patterns identified in search.

Word keys: Shares. Cash market. Data Mining. Discovery of knowledge. Standards.

INTRODUÇÃO

Atualmente, com intenso intercâmbio entre os países, cada vez mais o mercados acionário vem adquirindo uma crescente importância no cenário financeiro de todo o mundo. Seguindo essa tendência, os países em desenvolvimento procuram abrir suas economias para poder receber investimentos. Por ser um importante canal na captação de recursos, o mercado acionário também se constitui em uma importante opção de investimento para pessoas e instituições, fortemente amparado pela evolução tecnológica e facilidade de acesso de qualquer pessoa a estes ambientes.

Enriquecer com investimento em bolsas de valores é o sonho de muitos investidores. Mas, comprar e vender ações no momento certo requer cautela e informações confiáveis. Hoje, devido à facilidade do acesso a estas negociações  através de sistemas como o home-broker, a participação de investidores considerados pessoa física na Bovespa (Bolsa de Valores de São Paulo) é cada vez mais significativa. Conforme pesquisas, a participação destes investidores correspondeu a 25% do giro financeiro total da Bovespa  no mês de fevereiro de 2008, com uma movimentação total de R$ 116,58 bilhões de reais (FOLHA ONLINE, 2008). 

Hoje, em todos os setores da sociedade o volume de dados armazenados é gigantesco e continua a crescer rapidamente a todo instante. Infelizmente, o ser humano não é capaz de interpretar tamanha quantidade de dados e, possivelmente, muitas informações e conhecimento estão sendo desperdiçados, ficando ocultos nas bases de dados utilizadas (REZENDE, 2005). Em conseqüência disto, há a necessidade de desenvolver novas ferramentas, utilizando técnicas de extração de conhecimento. (CARVALHO, 2000)

Além disso, a sociedade na era do conhecimento está impondo uma competitividade cada vez maior entre as empresas, forçando-as a inovar e adquirir conhecimento de forma sucessiva. (REZENDE, 2005). Este fato não é diferente em ambientes como a bolsa de valores, onde a negociação entre cada investidor e corretora presente faz o “giro” de grandes montantes financeiros. Desta forma, a informação adicional, correta e precisa certamente é um fator de sucesso ou fracasso entre os investidores.

O uso de Data Mining neste contexto, mais especificamente no mercado à vista, visa definir uma nova forma de efetuar a chamada “Análise Técnica”, que atualmente é executada através do estudo dos gráficos formados pelas cotações dos preços das ações das empresas de capital aberto. A aplicação de técnicas de mineração de dados baseia-se no fato de que estes gráficos são construídos com base nos preços das ações em um período de tempo.

Logo, este estudo tem como objetivo o uso de técnicas de mineração de dados para a identificação de padrões de comportamentos hoje despercebidos pelos investidores e, com isso, determinar a tendência futura dos ativos do mercado à vista e a freqüência de ocorrência destas tendências.

1 SISTEMA FINANCEIRO BRASILEIRO
O entendimento do sistema financeiro brasileiro e de sua estrutura tem como objetivo esclarecer a função e localização das bolsas de valores dentro desta estrutura.

Sistema financeiro é o conjunto de instituições e instrumentos envolvidos com o fluxo de recursos monetários entre os agentes econômicos e a regularização deste processo (BOVESPA, 20071). O Conselho Monetário Nacional - CMN, seu organismo maior, presidido pelo ministro da Fazenda, é quem define as diretrizes de atuação do sistema. Este sistema permite a transferência de recursos dos ofertadores finais, que encontram-se em superávit financeiro para os tomadores finais, que encontram-se em déficit financeiro. Este fluxo cria condições onde os títulos e valores mobiliários tenham liquidez no mercado (CAVALCANTE; MISUMI; RUDGE, 2005).
As instituições financeiras deste sistema podem ser classificadas segundo a natureza de suas obrigações, distinguindo-as em bancárias e não bancárias e também pelos tipos de operação que estão autorizadas a realizar, classificando-as em instituições de crédito, distribuidoras de títulos e valores mobiliários (CAVALCANTE; MISUMI; RUDGE, 2005).
O sistema financeiro nacional é constituído por um subsistema normativo e um operativo. O subsistema normativo regula e controla o sistema operativo através de normas legais, emitidas pela autoridade monetária ou pelos agentes financeiros do governo. O subsistema operativo é constituído por instituições financeiras públicas ou privadas que atuam no mercado financeiro. Resumidamente, o sistema financeiro brasileiro agrupa-se de acordo com as seguintes funções creditícias ou patrimoniais.
TABELA 1.1 – FUNÇÕES CREDITÍCIAS OU PATRIMONIAIS DO SISTEMA NACIONAL BRASILEIRO
	Crédito de Curto Prazo
	Bancos Comerciais e Bancos Múltiplos, Caixas Econômicas, Cooperativas de Crédito, Factoring.

	Crédito de Médio e Longo Prazo
	Bancos de Investimento e Desenvolvimento, Leasing.

	Crédito ao Consumidor
	Financeiras, Caixas Econômicas, Sociedades de Crédito Imobiliário, Bancos Múltiplos.

	Crédito Habitacional
	Caixas Econômicas, Sociedades de Crédito Imobiliário, Bancos Múltiplos.

	Intermediação de Títulos e Valores Mobiliários
	Bolsas de Valores, Bolsas de Mercadorias e Futuros, Sociedades Corretoras e Distribuidoras, Agentes Autônomos de Investimento.

	Seguro, Previdência Complementar e Capitalização
	Seguradoras, Fundações de Seguridade Social, Campanas de Capitalização, Instituições Financeiras.

	Arrendamento Mercantil
	Companhias de Leasing.


Fonte: CAVALCANTE; MISUMI; RUDGE, 2005, p.23.

Em uma visão mais detalhada, teremos este sistema conforme anexo A.

Como o objetivo deste trabalho é a exploração do mercado de ações da Bovespa (Bolsa de Valores de São Paulo), serão, a seguir, focadas as entidades normativas e operativas com vínculo direto a este sistema, sendo respectivamente, a Comissão de Valores Monetàrios (CVM), as bolsas de valores, as entidades corretoras e os agentes autônomos de investimento.
1.1 Comissão de Valores Monetários – CVM

A CVM é uma entidade autárquica, administrada por um presidente e quatro diretores nomeados pelo Presidente da República vinculada ao Ministério da Fazenda, funcionando como órgão de deliberação seguindo regimento interno aprovado pelo Ministério da Fazenda (CAVALCANTE; MISUMI; RUDGE, 2005).  Como órgão normativo do sistema financeiro, é voltado para o desenvolvimento, disciplina e fiscalização do mercado de valores mobiliários não emitidos pelo sistema financeiro e pelo Tesouro Nacional, (FORTUNA, 1997), configurando basicamente o mercado de ações e debêntures. 
São objetivos da CVM  assegurar o funcionamento eficiente e regular os mercados de bolsa e instituições auxiliares que operam nestes mercados, regulamentar, orientar e fiscalizar fundos de investimentos, estimular a aplicação de poupança no mercado acionário. Além disso, a CVM deve proteger os titulares de valores mobiliários contra atos ilegais e emissões irregulares que tenham a finalidade de manipular os mercados primários e secundários de ações e fiscalizar a emissão, o registro, a distribuição e a negociação de títulos emitidos pelas entidades anônimas de capital aberto. Desta forma, o objetivo final da CVM é o fortalecimento do mercado de ações.

Conforme citado por Cavalcante, Misumi e Rudge (2005), a CVM possui poderes para examinar livros e documentos e exigir esclarecimentos e informações de qualquer órgão público, autarquia ou empresa pública e obrigar as companhias de capital aberto a republicar demonstrativos financeiros com correções. Diante de qualquer suspeita, mediante inquérito administrativo, pode apurar atos legais e práticas não-equitativas de administrações de companhias abertas e de qualquer participante do mercado, além de aplicar as penalidades previstas. Por último, a CVM tem poderes para suspender a negociação de um título ou colocar em recesso a bolsa de valores, divulgar informações a fim de orientar os participantes do mercado e suspender ou cancelar registros. 

Com estes poderes, a CVM abrange todas as matérias referentes ao mercado de valores mobiliàrios.
1.2 Mercado de Capitais
O mercado de capitais é um sistema de distribuição de valores mobiliários, com objetivo de proporcionar liquidez aos títulos de emitidos por empresas de capital aberto e viabilizar seu processo de capitalização. Estes títulos podem ser ações, debêntures conversíveis em ações, bônus de subscrição e commercial papers. Este mercado é composto pela bolsa de valores, sociedades corretoras e outras instituições financeiras autorizadas (BOVESPA, 20071).
O mercado de ações, conforme Fortuna (1997) é dividido em duas partes. O mercado primário, composto pelas instituições bancárias em operações de subscrição (Underwriting) envolvendo ações, debêntures e outros títulos e o mercado secundário, onde as ações são comercializadas através de bolsas de valores.

1.2.1 Ações 

São títulos de renda variável emitidos por Sociedades Anônimas que representam a menor fração do capital social da empresa, tornando o possuidor deste título dono de uma fração do capital social da empresa que o emitiu (BOVESPA, 20071). Ações normalmente, não possuem prazo de resgate e podem ser negociadas em mercados organizados como as bolsas de valores. Conforme Cavalcante, Misumi e Rudge (2005), por serem objeto de negociações diárias, o preço das ações variam de acordo com o interesse dos investidores. As ações são conversíveis em dinheiro, a qualquer momento, pela negociação em bolsas de valores ou mercado de balcão.

No Brasil, existem ações dos tipos ordinárias, preferenciais. As Ações Ordinárias (ON) são aquelas que proporcionam ao acionista direito de voto em assembléias, ou seja, determinam o destino da empresa e conferem a ele participação nos resultados da empresa a qual a ação se refere. Já as Ações Preferenciais (PN) são ações onde o acionista tem a prioridade no recebimento de dividendos e no reembolso de capital em caso de dissolução da sociedade, sem direito a voto (BOVESPA, 20071). Existem três casos onde as ações preferenciais adquirem o direito a voto, sendo eles quando a empresa passa três anos consecutivos sem pagar dividendos aos acionistas preferenciais, quando os títulos são conversíveis em ações ordinárias e quando é estipulado este direito nos estatutos da empresa.

As ações preferenciais podem ainda ser diferenciadas por classes, identificadas por letras após o “PN”: A, B, C ou alguma outra letra. As características de cada classe são estabelecidas pela empresa emissora da ação, em seu estatuto social, portanto, não é possível fazer uma definição geral das classes de ações.

1.3 Bolsas de Valores
Conforme citado por Cavalcante, Misumi e Rudge (2005) constituem-se como associações civis, sem fins lucrativos ou sociedades anônimas e têm como objetivo manter um local adequado ao encontro de seus membros e à realizações, entre eles, de transações de compra e venda de títulos e valores mobiliários, em mercado livre e aberto, organizado e fiscalizado por seus membros, pela autoridade monetária e pela CVM. As bolsas propiciam liquidez às aplicações, fornecendo um preço de referência para os ativos negociados por intermédio de um mercado contínuo, representado por seus pregões diários.

No Brasil atualmente, existem em operação duas bolsas que atuam no mercado financeiro, sendo a Bolsa de Valores de São Paulo (Bovespa) e a Bolsa de Mercadorias e Futuros (BM&F).

1.3.1 Bovespa 
A Bovespa (Bolsa de Valores de São Paulo) é o maior centro de negociações com ações da América Latina, fundada em 1890 e, desde então, incorporando toda a evolução política e econômica brasileira (CAVALCANTE; MISUMI; RUDGE, 2005). É uma entidade responsável por diversas iniciativas visando a qualidade dos serviços prestados como o Mega Bolsa, Home Broke e After-Market. Em 2001, visando fortalecer o mercado brasileiro para a crescente globalização dos negócios todas as bolsas regionais brasileiras foram integradas em um só mercado, o da Bovespa.

A Bovespa, como todas as bolsas de valores, segue os mesmos objetivos e conceitos legais e sociais citados anteriormente. Possui também o poder de auto-regulação, permitindo-a criar e fiscalizar procedimentos e normas para os agentes que nela atuam. Os principais títulos negociados na Bovespa além das ações são debêntures, commercial Paper, opções de compra e venda de ações, quotas de fundos, bônus de subscrição, recibos de carteiras de ações, títulos públicos e certificados de depósitos de ações.

Em 2007, a Bovespa negociou R$ 1,2 trilhão de reais, e uma média diària de R$ 4,9 bilhões de reais em valor financeiro e 153 mil negócios. Conforme dados da instituição, o valor de mercado das 404 empresas com ações negociadas na Bovespa somou R$ 2,5 trilhões em dezembro de 2007, crescimento de 60,4% em relação ao ano anterior, quando a capitalização das companhias na bolsa chegou a R$ 1,54 trilhão ( BOVESPA, 20072). 

Os cinco setores com maior valor de mercado, em reais, foram instituições financeiras (R$ 473,7 bilhões); petróleo, gás e biocombustíveis (R$ 437,2 bilhões); mineração (R$ 291,7 bilhões); energia elétrica (R$ 182 bilhões); e alimentos (R$ 178,2 bilhões) (BOVESPA, 20073). 

A participação dos tipos de investidores em cada um dos mercados da Bovespa é indicada conforme tabela a seguir, onde o mercado à vista se destaca em relação aos outros mercados oferecidos pela instituição.
TABELA 1.2 – PARTICIPAÇÃO DOS INVESTIDORES NA BOVESPA
	Participação dos Investidores na Bovespa ( Compras + Vendas) Fevereiro/2008

	
	
	
	
	
	
	
	

	Tipos de Investidores
	Vista (R$)
	Termo (R$)
	Opções (R$)
	Exerc. De Opções (R$)
	Outros (R$)
	Total (R$)
	(%)

	Pessoas Físicas
	50.904.478.631
	2.412.116.234
	4.531.863.489
	1.285.810.028
	63.337.671
	59.197.606.053
	25,48

	Institucionais
	59.182.002.539
	2.756.511.599
	1.651.645.438
	3.570.486.962
	98.291.328
	67.258.937.866
	28,95

	Investidores Estrangeiros
	77.971.324.289
	512.771.581
	376.510.686
	1.653.933.416
	12.957.296
	80.527.497.268
	34,66

	Empresas Públicas e Privadas
	3.417.436.437
	410.596.237
	173.335.537
	349.765.064
	166.364.335
	4.517.497.610
	1,94

	Instituições Financeiras
	16.023.473.914
	2.114.106.149
	582.908.863
	1.812.748.171
	1.439.823
	20.534.676.920
	8,84

	Outros
	263.478.129
	9.032.430
	7.030.529
	2.325.664
	96.592
	281.963.344
	0,12

	Total Geral
	207.762.193.939
	8.215.134.230
	7.323.294.542
	8.675.069.305
	342.487.045
	232.318.179.061
	 


Fonte: BOVESPA, 20073, p12.
O volume total de negociações da Bovespa em 2007 mostrou significativa participação dos investidores tipo pessoa física, com cerca de 22 % do volume total negociado do mês de agosto, conforme mostrado no gráfico 1.1. O percentual de participação deste tipo de investidor no mercado de ações é incentivado principalmente pelas inovações que tem como objetivo a facilitação do acesso ao mercado, como o Home Broker. O Home Broker, ferramenta de internet oferecida aos investidores, atingiu em dezembro de 2007 um volume total negociado de R$ 19,5 milhões, com uma média de mais de 121 mil negócios por dia, representando 31% no número total de negócios. (BOVESPA, 20073).
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GRÀFICO 1.1 - PARTICIPAÇÃO DOS INVESTIDORES NO VOLUME TOTAL DA BOVESPA - AGOSTO 2007 (Fonte: BOVESPA, 20074, p1.)
Os mercados disponíveis para negociações na Bovespa são os mercados à vista, a termo e de opções, onde as negociações ocorrem exclusivamente no mercado eletrônico. 

1.3.1.1 Mercado a Termo

Segundo Cavalcante, Misumi e Rudge (2005), é a compra ou venda de ações a um preço fixado com liquidação diferida, consistindo na compra ou venda para liquidação em data futura. Para aplicações no mercado a termo são requeridos, registro na CBLC, um limite mínimo para a transação e depósito de valores na CBLC pelos negociantes, utilizados como margem de garantia da operação. O contrato a termo pode, ainda, ser liquidado antes de seu vencimento.  

Na Bovespa, as principais diferenças em relação ao termo tradicional são a negociação secundária e o preço contratado entre as partes que é convertido para pontos e ajustado de acordo com o indicador estabelecido entre as partes, que pode ser escolhido entre os autorizados pela Bovespa (BOVESPA, 20071). 
1.3.1.2 Mercado de Opções

Nesta modalidade de mercado, para aprimorar o mecanismo de formação de preço das ações, não hà liquidação à vista, sendo negociados direitos de compra ou venda de lotes de ações por um preço e prazos preestabelecidos, pagando de uma só vez o valor da opção. Por esses direitos, o titular de uma opção paga um prêmio, podendo exercê-los na data de vencimento, ou revendê-los no mercado (BOVESPA, 20071).
1.3.1.3 À Vista

Sendo em 2007 o mercado responsável por 88,7% das negociações da Bovespa e somando R$ 103,4 bilhões, representa operações à vista de compra ou venda de ações. Neste mercado são negociadas ações em lotes padrões de 100, 1000, 10.000 ou 100.000 ações e em lotes fracionários. Caracteriza-se pela entrega dos títulos vendidos no 2° dia útil após a realização do negócio (liquidação física) e pela liquidação financeira (pagamento e recebimento) no 3° dia útil após a negociação dos títulos, processada pela Companhia Brasileira de Liquidação e Custódia – CBLC (BOVESPA, 20071).
1.4 CBLC

É a empresa responsável pela compensação, liquidação e controle de risco das operações realizadas na Bovespa, assumindo o serviço de custódia fungível
 que anteriormente era executado pela Bovespa. Esta empresa atua nos mercados à vista e de liquidação futura, e pelo registro e controle das operações de empréstimo de títulos. 

Atualmente, a CBLC é responsável pela guarda de mais de 6 trilhões de ações de companhias abertas, certificados de investimentos e debêntures. A finalidade de sua criação foi propiciar ao mercado financeiro brasileiro uma estrutura moderna e eficiente para a realização de atividades de compensação, liquidação, custódia e controle de risco (BOVESPA, 20071).
1.5 Sociedades Corretoras

São instituições cuja principal função é promover de forma eficiente a aproximação entre compradores e vendedores de títulos e valores monetários, permitindo a negociação adequada através de operações nas bolsas de valores e mercadorias. Desta forma, unificando o mercado, fornecendo segurança ao sistema e liquidez aos títulos transacionados. 
Estas instituições são autorizadas a operar exclusivamente na bolsa de valores na qual é membro, com títulos e valores mobiliários de negociação autorizada, operar no mercado aberto e em operações de câmbio. A operação consiste em comprar, vender e distribuir os títulos e valores mobiliários, por conta de terceiros e efetuar lançamentos públicos de ações, além de administrar carteiras de valores e custodiar títulos e valores mobiliários. Podem ainda executar tarefas como instituir, organizar e administrar fundos e clubes de investimentos, prestar serviços como transferência de títulos, desdobramento de cautelas, recebimento de juros, dividendos ou encarregar-se da subscrição de títulos de valores mobiliários. 
1.6 Como Participar do Mercado de Ações.

Os investidores brasileiros podem participar do mercado de capitais, basicamente de duas formas, individualmente ou coletivamente.

Coletivamente, através da aquisição de cotas de clubes de investimentos ou fundos mútuos de ações. Fundos de investimentos são entidades que, pela emissão de títulos de investimento próprios, concentram capitais de diversos investidores para aplicação em carteiras diversificadas de títulos, valores mobiliários, instrumentos financeiros, derivados ou commodities negociados em bolsas de mercadorias e futuros (CAVALCANTE; MISUMI; RUDGE, 2005). Clubes de investimentos são condomínios constituídos por pessoas físicas para aplicação de recursos comuns em títulos e valores mobiliários. Embora represente uma pessoa jurídica, é tratado nas estatísticas da Bovespa como movimentações de pessoas físicas.

Individualmente, o investidor através de uma Sociedade Corretora demonstra suas intenções de compra ou venda através do lançamento de ordens diretamente no mercado de capitais. Atualmente, de acordo com seus princípios básicos existem dois tipos de análises de investimentos, sendo a análise fundamentalista e a análise técnica.
1.6.1 Análise Fundamentalista

A análise fundamentalista baseia-se nos fatores econômicos e fundamentais das empresas, como ramo de atuação, perspectivas de mercado, imagem, além das análises dos demonstrativos financeiros e de relatórios de administração emitidos por elas, sendo utilizada em aplicações de longo prazo (MATSURA, 2007). 

Para estes investidores, os principais fatores que determinam o preço justo de uma ação são: o custo de oportunidade de renda fixa; prêmio de risco inerente ao investimento da empresa; liquidação da ação no mercado secundário, geração de resultados e taxa de crescimento (CAVALCANTE; MISUMI; RUDGE, 2005). 

Estes analistas utilizam diversos indicadores, sendo o mais comum o Preço/Lucro (P/L). Além deste indicador, são difundidos na área outros, como por exemplo: Preço/Valor Patrimonial, Preço/Terminais Telefônicos, Preço/Vendas líquidas, Vendas/Metro quadrado de loja, Preço/Geração Caixa Operacional/ Preço/Ebtida
 e Enterprise Value/Ebtida.

1.6.2 Análise Técnica

Dentre os tipos de análises existentes, a análise técnica é a mais utilizada pelos investidores pessoa física, atraídos por sua aparente simplicidade, pois é basicamente a análise do gráfico histórico de preços de uma ação, conforme os princípios da análise técnica. Neste tipo de análise, baseada em gráficos, são descontadas todas as outras informações relevantes que influenciam no preço da ação, dispensando a necessidade de avaliação de outras informações (MATSURA, 2007), permitindo ao investidor buscar a ação que tem maior potencial de ganhos. O objetivo principal dos praticantes desta análise é identificar a tendência de curto prazo do mercado e, por meio de gráficos e padrões, conceber regras que possibilite a aplicação desta tendência. (PAULOS, 2004). A análise técnica, por estudar tendências, baseia-se em algumas regras gerais, como, por exemplo, a Teoria de Elliot. 

Ralph Nelson Elliot mostrou, em 1939, uma teoria em que os preços das ações movimentavam-se em ciclos em função dos números da série de Fibonacci (1,1,2,3,5,8...,) onde cada número sucessivo na seqüência representa o resultado da soma dos dois anteriores. Elliot escreveu que na situação mais comum o mercado subia em cinco ondas distintas e caia em três ondas diferenciadas, por motivos obscuros, de natureza sistêmica ou psicológica. (PAULOS, 2004). Além disso, Elliot também descreveu que devido aos níveis do mercado, cada ciclo ou onda fazia parte de uma outra onda maior, que contém diversas ondas ou ciclos menores. Seguindo esta teoria, o resultado é um questionamento ao qual os investidores têm que solucionar para encontrar o melhor momento de compra ou venda. Em qual ponto da onda se encontram no momento?

Hoje, no estudo das movimentações do mercado de ações, a relação da seqüência de Fibonacci é utilizada pela utilização da constante resultante da divisão dos números da série por seus respectivos antecessores, sendo este número 1,618. A partir desta constante, foram identificadas porcentagens que, teoricamente, seguem esta seqüência. Essas porcentagens são: 0% - 38,20% - 50% - 61,80% - 100%, traçadas com base em pontos de máxima ou mínima, com auxílio dos softwares existentes. Por exemplo, a análise do ativo PETR4 no movimento conforme o gráfico 1.2, mostra a confirmação de tais pontos, e onde conforme a análise, o preço pode chegar a R$ 90,77 (100%).
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 GRÀFICO 1.2 – ANÀLISE DE ATIVO COM USO DE SÉRIE DE FIBONACCI (Fonte: RIOS,2008).
Já a Teoria de Charles Dow, um dos primeiros grafistas dos Estados Unidos, identifica quatro fases que se repetem na formação dos preços. Para Dow a opinião das massas comanda as oscilações do preço no mercado através das pressões de compra e venda e, além disso, as médias descontariam tudo (ELDER, 2005). Para verificar esta teoria, foi criado um índice, chamado de Dow Jones Average utilizado na Bolsa de Nova York, correspondendo no Brasil ao IBOV (Índice Bovespa). Conforme Deschatre (1997), este índice representa a média do índice das ações de maior representatividade no mercado.
Conforme esta teoria, citado por Deschatre (1997), as médias descontam tudo, pois as mudanças diárias de preços refletem as emoções e julgamentos dos participantes do mercado. Defende que há uma relação entre os preços e os volumes operados, sendo que o volume cresce com a elevação do preço e decresce com a diminuição dele e que o preço das ações são o que determinam a tendência de oscilação. Além disso, o mercado possui 3 movimentos, sendo os movimentos primários, secundários e menores, respectivamente de longo, médio e curto prazos. 
Também são analisadas as médias setoriais que têm que confirmar a média global: Por exemplo, para confirmar a tendência de queda, enquanto a média global IBOV estiver caindo a média de outros setores devem estar no mesmo processo.

Como citado por Cavalcante; Misumi; Rudge (2005), Dow identificou quatro fases que se repetem na formação dos preços. A primeira é a fase de Acumulação, onde os investidores muito bem informados adquirem títulos. MARK UP é onde compradores informados adquirem ações, elevando o preço da mesma. Distribuição é a fase onde a massa de investidores se interessa pelo ativo e compra ações, vendidas pelos investidores que adquiriram estas na fase de acumulação. Após o período de distribuição, ocorre a fase de Liquidação, em que a massa de investidores vende os títulos, no julgamento de terem comprado as ações por um valor elevado, não compensando o investimento. Em seguida ocorre novamente a nova fase de acumulação, fechando o ciclo.

Deschatre (1997) mostra baseado na teoria de Dow, que o mercado de capitais possui duas grandes fases: a de alta, onde os preços ganham forças, com sucessivas subidas e a fase de baixa, com sucessivas descidas. Ambas com reações correspondentes nos períodos mais curtos.
1.6.2.1 Tipos de gráficos e indicadores
Cada tipo de gráfico possui características de visualização e fornecem informações diferenciadas ao analista. Conforme Cavalcante, Misumi e Rudge (2005), os principais gráficos utilizados na análise técnica são: Gráfico de Linhas e Barras; Indicador Relativo de Força; Média Móvel; Gráfico de volumes; Gráfico de Posições em Aberto; Gráfico Ponto e Vírgula; Gráfico de Força Relativa; Gráfico de Velas; Indicador de Avanço e Declínio; Gráfico de Preço-Quantidade; Análise de Torque.
Estes instrumentos visam permitir ao investidor avaliar tendências em séries de preços ou ações, a natureza dos investidores do mercado, a natureza cíclica das oscilações de preços e a importância dos volumes negociados. Os gráficos permitem a identificação de linhas de preços mínimas (suporte) e máximas (resistência). Os preços testam estas áreas e quando as rompem, quase sempre ocorrem às mudanças de tendências (CAVALCANTE; MISUMI; RUDGE, 2005). Para Elder (2005) Suporte é o nível de preço em que as compras têm força suficiente para interromper ou reverter a tendência de baixa. Resistência é o nível de preço em que as vendas têm força suficiente para interromper ou reverter a tendência de alta. Segundo Elder a força destas duas zonas dependem de sua intensidade, altura e do volume de negociações nelas realizadas.
Para auxiliar os investidores de análise técnica a identificar tendências e seus pontos de inflexões existem ferramentas, como os indicadores estatísticos, que permitem ao analista formar uma metodologia para atuar no mercado financeiro. Porém, conforme Elder (2005), frequentemente estes indicadores são contraditórios entre si, e tem sua eficácia dependente do seu tipo e do contexto em que está inserido. Entre os especialistas da área os indicadores são classificados em três grupos: os rastreadores de tendências, os osciladores e os mistos. 

Os rastreadores de tendências são as médias móveis, MACD (moving average convergence-divergence), histograma MACD, sistema direcional, on-balance volume (saldo de volume), acumulação /distribuição, dentre outros. São mais eficazes quando os mercados estão em alta ou em baixa, e em contra partida oferecem sinais precários e perigosos quando o mercado está na horizontal ( mantendo a média), sendo, por estes fatores, considerados indicadores coincidentes ou indicadores conseqüentes. 
Os osciladores são indicadores que captam o momento de inflexão nos mercados horizontais, mas emitem sinais prematuros e inseguros quando os mercados tendem a seguir alguma tendência. São exemplos destes indicadores o estocástico, taxa de mudança, taxa de mudança ajustada, índice de força relativa, Elder-ray e índice de força. São considerados indicadores antecedentes e coincidentes por geralmente “virarem” na frente dos preços.
Os indicadores mistos mostram “insights” baseados na psicologia das massas e na intensidade das opiniões a respeito dos mercados. Neste grupo, estão indicadores ou estudos como high-new low index, put-call ration, bullish consensus, mommitments of traders, advance/decline index, trader´s index e outros. Podem ser indicadores antecedentes ou coincidentes (ELDER, 2005).
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GRÀFICO 1.3 – ANÁLISE TÉCNICA DE ATIVO COM USO DE INDICADORES ESTATÍSTICOS
(Fonte: Do autor.)
No gráfico 1.3, é exibido o estudo do comportamento do preço de um ativo durante um período. Os momentos de compra e venda, visando identificar as alterações de tendências do mercado são marcados pelo cruzamento das médias móveis simples (B) com as médias exponenciais (A) utilizadas no contexto. O período de cálculo de cada uma destas médias varia de acordo com cada investidor e o período de investimento.
1.7 Softwares Disponíveis

Como a análise técnica é baseada em indicadores estatísticos, a maior parte dos softwares encontrados no mercado jà apresenta a maioria dos indicadores conhecidos (DESCHATRE, 2005). Atualmente, estão disponíveis no mercado global diversas ferramentas e softwares que visam auxiliar os investidores fundamentalistas e técnicos na tomada de decisão, sendo que para Deschatre (2005), para selecionar o melhor software os pontos a serem observados são a capacidade de armazenamento de séries históricas de acordo com o número de ações; as ferramentas disponíveis para análise gráfica; o acesso automático a base de dados; a possibilidade de controle da carteira com relatórios de avaliação de performance; as cotações com valores máximos, mínimos, fechamentos e volumes negociados no dia e a capacidade de atualização automática dos direitos de acionistas e dos respectivos reflexos nas séries históricas. 
1.8 Mercado Financeiro X Data Mining
Como citado por Bruni e Fama (1998), seguindo conceitos da Teoria de Finanças e analisando a eficiência dos mercados os preços de ativos, ou seja, a operação de compra e venda de ativos resultaria em um valor presente nulo, não permitindo a previsibilidade de comportamentos. Porém, a previsibilidade do comportamento dos preços no mercado de ativos vem ao longo do tempo sendo estudada por acadêmicos com sofisticadas técnicas na tentativa de predição de preços futuros, contrariando esta teoria, ao obterem resultados significativos em suas pesquisas. Dentre as técnicas estudadas encontram-se inclusive, as técnicas de mineração de dados.
Conforme citado por Deschatre (1997), as fases e ações do mercado podem ser visualizadas através de gráficos e com auxílio do computador a análise é feita com maior velocidade e flexibilidade, permitindo a coleta e manipulação de dados de forma rápida. Entretanto, os indicadores utilizados na análise técnica não raras vezes são contraditórios entre si, cada um deles funcionando melhor em mercados de tendências e outros em mercados estáveis (horizontais) (ELDER, 2005).

Segundo Matsura (2007), a crescente complexidade dos instrumentos de negociação do mercado financeiro, assim como o acesso a novas tecnologias de processamento da informação, estimulam o desenvolvimento de novos sistemas de análise e operação; inclusive com o uso de técnicas de Inteligência Artificial (ZANETI; ALMEIDA, 1998).

Através da aplicação de técnicas de Data Mining neste contexto, mais especificamente no mercado à vista, pretende-se a identificação de padrões de comportamentos hoje despercebidos pelos investidores, e, com isso, determinar a tendência futura dos ativos do mercado à vista e a freqüência de ocorrência destas tendências.
2 A DESCOBERTA DE CONHECIMENTO EM BANCO DE DADOS(KDD)

O mercado de capitais, foco deste estudo, gera diariamente uma enorme quantidade de dados nas análises e transações dos diversos mercados. Desta forma, caracteriza-se como uma área de aplicação para tecnologias da informação, como a descoberta de conhecimento.

Conforme Rezende (2005), o armazenamento de dados em sistemas computacionais tornou-se uma tarefa essencial para instituições de uma forma geral. Fator este devido principalmente á queda dos custos de armazenamento, a rápida automatização das empresas, versatilidade no acesso a informação e a Internet. 

Com isso, durante os últimos anos tem se verificado um crescimento substancial na quantidade de dados armazenados, espalhados em bases de dados, datawarehouses, e outros tipos de repositórios de dados nos diversos segmentos da sociedade, o que torna os métodos de análises manuais de dados incompatíveis com a realidade vivida (AURÉLIO, VELLASCO; LOPES, 1999). Entretanto, conforme diversos autores da área, grandes quantidades de dados representam um potencial cada vez maior de informação, e esta informação, um diferencial competitivo e o maior bem das instituições em nossa sociedade. 

Para Goldschmidt e Passos (2005), examinar e interpretar de forma correta grandes volumes de dados brutos exige talento e capacidade técnica não trivial até mesmo para especialistas das áreas envolvidas, pois como citado por Rezende (2005), o conhecimento raramente é obtido de forma direta. Logo, diante deste cenário, surge a necessidade de explorar estes dados para extrair informação - conhecimento implícito, e utilizá-la no âmbito do problema (AURÉLIO, VELLASCO; LOPES, 1999).

Segundo Rezende (2005), as instituições têm buscado na tecnologia recursos que agreguem valor aos seus negócios, seja agilizando operações, suportando ambientes ou viabilizando inovações nos diversos segmentos da sociedade. Para Carvalho (2000), é inevitável o aparecimento de técnicas e ferramentas de recuperação muito mais eficazes do que as técnicas existentes, a fim de atender às necessidades dos usuários.

Este é o foco da Descoberta de Conhecimento em Base de Dados (“Knowledge Discovery in Databases” – KDD) (CARVALHO, 2000), considerada por Golschmidt e Passos (2005) o tópico de maior relevância para a área da informática atualmente.

2.1 Processo de Descoberta de Conhecimento (KDD)

O processo de KDD é um conjunto de diversas etapas operacionais (GOLDSCHMIDT, 2005), conforme representado na figura 2.1.

FIGURA 2.1: FASES DO PROCESSO DE KDD. (Fonte: AURÉLIO, VELLASCO; LOPES, 1999, p.21).

Primeiramente, antes da execução das etapas do processo mostrado acima, é necessário analisar e definir os objetivos a serem atingidos com a extração do conhecimento no contexto da aplicação (GONCHOROSKI, 2007). Nesta fase, são definidos itens como a aderência entre o escopo de aplicação e a tecnologia de KDD e a relação custo-benefício da aplicação desta tecnologia. 

Este processo é considerado interativo por exigir a atuação do homem no controle deste processo com conhecimento na área de atuação, e iterativo, por possibilitar a repetição integral ou parcial do processo de KDD (GOLDSCHMIDT; PASSOS, 2005). 

Analisadas essas questões e julgando-se KDD a solução para o problema, a etapa de preparação de dados pode ser iniciada (CARVALHO, 2000)

Assim, os dados passam pela etapa de pré-processamento, cujo objetivo é definir os dados úteis à extração de conhecimento, validá-los e assim, reduzir a complexidade do problema. Existem nesta fase 3 sub-etapas, conhecidas como limpeza, seleção e transformação de dados onde são identificadas inconsistências e os atributos mais significativos são selecionados (CARVALHO, 2000; CARVALHO, 2005).

Seleção é a fase onde os dados realmente úteis para o objetivo do processo são identificados. Esta fase pode ter, conforme Goldschmidt e Passos (2005) dois enfoques: a escolha de atributos ou a escolha de registros a serem utilizados, que englobam operações como simplificação, eliminação e agregação de dados.

A fase de limpeza tem como objetivo retirar do conjunto de dados selecionados as amostras que estejam com dados incompletos, ruidosos ou inconsistentes. São operações comuns nesta fase a verificação da consistência das informações, preenchimento ou eliminação de valores desconhecidos ou redundantes, a correção de possíveis erros e a retirada de valores fora do escopo do processo. (REZENDE, 2005).

A fase de transformação dos dados busca tornar os dados pré-processados na etapa anterior compatíveis com as entradas dos algoritmos de mineração de dados. Nesta etapa, por exemplo, as variáveis contínuas podem ser codificadas em variáveis categóricas, pode ocorrer a criação de novas variáveis, conversões de tipos, etc (REZENDE,2005;CARVALHO,2000).

Cabe salientar que conforme citado por Rezende (2005), as transformações descritas devem ser realizadas de forma a garantir que as informações presentes nos dados brutos continuem presentes nas amostras, para que os modelos finais sejam compatíveis com a realidade da aplicação.

A próxima etapa, a Mineração de dados é composta pela garimpagem dos dados. Nesta etapa são definidos o algoritmo (técnica) e a tarefa a serem utilizadas para a exploração eficiente da massa de dados. Na tabela a seguir estão representadas as principais tarefas de KDD e as técnicas utilizadas para a mineração de dados.
Tabela 2.1: TAREFAS E TÉCNICAS UTILIZADAS.
	Tarefas de KDD
	Técnicas

	Associação
	Estatística e Teoria dos Conjuntos

	Classificação
	Algoritmos Genéticos, Redes Neurais e Árvores de Decisão

	Clustering
	Redes Neurais e Estatística

	Previsão de Séries Temporais
	Redes Neurais, Lógica Nebulosa e Estatística


Fonte: AURÉLIO ; VELLASCO ; LOPES.1999, p20

A escolha da tarefa de mineração de dados varia de acordo com os objetivos da aplicação. Estas tarefas podem ser agrupadas em atividades preditivas e descritivas.

As atividades preditivas consistem na generalização de dados históricos com respostas conhecidas para o reconhecimento de classes de um novo exemplo. As principais tarefas preditivas são as classificações e as regressões. A classificação consiste na predição de um valor categórico, enquanto a regressão trata de um valor contínuo, buscando prever o valor da próxima ocorrência.

As atividades descritivas buscam a identificação de valores intrínsecos do conjunto de dados, sem classe especificada previamente. Algumas das tarefas descritivas são as regras de associação, clustering e a sumarização (REZENDE, 2005).

A escolha do algoritmo está intimamente ligada à complexidade da solução e seus objetivos propostos (REZENDE, 2005). Para Goldschmidt e Passos (2005), existem diversos tipos de técnicas e algoritmos a serem utilizados para mineração de dados, sendo estes subdivididos em técnicas tradicionais, técnicas específicas e técnicas híbridas, onde sua escolha depende muitas vezes da tarefa a ser realizada.
As técnicas tradicionais são as tecnologias independentes do contexto da mineração de dados, geralmente produzindo bons resultados nas aplicações de descoberta de conhecimento.  Como exemplos destas tecnologias podem ser citados redes neurais artificiais (RNA), lógica nebulosa, árvores de decisão, algoritmos genéticos e a estatística.

As técnicas específicas são aquelas desenvolvidas para atender especificamente às tarefas de descoberta de conhecimento. Como exemplo típico na área, existe o algoritmo apriori, desenvolvido especificamente para a descoberta de associação.

As técnicas híbridas, geralmente mais eficientes e com menos deficiências, podem inclusive serem consideradas sistemas por combinar mais de uma técnica para a solução do problema. Estas técnicas são classificadas de acordo com a forma de integração entre as tecnologias utilizadas, sendo estas definidas como híbridos seqüenciais, auxiliar e incorporado. 

A forma seqüencial é definida quando o resultado da primeira técnica é a entrada da segunda, em um processamento em série. A forma auxiliar é identificada quando uma das técnicas utiliza a outra para auxiliar no processo de descoberta de conhecimento, como citado por Goldschmidt e Passos (2005), quando uma rede neural artificial invoca um algoritmo genético para otimizar os pesos de sua estrutura. Na combinação entre duas tecnologias em que não há uma separação nítida entre elas e o fluxo do processo não é seqüencial trata-se de um modelo híbrido incorporado (REZENDE, 2005; GOLDSCHMIDT; PASSOS, 2005).
Para Goldschmidt e Passos (2005), a etapa seguinte, Interpretação, compreende a tarefa de avaliação dos resultados pelo especialista do domínio da aplicação e pelo especialista em descoberta de conhecimento. Conforme Rezende (2005), o conhecimento obtido a partir da aplicação das técnicas de mineração de dados pode ser utilizado como apoio a tomada de decisão de um ser humano ou por meio de um sistema especialista. Além disso, este conhecimento deve ser avaliado quanto sua representatividade e validade como um novo conhecimento através de medidas de desempenho e qualidade.

Após a análise dos resultados obtidos, caso estes não atinjam o objetivo proposto, o processo de extração de mineração pode ser ajustado e repetido. (REZENDE, 2005). 
Como a parte principal do processo de KDD envolve diversas técnicas e tarefas complexas, estes processos serão estudados de forma mais detalhada a seguir.
2.2 MINERAÇÃO DE DADOS

Mineração de Dados e descoberta de conhecimento em bases de dados é um interdisciplinar campo de pesquisa que mescla conceitos de estatística, inteligência artificial, computação paralela e banco de dados. O principal desafio da Mineração de Dados é a extração de conhecimento implícito em grandes e densas bases de dados e possui vasta aplicabilidade em várias áreas, incluindo suporte a decisões, formulação de estratégias de marketing e previsões na área financeira (CARVALHO, 2005). 

Conforme Carvalho (2005), Mineração de Dados ou Data Mining (DM) é um conjunto de técnicas reunidas da Estatística e da Inteligência Artificial, com objetivo de descobrir conhecimento novo que esteja “escondido” em grandes massas de dados. Já Harrison (1998) (Apud AURÉLIO; VELLASCO; LOPES, 1999) define DM como um processo de exploração e análise de uma grande massa de dados que através de meios automáticos ou semi-automáticos, objetivam a descoberta de padrões e regras significativas. 

O volume, complexidade e a peculiaridade dos eventos tratados na etapa de mineração de dados, impõe diversas limitações ao uso somente das técnicas estatísticas. Algumas limitações são a inter-relação entre os atributos dos domínios de aplicação que podem comprometer o resultado da análise, o alto grau de conhecimento estatístico exigido para aplicação de técnicas estatísticas, os métodos estatísticos não manipulam de forma aceitável valores simbólicos, incompletos ou inconclusivos e por fim, os métodos estatísticos tornam-se computacionalmente caros quando aplicados a grandes bases de dados. Devido a estas dificuldades, a mineração de dados utiliza técnicas de diversas áreas de conhecimento como inteligência artificial, estatística e banco de dados de forma integrada, tratando estas restrições (SILVA, 2006).

A extração de conhecimento de grandes bases de dados e a utilização de Data Mining para a realização desta tarefa estão presentes em diversos ramos do mercado, (CARVALHO, 2000) e em diversos domínios de aplicações como marketing, análises corporativas, astronomia, medicina, biologia, entre outros (AURÉLIO; VELLASCO; LOPES, 1999).

Desta forma, são identificadas diversas tarefas de KDD, dependentes do domínio de aplicação, destinadas cada uma a extração de um tipo diferente de conhecimento. Conforme Carvalho (2005), bascamente cinco tarefas abrangem didaticamente todas as tarefas de mineração, permitindo assim uma visão geral da função de cada grupo, sendo elas a classificação, estimativa, previsão, análise de afinidade e análise de agrupamentos (Clusterização). A seguir serão abordadas algumas destas tarefas.
2.2.1 Classificação

A Classificação é a tarefa de mineração de dados mais comum e consiste em classificar padrões ou grupos já identificados. Nesta tarefa, o dado analisado é comparado com outros que pertençam a classes ou grupos já definidos através de uma métrica de diferença entre eles. É uma tarefa comumente utilizada na identificação de transações financeiras legais, ilegais ou suspeitas, por exemplo (GIUDICI, 2003).  Depois de identificada a relação entre os elementos, esta função pode ser aplicada a novos registros, prevendo a relação destes com as respectivas classes (GOLDSCHMIDT; PASSOS, 2005).
São exemplos da tarefa de classificação: Descoberta de padrões de consumidores, classificar pedidos de créditos como de baixo, médio e alto risco; identificar fraudes em seguros, etc. Como exemplo, analisando a tabela 2.2 pode-se identificar regras de relacionamentos entre os possíveis compradores de um produto, baseando-se em dados como sexo, país, idade e histórico de transações efetuadas ou não.



Tabela 2.2: Entrada de dados para tarefa de classificação.
	SEXO
	PAÍS
	IDADE
	COMPRAR

	Masculino
	Brasil
	25
	Sim

	Masculino
	Argentina
	21
	Sim

	Feminino
	Brasil
	23
	Sim

	Feminino
	Argentina
	34
	Sim

	Feminino
	Brasil
	30
	Não

	Masculino
	Uruguai
	21
	Não

	Masculino
	Uruguai
	20
	Não

	Feminino
	Uruguai
	18
	Não

	Feminino
	Brasil
	34
	Não

	Masculino
	Brasil
	55
	Não





Fonte: Adaptado de Goldschmidt e Passos, 2005, p.70..

O conhecimento descoberto é frequentemente representado na forma de regras SE-ENTÃO. Seguindo esta idéia, as regras geradas são as seguintes:



Tabela 2.3: Regras geradas após a tarefa de classificação.

	Se (PAÍS = Uruguai) então COMPRAR = Não.

	Se (PAÍS = Argentina) então COMPRAR = Sim

	Se (PAÍS = Brasil e IDADE ≤ 25) então COMPRAR = Sim.

	Se (PAÍS = Brasil e IDADE  >25) então COMPRAR = Não.




Fonte: Adaptado de Goldschmidt e Passos, 2005, p.71.

Conforme as regras geradas, se o país do comprador for Uruguai o histórico não mostra efetivação nas transações. Já no caso do país do comprador for Argentina, o histórico da base de dados analisada mostra a efetivação das transações. No caso do país do comprador for o Brasil, ainda existe a necessidade da avaliação do fator IDADE para a identificação de padrões de relacionamento. Caso a idade seja acima de 25 anos, o histórico analisado não mostra a efetividade das transações. Caso a IDADE seja igual ou inferir a esta idade, o histórico mostra a efetividade das transações. Com estes dados, campanhas de marketing, logística e planejamentos estratégicos podem ser definidas.

Formalmente conforme Goldschmidt e Passos (2005), pode ser considerado um par ordenado (x,(fx)), onde x é um vetor de entradas n-dimensionais e f(x) a saída de uma função f, desconhecida, aplicada a x. A classificação consiste em, com base em exemplos de funções (f), obter uma função similar ou igual a f, conhecidas por hipótese de f (h).

Quando f é formada por um conjunto de rótulos de classes, a tarefa indutiva é chamada de Classificação. A busca de hipóteses (h), também chamados de classificadores, no contexto da aplicação, através da utilização de um algoritmo de aprendizado (L) é denominado processo de Aprendizado. O conjunto das hipóteses que podem ser obtidas a partir do uso deste algoritmo é representado por HL e cada hipótese deste conjunto denominada hL.

O conjunto de pares utilizados na identificação de h é denominado conjunto de treinamento. O conjunto de pares utilizados para validar a eficácia de h é denominado conjunto de testes, e assim, é certificada a qualidade e precisão de cada regra. Uma medida de desempenho comumente utilizada para verificar a precisão de um classificador é a acurácia (Acc(h)).

Acc(h) = 1-Err(h), onde: Err(h) é a taxa de erro ou classificação incorreta.
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Onde:  n é o número de registros; yi  é a classe real do exemplo (i) e h (i) é a classe indicada pelo classificador para o exemplo (i).

Além desta medida, existe a medida de completude que mostra a capacidade do algoritmo em classificar todos os exemplos da base disponível e a medida de consistência, que é a capacidade do classificador em classificar de maneira correta os exemplos disponíveis. 

O algoritmo L pode ser interpretado como uma função tal que:

L: T( HL, onde T é o espaço dos conjuntos de treinamento possíveis para L.
Cada algoritmo possui um conjunto de fatores que coletivamente influenciam na seleção de hipóteses, chamado Bias. Este elemento tem a função de restringir o espaço de hipóteses de HL  e impor uma ordem sobre as hipóteses de HL .

Conforme o teorema de NFL (No Free Lunch Theorem), todos os algoritmos de classificação possuem a mesma importância em qualquer problema de classificação. Logo, a cada nova aplicação todos devem ser testados, identificando os de melhor desempenho (GOLDSCHMIDT; PASSOS, 2005).

Uma vez selecionada uma hipótese (classificador) esta pode ser muito específica para o conjunto utilizado. Entretanto, existem casos onde o classificador fica “viciado” no ambiente de treinamento, efeito causado por um fenômeno chamado de overfitting.  Por outro lado, quando não há “aderência”  entre o classificador e o conjunto de treinamento, ocorre um underfitting, geralmente justificado por parâmetrizações inadequadas do algoritmo, como por exemplo um número insuficiente de neurônios em uma rede neural (GOLDSCHMIDT; PASSOS, 2005; REZENDE, 2005).

Algumas das ferramentas utilizadas nesta tarefa são as redes neurais artificiais, estatísticas e algoritmos genéticos, C4.5, K-NN, Back-propagation e classificadores Bayesianos (GOLDSCHMITD;PASSOS, 2005).

2.2.1.2 - Regras de Associação

Uma regra de associação caracteriza o quanto a presença de um conjunto de itens nos registros de uma base de dados implica na presença de algum outro conjunto distinto de itens nos mesmos registros (REZENDE, 2005). Desse modo, o objetivo das regras de associação é encontrar tendências que possam ser usadas para entender e explorar padrões de comportamento dos dados. 

Como citado em (CARVALHO, 2000) um algoritmo baseado em regras de associação consiste em descobrir este padrão de regra entre os dados previamente preparados para a garimpagem. Para tanto, medidas estatísticas mostram a freqüência das regras no universo de dados disponíveis. (REZENDE, 2005). Duas destas medidas são fatores de suporte e confiança.

Domingues e Rezende (2005) citam que através da utilização de regras de associação, foram analisados os dados de vendas de um supermercado e identificado que 80% dos clientes que compram o produto Q também adquirem, na mesma ocasião, o produto W. Nessa regra 80% corresponde a sua confiabilidade.

Conforme citado por Goldschmidt e Pasos (2005), formalmente uma regra de associação é uma implicação da forma X(Y, onde X e Y são conjuntos dos itens tais que X(Y=0. A intersecção vazia entre o antecedente e o conseqüente da regra, assegura que um item não será relacionado com ele próprio. O elemento de ligação existente em cada ocorrência de itens da base de dados é definido como transação.
Cada regra de associação é associada a um fator suporte superior, denominado FSup, e a um fator de confidência, FConf. FSup é definido como sendo a razão do número de transações satisfazendo ambos X e Y sobre o número total de transações, isto é, FSup =  | X ( Y | / N, onde N é o número total de transações. FConf é definido como a razão do número de transações que satisfazem ambos X e Y sobre o número de transações que satisfazem X, isto é, FConf = | X ( Y | / | X |. A tarefa de descobrir regras de associação consiste em extrair do banco de dados todas as regras com FSup e FConf maiores ou iguais a um FSup e FConf especificado pelo usuário (AURÉLIO; VELLASCO; LOPES, 1999).
Os valores de suporte e confiança devem ser especificados em uma tarefa conjunta entre o especialista de KDD e o especialista do domínio da aplicação (GOLDSCHMIDT; PASSOS, 2005).
Como exemplo, a lista de transações de um supermercado (tabela 2.4) pode ser analisada e com isso, identificados os itens de suporte e confiança (tabela 2.5) conforme o percentual determinado pelo especialista da área, levando em consideração o contexto da aplicação.

Tabela 2.4: LISTA DE TRANSAÇÕES COMERCIAIS.

	Id-Transação (TID)
            Itens Comprados

	1


leite, pão, refrigerante

	2


cerveja, carne

	3


cerveja, fralda, leite, refrigerante

	4


cerveja, fralda, leite, pão

	5


fralda, leite, refrigerante


Fonte: Adaptado de Golschmidt, Passos 2005. p.60.

As regras geradas a partir da aplicação do algoritmo:
Tabela 2.5: LISTA DE REGRAS DE SUPORTE E CONFIANÇA.

	{fralda} ( {cerveja} 
confiança de 66%     
(suporte médio)

	{fralda} ( {leite} 
 
confiança de 100% 
(suporte alto)

	{leite} ( {fralda}

confiança de 75%
(suporte alto)

	{carne} ( {cerveja} 
 
confiança de 100% 
(suporte baixo)


Fonte: Adaptado de Golschmidt; Passos, 2005. p.61

O problema de descobrir todas as regras de associação, tal como formulado por Agrawal et alli (Apud ROMÃO, et al, 1999), pode ser decomposto em duas etapas:

1. encontrar todos os conjuntos de itens (itemsets) que apresentam suporte maior que o suporte mínimo estabelecido pelo decisor. Os itemsets que atendem a este quesito são denominados itemsets freqüentes;  

2. utilizar os itemsets freqüentes obtidos para gerar as regras de associação do banco de dados.

O desempenho geral da mineração de regras de associação é determinado pela primeira etapa, a qual exige sucessivas buscas na base de dados. Encontrando-se o conjunto dos itemsets freqüentes, as regras de associação correspondentes podem ser diretamente identificadas.

Algoritmos que realizam a contagem eficiente dos grandes itemsets são a chave para o sucesso dos métodos de mineração em grandes bancos de dados (Chen et alli, 1996, apud ROMÃO, et al, 1999).

Existem diversos algoritmos passíveis de utilização na tarefa de descoberta de associações, como por exemplo: Apriori, DHP (Direct Hashing and Pruning), Partition, DIC (Dinamic Itemset Counting), Eclat, MaxEclat, Clique, MaxClique, Cumulate e EstMerge. Todos os algoritmos citados foram inspirados na estrutura do algoritmo Apriori (GOLDSCHMIDT; PASSOS, 2005).

O algoritmo Apriori é um dos algoritmos mais conhecidos na mineração de regras de associação em grandes bancos de dados centralizados. Ele encontra todos os conjuntos de itens freqüentes, denominados itemsets freqüentes (Lk) com o uso de duas funções. Uma gera os itemsets candidatos para associação e elimina os itemsets que não são freqüentes e uma segunda função extrai as regras de associação.

2.2.1.3 – Clusterização

A tarefa de Clusterização ou Agrupamento é um exemplo de aprendizado não supervisionado e consiste em classificar uma massa de dados em classes desconhecidas, muito utilizada quando nada ou pouco se sabe sobre a massa de dados. Como a tarefa necessita identificar automaticamente, com base na semelhança entre os elementos, os rótulos ou classes, é denominada indução não supervisionada.

Com esta tarefa é possível determinar, por exemplo, quantas classes ou agrupamentos uma massa de dados contém e como se distribuem. É aplicada em atividades de marketing para identificar os segmentos de mercado, para encontrar estruturas significantes nos dados e na descoberta de fraudes ou dados incorretos (OLIVEIRA, 2001; CARVALHO, 2005).

TABELA 2.6: RELAÇÃO DE CONSUMIDOR , QUANTIDADE MÉDIA E PREÇO MÉDIO.
	Consumidor
	Quant. Média
	Preço Médio

	1
	2
	1.700

	2
	10
	1.800

	3
	2
	100

	4
	3
	2.000

	5
	12
	2.100

	6
	3
	200

	7
	4
	2.300

	8
	11
	2.040

	9
	3
	150




   Fonte: Adaptado de Goldschmidt e Passos, 2005, p 100.
Após a aplicação de um algoritmo de clusterização, cada grupo identificado é caracterizado por similaridade de consumidores conforme a quantidade média total e o preço médio dos produtos consumidos, resultando no agrupamento mostrado na tabela 2.7.
TABELA 2.7: AGRUPAMENTO IDENTIFICADO PELA TÉCNICA
	Grupo
	Consumidor
	Qtd.Média
	Preço Médio

	1
	1
	2
	1.700

	
	4
	3
	2.000

	
	7
	4
	2.300

	2
	2
	10
	1.800

	
	5
	12
	2.100

	
	8
	11
	2.040

	3
	3
	2
	100

	
	6
	3
	200

	
	9
	3
	150


                      Fonte: Adaptado de Goldschmidt ePassos, 2005, 100

Geralmente o usuário deve determinar a quantidade de classes ou grupos a serem considerados. Com esta informação os registros são separados em grupos e rotulados de acordo com as características internas de cada grupo (GOLDSCHMIDT; PASSOS, 2005). Quanto este processo é bem sucedido, os clusters apresentam alta homogeneidade interna e alta heterogeneidade externa (OLIVEIRA, 2001).

Algumas das técnicas utilizadas para a implementação desta análise são as Redes Neurais, Estatística e Algoritmos Genéticos (CARVALHO, 2005).
2.2.1.4 - Previsão de Séries Temporais

A tarefa de previsão consiste em determinar o valor futuro de um índice baseado no comportamento histórico deste índice. Muito utilizada nos estudos de comportamentos do mercado acionário, esta técnica é considerada uma das mais difíceis das tarefas de data mining, tendo a sua eficácia comprovada somente após a efetivação do evento (CARVALHO, 2005).

Esta tarefa busca também a identificação de características, padrões e propriedades das séries amostradas e com isso, gerar um modelo e determinar o valor futuro da série (GOLDSCHMIDT; PASSOS, 2005).

Existem quatro principais tipos de movimentos principais utilizados na caracterização destas séries (ABELÉM, 1994): 

Movimentos de Tendência (mt): indicam a direção em que o gráfico se movimenta ao longo do tempo, em mudanças graduais. São normalmente provocadas, por exemplo, pelo crescimento constante na população, no produto interno bruto, no efeito da competição, ou por outros fatores que falham na tentativa de produzir mudanças repentinas, mas produzem variações graduais e regulares ao longo do tempo. 

Movimentos Cíclicos (vt): Mostram a oscilação de uma curva, podendo estas oscilações ser periódicas ou não. São os movimentos suaves e repetitivos ao longo da série de tendência provocados normalmente por fatores como mudanças na demanda de produtos e ciclos de negócios.  

Movimentos Sazonais (qt): Demonstram movimentos que ocorrem em conseqüência à eventos que se repetem a certos períodos de tempo ou épocas. (GOLDSCHMIDT; PASSOS, 2005) São as oscilações facilmente previsíveis e com intervalos regulares de subida e de queda que sempre ocorrem em um determinado período do ano, do mês, da semana, ou do dia. 

Movimentos Irregulares ou Randômicos (et): São movimentos influenciados por fatores que ocorrem de forma aleatória. São flutuações de período curto que ocorrem após a ocorrência de um efeito de tendência, cíclico ou sazonal, sendo movimentos inexplicáveis e geralmente causados por fatores como, por exemplo, eventos políticos e oscilações climáticas imprevisíveis.

Desta forma, uma série temporal (y) é analisada pela decomposição dos quatro movimentos citados anteriormente não diretamente observados (CORRÊA; PORTUGAL, 1998). Em termos analíticos:

 yt = mt gt vt et 
A busca por similaridades neste tipo de tarefa consiste em identificar seqüência de dados similares ao padrão apresentado, sendo esta busca classificada em dois tipos:

A Combinação de Seqüências consiste em encontrar todas as seqüências da série que coincidam com o padrão definido. A Aproximação de Seqüências consiste em buscar as séries de dados que mais se aproximam da série em análise.

Como exemplo, um estudo desenvolvido por Fernandes, Portugal e Navaux (1995) indica os valores futuros do índice de passageiros das linhas aéreas dos Estados Unidos de janeiro de 1960 a 1971. Neste artigo os autores com uso de redes neurais artificiais determinam uma topologia de rede; o número de neurônios das camadas de entrada, saída e intermediária; identificam os quatro tipos de movimentos que compõe uma série de previsão temporal; efetuam o treinamento e validação da rede.  Os resultados obtidos por eles foram muito próximos dos reais, indicando a eficácia da tarefa e da técnica utilizadas (tabela 2.8). A maioria dos resultados ficou com erro abaixo de 1% após o treinamento da rede e o erro máximo foi de 1,64%.
TABELA 2.8: EXEMPLO DE RESULTADO DE PREVISÃO DE SÉRIES TEMPORAIS.
	Período
	Real
	Um Passo a Frente
	Erro Percentual
	Doze passos a  frente
	Erro percentual

	jan/71
	6,0331
	6,0095
	0,39%
	6,0095
	Parte superior do formulário

0,39 %Parte inferior do formulário

	fev/71
	5,9687
	5,9084
	Parte superior do formulário

1,01%Parte inferior do formulário
	5,9346
	Parte superior do formulário

0,57 %Parte inferior do formulário

	mar/71
	6,0379
	6,0599
	-0,36%
	6,0858
	-0,78%

	abr/71
	6,1334
	6,0328
	1,64%
	6,0394
	1,53%

	mai/71
	6,1570
	6,1209
	0,59%
	6,1319
	0,41%

	jun/71
	6,2823
	6,2583
	0,38%
	6,2855
	0,05%

	jul/71
	6,4329
	6,3865
	0,72%
	6,4095
	0,36%

	ago/71
	6,4069
	6,3799
	0,42%
	6,4399
	-0,51%

	set/71
	6,2305
	6,2136
	0,27%
	6,2139
	0,27%

	out/71
	6,1334
	6,0732
	0,98%
	6,087
	0,76%

	nov/71
	5,9661
	5,9839
	-0,29%
	5,9699
	0,06%

	dez/71
	6,0684
	6,0459
	0,37%
	6,0516
	0,28%


Fonte: Fernandes; Portugal e Navaux ,1995, p.11.

Existem diversos métodos em que uma série temporal é modelada com o objetivo de extrapolar seus valores futuros, variando em contexto abordado, complexidade e tratamento dos dados contidos na série. Esta tarefa é aplicada em casos em que há um padrão persistente ou sistemático no comportamento da variável, que é possível de captar através de uma representação paramétrica (PINDYCK e RUBENFIELD, 1991, Apud BRESSAN, 2004).
Entre os modelos mais utilizados destacam-se os de suavizamento exponencial, média móvel, modelos Box & Jenkins, modelos Estruturais, modelos Bayesianos, algoritmos genéticos e de Redes Neurais. 

Os procedimentos de previsão na prática variam muito, podendo ser simples e intuitivos ou complexos, sendo a previsão uma etapa do processo de tomada de decisão. 

Na área econômica, por exemplo, existem três procedimentos de previsão predominantes: o econométrico, o de séries temporais e o de previsões qualitativas. Os dois primeiros são projeções técnicas que envolvem ajustes dos modelos teóricos para os dados a serem analisados, tendo como base o princípio de que as observações de amostras de um ou mais processos, aparentemente randômicos, fornecem evidências confiáveis sobre o comportamento futuro do processo em estudo. A diferença entre eles é que o procedimento econométrico se baseia na teoria econômica para construir o modelo, com base nas relações entre as variáveis. Já no procedimento de séries temporais, apenas os dados da própria série são utilizados para construir o modelo. (ABELÉM, 1994)

O procedimento de previsão qualitativa tem objetivo de prever o comportamento futuro de processos onde os dados históricos não existem ou não estão disponíveis, utilizando entradas subjetivas como opiniões de especialistas, de executivos, carências de consumo, entre outros.

O uso de técnicas de mineração de dados e inteligência artificial no mercado financeiro para determinação de estratégias e prever as tendências de alta e baixa já é realidade desde 1986 nos Estados Unidos. Primeiro, através da aplicação de sistemas baseados em regras heurísticas, com o uso de sistemas especialistas. Após, com o uso de análise estatística e, finalmente, com o uso de redes neurais artificiais. Todas as opções com suas respectivas vantagens e desvantagens (CARVALHO, 2005).

Como citado por Montgomery e Ludwing (2005), as redes neurais com aprendizado não supervisionado, como a rede de Kohonem tem por finalidade a classificação de dados pelo reconhecimento de padrões. Porém, como citado por (ABELÉM, 1994), as redes de aprendizado supervisionado, especialmente as redes que utilizam o algoritmo de retro-propagação tem mostrado resultados significativos na predição de valores no mercado acionário. Além disso, conforme o mesmo autor, as redes neurais artificiais vem mostrando superioridade com relação aos métodos estatísticos convencionais no tratamento e identificação de padrões com dados não lineares e muito ruidosos.

Como o objetivo deste trabalho é a identificação de padrões no mercado financeiro e a tecnologia de redes neurais está se mostrando cada vez mais forte, destacando-se no cenário econômico, e com base nos estudos analisados foi definida como uma das tecnologias a ser utilizada. Além disso, esta tecnologia contempla as tarefas pretendidas para a identificação de padrões no mercado financeiro, como classificação e previsão.
Entretanto, devido ao alto grau de abstração nas justificativas de suas respostas, faz-se necessária a comparação dos resultados obtidos com alguma outra tecnologia cujo funcionamento seja claro. Visando atender a este requisito, será também abordado neste estudo o uso da técnica de árvores de decisão para classificação de ativos e comparação dos resultados obtidos, devido a sua fácil visualização do processo de classificação.
3 CLASSIFICADORES

Dentro da Mineração de Dados a Classificação de Padrões é a área mais estudada, definindo padrões com os atributos definidos. Os padrões de classificação possuem atributos de dois tipos: os preditivos e os objetivos. Os atributos objetivos tratam de variáveis categóricas, representando classes previamente definidas, conhecidas  na fase de  treinamento. Já os atributos preditivos buscam identificar a que classe um novo padrão pertence. Na fase de treinamento, o objetivo deste tipo de padrão de classificação é identificar e aprender as relações entre os atributos preditivos e objetivos. 

Objetivando a comparação da classificação entre dois tipos de classificadores, a seguir são apresentadas as duas técnicas utilizadas na tarefa de classificação neste estudo, a tarefa de redes neurais artificiais e o algoritmo de árvores de decisão.

3.1 Redes Neurais Artificiais
As redes neurais artificiais é uma técnica de Inteligência Artificial, hoje empregada em diversas áreas de conhecimento e estudo, como neurociência, matemática, física, economia, engenharias e ciência da computação, focadas em tarefas como a previsão de valores, padrões, classificações de clientes, e outros.  Esta estrutura tem como vantagem a capacidade de aprender com os dados de entrada, e por isso, tem o interesse de pesquisadores do mundo todo em seu funcionamento e evolução (LUDWING; MONTGOMERY, 2007).

A conclusão dos autores é que ambos os resultados são equivalentes em termos de retornos financeiros para os dois modelos de maneira positiva para estes mercados. 

Diversos trabalhos nesta área foram desenvolvidos, alguns inclusive com resultados expressivos, como por exemplo, o estudo desenvolvido por BERGENSON e WUNSCH (Apud ZANETI; ALMEIDA, 1998), onde com o uso de um sistema composto por redes neurais híbridas, obtiveram um retorno de 660% em 25 meses com uma aplicação de US$ 10.000 entre janeiro de 1989 e janeiro de 1991. Um dos aspectos negativos deste método, segundo os autores, foi o grande número de horas gasto para a construção do modelo. Estes fatos ressaltam a existência de um vasto campo de estudo acerca da comparação do desempenho de modelos preditivos para previsão de ativos em bolsas de valores.

3.1.1 Histórico

O surgimento da modelagem neural (Redes Neurais) pode ser considerado a partir da década de 40 pela publicação de um artigo de McCulloch e Pitts onde é apresentado um modelo de neurônio artificial inspirado no neurônio biológico humano.
Estudos na área de redes neurais foram realizados nesta época, porém sem resultados práticos, e, com o surgimento da arquitetura de computador eletrônico, elaborado por Johan Von Neumann ainda na década de 40, as redes neurais foram desestimuladas. (LUDWING; MONTGOMERY, 2007; LAZO, 2000; FERNANDES; PORTUGAL; NAVAUX,1995).

Em 1949 Donald Hebb escreveu o livro intitulado "The Organization of Behavior" (A Organização do Comportamento), onde sugere que o aprendizado (a mudança nos valores dos pesos sinápticos) seja feito proporcional à correlação entre os estados de ativação dos neurônios pré e pós-sinápticos.

A primeira rede neural artificial a obter sucesso surgiu em 1957, criada por Frank Rosenblatt, Charles Wightman e foi denominada Perceptrons. Porém em 1969, Marvin Minsky e Seymour Papert publicaram o livro intitulado “Perceptrons”, onde provaram que as redes neurais de uma única camada proposta por Rosenblatt eram incapazes de resolver alguns problemas, como por exemplo a operação lógica XOR. Este trabalho desestimulou as pesquisas na área por um longo período (LUDWING; MONTGOMERY, 2007).

Em 1982, John Hopfield fez uma importante contribuição baseado nas teorias dos “perceptrons”, desenvolvendo algoritmos para o ajuste dos pesos das redes neurais multi-camada, até o surgimento do algoritmo de Backpropagation (LUDWING; MONTGOMERY, 2007; LAZO, 2000).

Após a descoberta do Backpropagation, manteve-se o crescimento nas atividades de pesquisa e novas áreas de atuação das redes neurais têm surgido, tais como: compressão de imagem e voz, diagnósticos médicos, reconhecimento de caracteres manuscritos, conservação de energia e previsões de séries temporais, em especial séries econômicas (LAZO, 2000).
3.1.2 Vantagens e Desvantagens

A rede neural é uma estrutura com processos em paralelos, que possuem habilidade de generalização, ou seja, produz saídas adequadas para as entradas que não faziam parte do seu treinamento. Porém na prática, as redes não conseguem fornecer soluções para problemas muito complexos trabalhando sozinhas (LUDWING; MONTGOMERY, 2007).

Uma vantagem das redes neurais é a possibilidade de se projetar a rede para modificar seus pesos sinápticos em tempo real. Além disso, a estrutura da rede neural dá a ela o potencial de ser tolerante a falhas, devido ao armazenamento distribuído das informações na rede. A principal desvantagem está no seu processamento que é considerado uma “caixa preta” pela dificuldade em determinar “como” a rede chegou ao resultado, seja em uma rede de uma ou mais camadas. A forma comumente utilizada para verificar o correto funcionamento da rede é pela análise do erro médio quadrático (LUDWING; MONTGOMERY, 2007).

3.1.3 Redes Neurais Artificiais: Conceitos Básicos

Uma RNA é uma ferramenta computacional no campo da inteligência artificial que busca simular o comportamento do cérebro humano (FERNANDES, 2005). Para o desenvolvimento de um modelo computacional de comportamento inteligente, neurologistas e pesquisadores da inteligência artificial propuseram uma rede altamente interconectada de nódulos (ou neurônios) (AURÉLIO; VELLASCO; LOPES, 1999). Esta estrutura tem a capacidade de aprendizado, generalização, associação e abstração. As RNAs tentam aprender padrões diretamente dos dados através de um processo de repetidas apresentações dos dados à rede, ou seja por experiência. Dessa forma, uma RNA procura por relacionamentos, constrói modelos automaticamente, e os corrige de modo a diminuir seu próprio erro.

Os principais atributos utilizados na descrição das Redes Neurais Artificiais são a representação distribuída, as operações locais e o processamento não linear. Estas características especificam duas atuações básicas destas estruturas: situações onde poucas decisões devem ser tomadas a partir de uma grande quantidade de dados e situações onde um complexo mapeamento não-linear deve ser aprendido.

Os componentes principais de uma RNA conforme Rumelhart (1996) (apud PORTUGAL; FERNANDES, 1996), são os neurônios, também conhecidos como unidades de processamento, as funções que fazem o processamento ou o tratamento dos dados  e as ligações entre os neurônios, sendo  a função de saída, a regra de ativação, o estado de ativação do neurônio, um padrão de interconexão, ou seja, a estrutura da rede, a forma propagação dos dados nesta estrutura, sendo controladas pela regra de propagação e o ambiente ao qual esta metodologia será empregada.

3.1.3.1 O Neurônio Artificial

O cérebro humano é composto por mais ou menos 1011 neurônios, e apesar de não existirem dois neurônios iguais, eles possuem características comuns (ABELÉM, 1994). Como citado por Carvalho, (2005), a estrutura básica do funcionamento cerebral é a célula nervosa, também chamada de Neurônio, que tem como função gerar sinais elétricos e transmiti-los a outras células.
O neurônio humano tem sua estrutura composta por dendritos, corpo, axônio e colaterais.
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Figura 3.1: O Neurônio humano. Fonte: Adaptado de Carvalho, 2005, p. 94. 

O núcleo da célula, ou soma, está localizado no corpo da mesma. Conectados ao corpo da célula existem fibras nervosas chamadas dendritos. Estendendo-se do corpo da célula existe uma única fibra nervosa mais grossa chamada axônio, da qual surgem ramificações e sub-ramificações chamadas de colaterias, onde se encontram as junções sinápticas ou sinapses. Sinapses é a conexão entre um colateral e um dendrito. Os impulsos elétricos são enviados do corpo para os colaterais através dos axônios. Porém a ligação entre os neurônios não é direta. O impulso elétrico é transformado em uma codificação química por substâncias liberadas pelo neurônio transmissor através de neurotransmissores e receptores presentes nas sinapses. 

A transmissão do sinal de um neurônio para outro é um complexo processo químico, no qual substâncias específicas são liberadas pelo neurônio transmissor. O efeito é um aumento ou uma queda no potencial elétrico no corpo da célula receptora. Se este potencial alcançar o limite de ativação da célula, um pulso é enviado através do axônio. Diz-se então que o neurônio está ativo.

O neurônio artificial foi elaborado para imitar as características de um neurônio biológico. Basicamente, um conjunto de entradas são aplicadas ao neurônio artificial, cada uma representando a saída de outros neurônios, ou seja,os dendritos. Cada entrada tem um valor (x) que é multiplicada por um peso correspondente (Wij), gerando entradas ponderadas, simulando as sinapses de um neurônio natural. Em seguida todas estas entradas ponderadas são somadas, obtendo-se um valor NET que será comparado com o valor limite para ativação do neurônio (F). Caso este valor alcance o valor limite de ativação do neurônio, ele se ativará, caso contrário ele ficará inativo. 
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Figura 3.2: Estrutura do neurônio artificial. Fonte: AURÉLIO, VELLASCO e LOPES, 1999.
3.1.3.2 Estado de Ativação

O estado de ativação do sistema especifica o que está sendo representado na rede em um instante t qualquer. Estes valores podem ser discretos, como por exemplo, valores de {0,1} ou {-1,0,1} ou valores contínuos no intervalo [0,1] ou [-1,1], que serão calculados pela regra de ativação.

3.1.3.3 Função de Saída:

A função de saída é o mapeamento do estado de ativação em um sinal de saída, sendo o limiar que permite ou não a ativação do neurônio.

3.1.3.4 Padrão de Interconexão

Pode ser representado por uma matriz de pesos W, onde um elemento Wij corresponde à interferência do neurônio Ui sobre o neurônio Uj. Nesta representação, pesos positivos representam  a excitação ou o reforço na ativação do neurônio Uj. Da mesma forma, os valores de pesos negativos representam a ativação ou a inibição na função de ativação do neurônio Uj (FERNANDES, 2005).

Topologicamente, as redes neurais podem ser organizadas em camadas. Em termos gerais, as redes possuem:

· Uma Camada de Entrada: Esta camada não possui neurônios, tendo apenas um número de nós igual ao número de sinais de entrada da rede e não realiza funções computacionais.

· Uma, nenhuma ou diversas camadas ocultas, com um ou mais neurônios ocultos. Estes neurônios capacitam a rede a extrair estatísticas e realizam as funções computacionais da rede. Entre as camadas da rede podem existir conexões entre camadas (inter-camadas) e conexões entre neurônios de mesma camada (intra-camadas).

· Uma camada de saída que contém um número de neurônios igual ao número de sinais de saída da rede.

Com o ajuste dos pesos sinápticos, a rede neural pode memorizar as relações entre as entradas e saídas e, assim, assumindo uma característica de memória associativa (LUDWING; MONTGOMERY, 2007).

Como Exemplo, toma-se o exemplo mostrado por Portugal e Fernandes (1996).
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Figura 3.3: Exemplo de Rede Neural Artificial. Fonte: PORTUGAL; FERNANDES, 1996.

Na figura acima, os neurônios u1, u2, u3, u4, u5 são os neurônios de entrada da rede. Os neurônios u9, u10 são os neurônios de saída. Os neurônios u6, u7, u8 são os neurônios da camada intermediária (camada oculta).  No exemplo acima, existem  conexões inter-camadas, ou seja, conexões entre neurônios de camadas diferentes, como por exemplo, a ligação entre os neurônios u7 e u10 , u1 e u6, u4 e u8. Além deste tipo de conexão, no exemplo é mostrada um tipo de ligação entre neurônios de mesma camada (entre os neurônios u6 e u7), sendo chamada de conexão intra-camada. A ligação entre os neurônios u6 e u7 formam um ciclo entre os neurônios, sendo conhecida como uma ligação recorrente. Este tipo de conexão forma um ciclo voltando o sinal para o neurônio que foi ativado primeiro. Esta ligação poderia ocorrer com neurônios entre camadas diferentes. A presença ou não deste tipo de ciclo na rede é um fator de classificação das redes em redes cíclicas e acíclicas.

Quando, por exemplo, o neurônio u10 é ativado, o valor desta ativação é determinado pelos parâmetros das ativações de u3, u4, u5, u7, u8 e os pesos w4,8, w5,8, w3,7, w7,10, w8,10.

3.1.3.5 Regra de propagação

É a regra pela qual cada neurônio calcula sua nova ativação. Basicamente é a soma de todas as entradas dos pesos (net), dos neurônios Uj, após a multiplicação de cada valor de entrada pelos pesos das respectivas conexões (Wij). A regra de propagação fica completa com a utilização no limiar citado na função de saída.

3.1.3.6 Regra de Ativação


É a regra que calcula o valor do neurônio no instante t, utilizando as entradas liquidas (net). Geralmente esta função tem o formato ai(t+1) =f(ai(t) , neti(t)), onde f  é a função de ativação ou função limiar. As quatro funções de ativação mais utilizadas são linear, rampa, degrau e sigmóide. Além destas, a função de ativação pode ser outra função que simule mais precisamente as características não lineares de neurônios biológicos.
3.1.3.7 Regra de Aprendizado

Sendo consideradas uma variante da regra de Hebb, que estabeleceu o princípio do aprendizado pela variação dos pesos das conexões, as regras de aprendizado são a forma em que a rede altera seu padrão de interconexão, alterando os pesos das conexões com base na experiência adquirida durante o aprendizado. Existem basicamente três formas de realizar esta tarefa: desenvolvendo novas conexões, ou com a perda das conexões existentes na rede ou com a modificação dos pesos das conexões existentes (PORTUGAL; FERNANDES, 1996).

Basicamente ocorrem somente as modificações dos pesos das conexões, pois em uma matriz de pesos (wij), as duas primeiras formas de modificação do padrão de interconexão podem ser simuladas. O desenvolvimento de novas conexões ocorre quando o peso de uma conexão de peso zero toma um valor positivo ou negativo. Da mesma forma, quando uma conexão de peso positivo ou negativo recebe o valor zero , pode-se dizer que a conexão é desconectada (PORTUGAL; FERNANDES, 1996).

O conceito de aprendizado é definido dentro do campo da Inteligência Artificial como a habilidade de realizar tarefas novas que não podiam ser realizadas anteriormente (CARBONELL (1989), apud PORTUGAL; FERNANDES, 1996). As redes neurais podem ser classificadas quanto ao controle do aprendizado e conforme a arquitetura da rede. 

Considerando-se o controle do aprendizado, as redes neurais podem ser classificadas em redes de aprendizado supervisionado e não-supervisionado. No aprendizado supervisionado, o treinamento da rede é dado com a apresentação da rede a pares de dados de entrada e a rede fornece o conjunto de dados de saída. Após esta apresentação, ocorrem o ajuste de pesos (sinapses) e níveis de bias até que a taxa de acerto seja considerada satisfatória.  Este processo é repetido para todos conjuntos de entradas e saídas do conjunto de treinamento da rede (LUDWING; MONTGOMERY, 2007). 
No aprendizado não-supervisionado, a rede não recebe informações sobre as saídas desejadas, sendo treinada apenas com os valores de entradas, organizando os valores de entradas em grupos por classificação de características comuns dos elementos de entrada. A organização é feita por meio de processos de competição e cooperação entre os neurônios. 

Fernandes (2005) cita ainda que além do controle de aprendizado supervisionado ou não existe ainda o aprendizado por reforço, ou seja, quando um crítico externo avalia a resposta fornecida pela rede.

Considerando-se a arquitetura da rede, existem dois tipos principais de classificações, as amplamente conectadas e as redes com realimentação. As redes onde todas as saídas de uma camada de neurônios são conectadas a todos os neurônios da camada seguinte é considerada uma rede amplamente conectada (fully connected). Quando existem laços de realimentação na rede, ou seja, quando o sinal de saída se algum neurônio servir de entrada para um ou mais neurônios da mesma camada ou de camadas anteriores, a rede é considerada com realimentação (feedback). Estes laços, conforme Ludwing e Montgomery (2007) possuem grande impacto no aprendizado da mesma.

O treinamento de uma rede é processo interativo de ajuste de seus parâmetros livres, ou seja, dos pesos sinápticos e de bias com relação ao ambiente. Atualmente existem diversos algoritmos de treinamento (HAYKIN, 2001), onde se destacam aprendizagem competitiva (regra de kohonen); a aprendizagem baseada em memória; a aprendizagem hebbiana; a aprendizagem de Boltzmann e a aprendizagem por correção de erros (regra delta);

No aprendizado por correção de erros, são apresentados pares de treinamento a rede, correspondendo ao padrão de entrada e a resposta desejada. O erro (E) é obtido pela diferença entre a resposta desejada e a resposta obtida. A velocidade de correção, ou a taxa de aprendizado é uma constante positiva auxiliada por um método de gradiente descendente para corrigir os erros. O processo de correção e ajuste da rede ocorre até a satisfação da saída desejada, ou seja, o erro global de treinamento (média dos erros instantâneos de cada ciclo) atinja valor zero ou similar. Os pesos (w) são corrigidos com atualizações seguindo a relação:
 Wnovo := W anterior + (E X 
Onde: X é o valor de entrada do neurônio e o erro E é definido como: Resposta Desejada - Resposta Obtida (d - O); Além disso, a taxa de aprendizado ( é uma constante positiva, que corresponde à velocidade do aprendizado.

3.1.3.8 Ambiente

Para o correto funcionamento das RNA’s, os possíveis padrões de entradas e saídas devem ser estabelecidos, sendo representados por uma função estocástica que varia dentro de um grupo de padrões de entrada no decorrer do tempo. 

As RNA´s possuem os mesmos conceitos, componentes, estado de ativação e algum processo de aprendizado, mas podem variar conforme a finalidade e a composição dos neurônios e as interligações entre eles.

3.1.4 Alguns Tipos de Redes Neurais

3.1.4.1 Redes Neurais com Função de Base Radial (RBF)

Este tipo de rede, em sua forma mais básica envolve o uso de três camadas. A camada de entrada é constituída de nodos fontes e fazem a ligação entre a rede e o ambiente. A segunda camada da rede, ou seja, a única camada oculta aplica uma função não-linear, onde na maioria das aplicações o espaço oculto é composto de alta disponibilidade. Na camada de saída os nodos formam uma combinação linear das funções de base radial calculados pelos nodos da camada oculta.  ( FERNANDES,2005 ; HAYKIN, 2001)

Uma justificativa para o uso de técnicas não lineares e após o uso de técnicas lineares é a classificação de padrões em um espaço de alta dimensionalidade tem maior probabilidade de ser linearmente separável do que em um espaço de baixa dimensionalidade, conforme artigo de Cover ( 1965). Além disso, a dimensão do espaço oculto da camada de rede é diretamente relacionada com a capacidade da rede. Quanto maior a dimensão do espaço oculto, mais precisa será a aproximação (HAYKIN, 2001).

3.1.4.2 Redes Neurais de Auto Associação

São redes capazes de aprender a detectar regularidades e correlações na entrada e adaptar a resposta conforme a entrada. Os neurônios desta rede aprendem por similaridade a reconhecer padrões de maneira que os neurônios fisicamente próximos respondam de forma similar a um vetor de entrada (FERNANDES, 2005; HAYKIN, 2001).

3.1.4.3 Redes Neurais Recorrentes

São redes compostas de duas camadas com feedback na primeira camada. Esta conexão permite a esta rede identificar e gerar padrões variando no tempo (FERNANDES, 2005). Esta rede possui neurônios com funções não lineares e na camada de saída neurônios com funções Lineares, o que possibilita a aproximação de qualquer função com número finito de descontinuidades. Esta rede requer um número mínimo de neurônios na camada oculta.

3.1.4.4 Perceptron com Uma Camada

São  redes formadas por uma camada única de neurônios de saída, diretamente conectados por pesos às entradas. A soma ponderada do produto entre pesos e entradas alimenta cada neurônio de saída, e se o resultado desta operação exceder um certo limiar (geralmente 0), o neurônio coloca o valor 1 na saída; se o resultado for inferior ao limiar, o neurônio coloca o valor -1 na saída (LUDWING; MONTGOMERY, 2007). Esta rede  pode ser treinada por uma algoritmo de aprendizado conhecido como regra-delta, que calcula o erro entre a saída obtida e a saída desejada. À partir do erro encontrado são ajustados novos pesos, até a obtenção da saída desejada ou similar. Os perceptrons de uma camada são capazes de aprender somente sobre problemas linearmente separáveis e se mostram incapazes de aprender a função XOR.

3.1.4.5 Perceptron Multi-camadas

Esta rede consiste de múltiplas camadas de neurônios interconectadas, geralmente em forma feedward, ou seja, cada neurônio de uma camada tem conexões diretas aos neurônios da camada seguinte. Esta rede, por ser uma generalização da rede perceptron de uma camada tem o funcionamento descrito como uma sequencia de perceptrons. A introdução de camadas internas entre as camadas de entrada e saída da rede perceptron de uma camada eliminou o problema de aprendizado da função XOR.

Em muitas citações os neurônios que compõe estas redes aplicam uma função chamada sigmóide como função de ativação (HAYKIN, 2001). Este tipo de rede é treinada de forma supervisionada, utilizando para aprendizagem o algoritmo  conhecido como algoritmo de retropropagação de erro (LUDWING; MONTGOMERY, 2007). Reumidamente, neste mecanismo os valores de saída são comparados com a resposta correta através de uma função de erro predefinida predefinida. Com esta informação, os pesos são ajustados por meio de um algoritmo, visando minimizar o valor da função de erro. Este processo se repete até a saída obtida ficar próxima do valor de saída desejada.

3.1.4.5.1 O Algoritmo  de Retropropagação de Erro

O aprendizado de retropropagação (backpropagation)  baseia-se na propagação retrógrada do erro para os níveis anteriores da rede,  conforme o grau de participação que cada neurônio teve no nível posterior

Este algoritmo apresenta duas fases distintas. A primeira é o treinamento da rede e a segunda fase é a validação do resultado obtido. Nesta última etapa a rede deve reconhecer os padrões que foram treinados. Além disso, este tipo de algoritmo necessita da definição do sinal de erro e taxa de aprendizagem da rede. Visando garantir uma maior convergência no aprendizado da rede alguns fatores são atribuídos ao sinal de erro.Resumidamente, este algoritmo pode ser descrito em cinco etapas (LUDWING; MONTGOMERY, 2007).
Na primeira etapa são determinados valores aleatórios aos pesos sinápticos e níveis de bias uniformemente cuja média deve ser zero. 

Na etapa seguinte, são apresentados exemplos de treinamento em ciclos de um número de interações definidas. Para cada exemplo, realiza-se a propagação dos sinais e a retropropagação dos erros. 

Na terceira etapa, a propagação dos sinais inicia com a aplicação do vetor de entrada x(n) na camada de entrada. São calculados o campo local induzido e o sinal de saída de cada neurônio até a camada de saída, onde se obtém os resultados da rede y(n). Após calcula-se o erro de cada neurônio da camada de saída, pela comparação dos valores obtidos y (n) com os valores desejados d(n). Em seguida são calculados os erros globais instantâneos e médios para finalização.

Na quarta etapa, os sinais de erros são retro propagados, primeiramente calculando-se os gradientes locais para os neurônios da camada de saída e após para os neurônios da camada oculta. Em seguida, calculam-se os valores de ajuste para os pesos desta camada e os valores de bias, que como no cálculo da camada de saída devem ser somados aos valores atuais. Caso hajam mais camadas ocultas estas tarefas são efetuadas de forma idêntica até a camada de entrada onde os valores de ajuste da primeira camada oculta após a camada de entrada deve ter o valor  yk(n) substituído pelo valor de xk(n).

Na última etapa, iteram-se todos os exemplos dos ciclos apresentados para treinamento da rede de forma aleatória até satisfazer o critério de parada. Este critério pode ser um número máximo de iterações ou um valor limite a ser atingido para o erro global médio da rede.

3.1.5 Aplicações e Exemplos

Entre as aplicações usuais das RNAs têm-se: reconhecimento e classificação de padrões, clustering, previsão de séries temporais, aproximação de funções, predição, otimização, setor militar (processamento de sinais para identificação de alvos e análise de imagens), sistemas especialistas, processamento de sinais (imagens, sensores, voz, caracteres, visão, compressão de dados, filtragem de sinais), telecomunicações, manufatura, monitoramento de processos e robótica ( CARVALHO, 2005 ;  COELHO; JUNIOR, 2000).

Existem diferentes tipos de redes neurais artificiais, sendo o modelo de retropropagação do erro (LAWRENCE (1997), apud MELLO, 2004), o modelo mais estudado e aplicado para análises de mercado de ações. Este algoritmo, de aprendizado supervisionado, tem como objetivo, através do método do gradiente descendente, minimizar a função de erro entre a saída gerada pela rede neural e a saída desejada (GOLDSCHMIDT; PASSOS, 2005). 

Como citado no início deste capítulo, e diversos trabalhos nesta área foram desenvolvidos, alguns inclusive com resultados expressivos. Estes fatos motivam as pesquisas de modelos preditivos para previsão de ativos em bolsas de valores, aperfeiçoando ainda mais os conhecimentos até o momento obtidos.
 

3.2 Árvores de Decisão

A tarefa de classificação pode ser executada pela implementação de arvores de decisão e indução neural, ambas as técnicas baseadas no treinamento supervisionado. A indução neural é baseada na aplicação de redes neurais. Já as árvores de indução (discovering), consistem em um método  de representação de um modelo de padrões gerados á partir dos registros de treinamento.As árvores de indução podem ser representadas por modelos como árvores de decisão ou Regras “ Se Então”. Como neste trabalho abordaremos somente as árvores de decisão, estas serão estudadas de forma detalha á seguir.
Alguns algoritmos baseados em árvores de decisão, são o ID3, o C4.5, o algoritmo CART e FID3.1. 

O algoritmo C4.5 é uma evolução do algoritmo ID3, desenvolvido por Ross Quinlan em 1983 (PUC, 2004). O ID3 utiliza a entropia para avaliação das informações nos atributos, sendo que o atributo mais importante é colocado na raiz da árvore de decião.Este algoritmo sofreu melhorias para corrigir uma limitação que não permitia ao ID3 trabalhar com atributos do tipo contínuo. Com isso, surgiu C4.5, que além de aceitar valores contínuos, também suporta valores desconhecidos, característica muito utilizada quando o modelo utilizado não possui padrões completos (PUC, 2004).

.
O algoritmo CART (Classification And Regresion Trees) utiliza particionamento binário dos atributos, ou seja, os valores válidos são sim ou não. Este algoritmo é recursivo e trata de dados de diversos tipos numéricos e com modelos com dados incompletos. Por trabalhar com particionamento binário, este algoritmo apresenta dificuldades onde a aplicação possui atributos com valores que podem assumir mais de duas classes. Esta dificuldade faz com que sejam geradas árvores maiores e mais complexas, dificultando sua visualização. 
FID3.1 é uma árvore de decisão que segue os critérios da lógica fuzzy e é utilizado em modelos híbridos na identificação de regras de classificação. Este algoritmo possui aprendizado top-down recursivo e pode trabalhar com diversos tipos de atributos,mas possui características próprias como o particionamento de padrões por funções de pertinências onde os resultados variam de acordo com estas funções e os operadores utilizados (PUC, 2004).
Árvores de decisão são métodos de mineração de dados, sendo geralmente construídos conforme a abordagem recursiva de particionamento de uma base de dados (GOLSCHMIDT; PASSOS, 2005). Devido a sua visualização, técnica facilita as decisões que envolvem riscos pela forma organizada (gráfica) com que as variáveis relacionadas são apresentadas, e pode ser utilizada também para a realização de simulações. O resultado da simulação fornece uma base excelente para a tomada de decisão, pois mostra um conjunto de combinações de risco-retorno, ou seja, a relação entre os elementos que compõe a árvore (LACMAN,1960  apud PEDRO;GUERREIRO, 2004).

As árvores de decisão são aplicadas em diversas áreas como ciências sociais, estatística, engenharia e inteligência artificial, diagnósticos médicos e avaliações de crédito para empréstimos. Árvores de decisão usadas para problemas de classificação são também chamadas de Árvores de Classificação (PUC, 2004).

De acordo com Goldschmidt e Passos (2005), a árvore de decisão é um modelo composto por nós, que representam decisões, e por ramos, que representam as alternativas possíveis para a decisão pontual. No final dos vários ramos existem folhas (nós que não possuem nós descendentes) significando os resultados que o conjunto de decisões anteriormente tomadas podem levar, estando associados a um rótulo ou um valor pela elevada homogeneidade dos elementos deste grupo (PUC, 2004). A cada nível da árvore é preciso definir regras heurísticas para separar os dados apresentados a este nó em subconjuntos homogêneos. (CARVALHO, 2005)
O funcionamento de uma árvore de decisão consiste na apresentação de um conjunto de dados ao nó inicial (raiz) da árvore, e assim como a criação da árvore, é feita de forma Top-down. Conforme o resultado desta decisão, a tupla, que é o conjunto de dados apresentado para a raiz da árvore (PUC, 2004), ramifica-se para um dos nós filhos. O objetivo deste processo é separar as classes de forma que tuplas de classes distintas tendam a ser associadas a diferentes partições. Este procedimento é repetido até que um nó terminal (folha) seja alcançado. Este procedimento caracteriza a recursividade da árvore de decisão.

As principais vantagens das árvores de decisão são sua eficiência computacional e simplicidade. Entretanto, o fato de alguns atributos poderem aparecer mais de uma vez na árvore de decisão pode gerar regras com informações relevantes, pois estes podem ser incluídos em todas as regras descobertas. Isso é considerado como desvantagem deste modelo, além disso, o processamento seria desperdiçado (AURÉLIO, VELLASCO; LOPES, 1999).
Neste algoritmo, o problema original é dividido em partes menores, semelhantes ao original e as soluções formarão uma combinação para o problema inicial (GONCHOROSKI, 2007). 
Para exemplificar a técnica de árvore de decisão, tomamos como base tabela abaixo, que traz os dados de condições climáticas como aparência, temperatura e vento com objetivo de avaliar se o clima está apropriado para a prática de escaladas ou não.
                        Tabela 3.0: Entrada de dados para tarefa de classificação.
	Aparência
	Temperatura
	Vento
	Escalar?

	Sol
	Quente
	Não
	Sim

	Sol
	Quente
	Sim
	Sim

	Encoberto
	Quente
	Não
	Não

	Chuvoso
	Agradável
	Não
	Não

	Chuvoso
	Frio
	Não
	Não

	Chuvoso
	Frio
	Sim
	Não

	Encoberto
	Frio
	Sim
	Não

	Sol
	Agradável
	Não
	Sim

	Sol
	Frio
	Não
	Sim

	Chuvoso
	Agradável
	Não
	Não

	Sol
	Agradável
	Sim
	Sim

	Encoberto
	Agradável
	Sim
	Sim

	Encoberto
	Quente
	Não
	Não

	Chuvoso
	Agradável
	Sim
	Não




Fonte: Do autor.
O conhecimento descoberto é frequentemente representado na forma de regras SE-ENTÃO. Essas regras interpretam os atributos preditivos da tupla quanto a satisfação da condição antecedente da regra: “SE os atributos preditivos satisfazem as condições do antecedente da regra, ENTÃO a tupla tem a classe indicada no conseqüente da regra”.  Uma forma de realizar esta classificação é pela aplicação de modelos de árvores de decisão.

Á partir de regras heurísticas no modelo de árvores de decisão, o resultado é uma estrutura como uma árvore, onde cada caminho é convertido em uma regra. O nó interno e os atributos das setas são tratados como antecedentes da regra (SE). Os atributos das folhas são a parte conseqüente das regras (Parte ENTÃO).Cabe salientar que um atributo pode ser utilizado mais de uma vez na árvore de decisão, assim como podem existir ramificações onde certos atributos não são avaliados (PUC, 2004). Para se obter a recursividade explicada anteriormente, cada tupla tem seu valor testado já no nó raiz e, após, é testada nos nós inferiores, seguindo as setas, em função do valor do atributo testado no nó em questão. Este processo é repetido até que a tupla chegue na folha. No exemplo citado (tabela 3.0), os campos Aparência, Temperatura e Vento são utilizados para responder ao questionamento sobre a condição para a prática de escaladas ou não. Ao apresentar cada tupla ao modelo de árvore de decisão, a raiz já definirá qual o país ao qual a tupla está tratando. 
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FIGURA 3.4: Arvore de decisão para classificação da tabela 3.0. Fonte:Do Autor
A seguir é apresentado um dos principais algoritmos baseados em árvores de decisão, o C4.5.

3.2.1 Algoritmo C4.5

Este algoritmo tem como objetivo abstrair árvores de decisão baseado em um método recursivo de particionamento das bases de dados. A maioria destes algoritmos consiste em duas fases, a construção da árvore de decisão e sua simplificação.
Na fase de construção da árvore, após a geração da árvore o conjunto de treinamento é separado em duas ou mais partições de acordo com os valores do atributo alvo de cada nó. Este processo é repetido até a que todos ou a maioria dos exemplos pertençam a uma classe.  As árvores são divididas em níveis, de forma que todos os níveis devem ser processados antes do processamento do nível seguinte. 
Os passos deste algoritmo consistem em primeiramente, escolher um atributo. Após, adicionar um ramo para cada atributo identificado. Na seqüência, conforme o valor do atributo escolhido, o exemplo ou tupla é passado para os respectivos nós filhos, até alcançar alguma folha. Por último, deve-se associar a cada folha uma classe, senão repetir os passos anteriores.
O algoritmo realiza a poda com base nos erros de seus nós e descendentes, baseados nos cálculos de entropia e do ganho de informação. Entropia é a medida da relação de informações com relação ao sistema. Quanto maior a entropia, menor a quantidade de informações deste sistema. O ganho de informação, conforme (GONCHOROSKI, 2007) mede a redução de entropia nas partições dos exemplos de treinamento, conforme o valor do atributo. Com isso, são geradas árvores menores e menos complexas. 
Em um dado nó da árvore e com as tuplas do conjunto de treinamento S, é selecionado o melhor atributo para o dado nó. Para cada valor (vi) deste atributo, deve ser criada uma sub-árvore ou uma folha sob este nó. Para definição do melhor atributo, existe o seguinte critério:

Sejam S todas as tuplas do conjunto de treinamento, A um atributo, s uma tupla, v um valor, e c o número de classes, defini-se:

Equação 1:  Sv = {s S | A(s) = v}

A Equação 1 representa as tuplas do conjunto de treinamento que no atributo A possuem o valor V. Com isso, é definida a entropia do conjunto S, como:

 Equação 2: Entropia(S) = i=1, ..., c -pi * log(pi)

Onde pi é a probabilidade de ocorrência de uma determinada classe e, com isso, pode-se definir o ganho da escolha do atributo A com relação ao conjunto de treinamento (S) conforme a equação a seguir:

Equação 3: Ganho(S, A) = Entropia(S) - v valores(A) (|Sv| / |S|) * Entropia(Sv)

O ganho de informação mede a eficácia de um atributo nos dados de treinamento. A escolha do atributo de menor entropia faz com que sejam geradas árvores com menos nós e ramificações. A seguir é apresentado um pseudocódigo do algoritmo C4.5.

Função C4.5


(R:Conjunto de atributos não classificadores,


C Atributo classificador,


S Conjunto de treinamento ) retorna árvore de decisão;

Início: 


Se S está vazio, 



retornar um único nó com valor de FALHA;


Se todos os registros de S tem o mesmo valor para o atributo classificador, 



retornar um único nó com este valor;


Se R está vazio,



retornar um único nó com o valor mais freqüente do atributo classificador do conjunto S;


Se R não está vazio,



D = atributo com maior valor de ganho (D,S) dos atributos de R;



Sejam { dj (j= 1,2,...m} os valores do atributo D;



Sejam { dj (j= 1,2,...m} os subconjuntos de S correspondentes aos valores de dj respectivamente;



Devolver uma árvore com a raiz nomeada como D, com arcos nomeados (d1,d2,...dm), que vão respectivamente às árvores:


C4.5(R-{D}, C, S1), C4.5(R-{D}, C, S2), C4.5(R-{D}, C, Sm)

Fim.

No caso do exemplo da tabela 3.0, as possibilidades para o atributo raiz são: 

Identificadas às possíveis árvores, é selecionada uma como modelo e aplicada ao conjunto de testes. Esta técnica de fácil visualização, utilizada para classificação de itens conforme os valores de seus atributos poderá ser aplicada no mercado financeiro, classificando os ativos de acordo com os valores de cotação do preço das ações, valores de abertura e fechamento, volumes negociados, etc. Com isso, uma simples análise indicará ao investidor as possibilidades de ganhos com o ativo analisado, de acordo com as sazonalidades e padrões identificados na amostra.
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� Custódia em que os valores depositados podem não ser os mesmos quando de sua saída, embora sejam da mesma espécie, qualidade e quantidade.


� Elemento de avaliação que mede a geração de caixa nas operações da empresa, antes que seja afetada pelos encargos financeiros e débitos contábeis. (BOVESPA, 2007)





