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RESUMO

Desde que se começou a guardar dados virtualmente, esta quantidade gerada aumenta significativamente a cada ano que passa. Eles são produzidos por textos, áudios, vídeos, logs, registros de pessoas, monitoramentos e diversos outros meios que vão desde um comentário em uma rede social até um código de segurança nacional de um país. Todos estes dados armazenados indicam o início da era Big Data. O volume de dados existente no mundo foi mensurado em aproximadamente 8 zettabytes neste ano e a tendência é que este número possua um aumento mais acelerado ainda. Um dos motivos é o crescente detalhamento na produção dos dados, além da grande variedade existente nestes conjuntos gerados. Banco de dados relacional seria a ferramenta natural para ajudar na obtenção de informação útil destes dados, porém suas estruturas não permitem armazená-los e processá-los eficientemente. Esta adversidade foi solucionada por Dean e Ghemawat ao propor o modelo de programação MapReduce. Ele funciona basicamente em cima das funções lógicas map e reduce e trabalha com pares de chave-valor para a transferência de dados pela rede. A sua principal vantagem é o processamento paralelo de tarefas para cada função. Este modelo é executado em um cluster com sistema de arquivos distribuídos, onde grandes conjuntos de dados são divididos em pedaços e armazenados em diferentes nodos. Com otimização local e redução de banda de rede, acelerou-se o crescimento da empresa Google com seu sistema de arquivos distribuídos, o Google File System. Com este embasamento teórico e com parceria da comunidade Apache, Doug Cutting criou o Apache Hadoop. Este projeto consiste substancialmente do Hadoop Distributed File System e do Hadoop MapReduce. Por causa da alta eficiência, tolerância a falhas, múltiplas ferramentas adicionais criadas pela comunidade e por ser open source, diversas empresas passaram a utilizá-lo em seus clusters. Porém o principal motivo de seu uso são as facilidades concedidas à programação paralela, que priva do programador a necessidade de preocupar-se com balanceamento de cargas, distribuição dos dados, atribuições de tarefas e diversos outros problemas existentes neste modelo de programação. São estas as dificuldades que fazem com que muitos optem pela programação sequencial, cujos algoritmos são codificados para seguir as tarefas em uma determinada ordem. O modelo é fácil, simples e bom para se trabalhar com pequenos conjuntos de dados, mas possui dependência de dados e de conclusão de tarefas. São estes aspectos que fazem a programação paralela ser lenta ao processar grandes quantidades de dados e, em muitos casos, tornam a solução dela inviável. Diferentemente do que ocorre na programação paralela, cuja eficiência é superior por permitir que diversos nodos realizem mesmas tarefas com distintos pedaços do conjunto de dados. É neste ponto que existe a melhora no desempenho, uma vez que os dados são processados paralelamente. Por apresentar estas vantagens em um ambiente que envolva Big Data, este trabalho tem como objetivo converter algoritmos tradicionais em algoritmos paralelos, utilizando o modelo de programação MapReduce, para que possam ser executados em um cluster com a implementação Apache Hadoop, comparando e avaliando seus desempenhos.
Palavras-chave: MapReduce. Hadoop. Algoritmos Sequenciais. Algoritmos Paralelos. Experimentos. 
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MOTIVAÇÃO
A geração de dados está cada vez mais presente na rotina das pessoas, como textos, fotos, áudios, vídeos, logs, transações e diversos outros conteúdos armazenados diariamente. Vive-se o início da era Big Data, onde a demanda por espaço virtual tende a crescer mais rápido a cada ano. Isto ocorre pela grande variedade de áreas e de maneiras em que os dados são originados.

 Cabe salientar que tais dados não têm sido produzidos somente por pessoas, mas, de uma forma crescente nos últimos anos, também por máquinas. Segundo Bi (2014), no Grande Prêmio de Fórmula 1 dos EUA, em Austin, todas as equipes geraram 243 terabytes (TB) de dados durante a corrida. São diversos dados que vão desde o estado atual do carro, como a pressão das rodas, a queima eficiente de combustível e a velocidade ideal em curvas, até simulações da posição em que o corredor provavelmente terminará ao final da corrida, se as variáveis continuarem as mesmas.

Porém este número não chega nem perto dos 500 terabytes produzidos por dia pelo Facebook, como informado por Constine (2012). O autor também cita que são 300 mil fotos em 24 horas, com aproximadamente 105 TBs de dados examinados a cada meia hora. E os números são ainda maiores quando se considera o agrupamento de dados de toda a rede.
 Com o passar do tempo, os dados gerados crescem mais do que anteriormente. De acordo com o site oficial da IBM (2014), em 2011, existia um volume de dados de aproximadamente 1,7 zettabytes (ZB) e, em 2012, 2,7 ZBs. O aumento é visível ao mensurar que, no início de 2015, este volume já alcançou a marca de 8 ZBs. Quantidades assim de dados que são chamadas de Big Data.

Big Data são dados que excedem a capacidade dos sistemas de banco de dados convencionais. Os dados são muito grandes, crescem de forma extremamente rápida, ou não se ajustam às restrições das suas arquiteturas de banco de dados. Para ganhar valor destes dados, você deve escolher uma alternativa para processá-los (O’REILLY, 2012, tradução nossa).
Então, Big Data são dados massivos e que continuam crescendo de forma veloz. São necessários bancos de dados diferentes da arquitetura dos relacionais. Para complementar seu significado, especialistas comentam sobre a importância dos cinco Vs de Big Data: Volume, Velocidade, Variedade, Veracidade e Valor.

Como visto com os exemplos anteriores, Volume significa exatamente a grande quantidade de dados produzidos, arquivados e a tendência a expandir-se ainda mais. A IBM (IBM BIG DATA & ANALYTICS HUB, 2013) estima um aumento de 300 vezes nos dados armazenados de 2005 até 2020, o que deverá alcançar 40 zettabytes no mundo inteiro. Por este motivo, também há o aspecto Velocidade dentro da definição de Big Data.

Este rápido e abundante aumento está tornando as inclusões, alterações, buscas, consultas e outras operações nos conjuntos de dados um tanto quanto lentas, o que motivou a pesquisa e a descoberta de outros modelos de programação, como será visto mais adiante. Outra razão para este veloz crescimento é a grande Variedade nos dados produzidos. São planilhas, sistemas de empresas, monitoramentos, tweets e tantas outras diversidades existentes nos dados. 

Até recentemente eram considerados somente estes três aspectos para definir Big Data, porém há especialistas que debatem o acréscimo de Veracidade e Valor. Este primeiro identifica a necessidade de processos para garantir a consistência nas informações. Mesmo dados que se encaixam nos quatro Vs citados, podem não ser definitivamente úteis e benéficos, por isto a argumentação sobre o quinto V: valor.

Como uma alternativa para lidar com o Big Data, surge o modelo de programação MapReduce. Dean e Ghemawat (2004, p. 1, tradução nossa), pesquisadores da Google, o descreveram: “MapReduce é um modelo de programação e uma implementação relacionada para processamento e geração de grandes conjuntos de dados”. MapReduce surgiu na Google como uma solução para pesquisar informações em um grande conjunto de dados. É uma implementação executada no cluster desta empresa, cujo sistema de arquivos é denominado de Google File System (GFS). O conceito do modelo é simples e basicamente constitui-se em funções map e reduce.
Figura 1 – Fluxo do processamento usando o modelo de programação MapReduce
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Fonte: adaptado de Kubo; Fukumoto; Onizuka (2012)  
A Figura 1 mostra os processos do modelo de programação MapReduce, identificando os dados de entrada, os nodos, as funções map e reduce, a função shuffle e os resultados finais. Este modelo é executado em um cluster com sistema de arquivos distribuídos, onde grandes conjuntos de dados são divididos em pedaços, os quais são armazenados em diferentes nodos. O MapReduce inicia-se com o mapeamento local em cada um destes nodos, de maneira que são montados pares de chave-valor para uma determinada busca.
Estes pares podem ter como chave uma palavra e como valor uma quantidade de vezes que ela apareceu em um texto, um ano e a sua temperatura média ou ainda outros exemplos de maior complexidade. Após as tarefas de map, os pares são geralmente armazenados em memória, sendo ordenados pelo conteúdo da chave, função shuffle, e então transferidos para outros nodos. São neles que ocorrem as tarefas de reduce, onde estes pares intermediários servem de entrada.
Como mostrado na Figura 1, a função de redução é realizada em cima dos valores de uma mesma chave. As tarefas reduce podem servir para buscar o menor ou o maior valor de cada chave, retornar a média ou a soma dos valores por chave ou diversas outras operações. Cada uma das chaves tem apenas um valor após o término desta função, sendo todo este conjunto de chave-valor, a saída final do modelo de programação MapReduce.
O processo descrito mostra uma das qualidades do MapReduce, que é a otimização local. Sua importância deve-se ao fato de que “a largura da banda de rede é um recurso relativamente escasso no nosso ambiente de computação” (DEAN; GHEMAWAT, 2004, p. 5, tradução nossa), ou seja, quanto menos dados forem transferidos por rede, mais veloz a pesquisa é realizada. Outra qualidade do modelo é a tolerância a falhas, que permite a continuação das tarefas map e reduce mesmo quando há a perda de alguns nodos.
Baseando-se no modelo MapReduce e no GFS, Doug Cutting criou o Hadoop Distributed File System (HDFS) e o Hadoop MapReduce. “HDFS é um sistema de arquivos projetado para armazenar arquivos muito grandes com padrões de acesso para transmissão de dados, executado em clusters de commodity hardwares.” (WHITE, 2012, p. 41, tradução nossa). O sistema de arquivos distribuídos do Hadoop possui alta eficiência para gerenciar a escrita e a leitura de grandes conjuntos de dados. Ele trabalha com a ideia de uma única gravação e diversas buscas para ler os dados.
Hoje, HDFS e Hadoop MapReduce fazem parte de um projeto de código aberto da comunidade Apache, cujo nome é Apache Hadoop. Apesar do alto desempenho de seu sistema de arquivos, o “MapReduce é o coração do Hadoop” (IBM, 2015b, tradução nossa). Este projeto foi a primeira versão lançada do Hadoop. Na sua segunda versão, denominada YARN, foram incluídos diversos outros projetos e subprojetos, tais como HBase, Pig, Hive, ZooKeeper, Chukwa e Avro.
Como se pode perceber, o projeto Apache Hadoop abre muitas possibilidades para o controle de grandes quantidades de dados e também permite ao usuário diversas ferramentas para a gerência deles. Por estas razões, empresas de grande porte estão utilizando-o em seus clusters. Amazon, Adobe, EBay, Facebook, IBM, LinkedIn e Yahoo! são algumas delas (HADOOP WIKI, 2015).
Como já citado, a grande vantagem do Apache Hadoop está no modelo MapReduce que, por sua vez, concede facilidades para a programação paralela. Sem a implementação deste modelo, a programação paralela exige muito tempo e esforço, pois possui alguns problemas. “Tais problemas são: balanceamento de carga, divisão e distribuição de dados, atribuição e monitoramento de jobs, transferência de  parâmetros entre nodos, etc.” (YAHYA; HEGAZY; EZAT, p. 60, 2012, tradução nossa). Por todos estes motivos, tem-se a tendência a utilizar a programação sequencial.
Os algoritmos sequenciais ou tradicionais são codificados de modo a seguir tarefas em uma determinada ordem. Os dados dependem do acontecimento da tarefa atual para que eles possam prosseguir para a tarefa seguinte. Uma tarefa t3 não poderá ocorrer antes que a tarefa t2 esteja concluída, assim como somente a sua finalização para que a tarefa t4 se inicie.
Em um ambiente que envolva Big Data, algoritmos tradicionais tendem a tornar-se lentos, como apontado nos experimentos dos autores James, Rego e Glover (2005) e Guo et al. (2013). Isto se deve ao fato de que a demanda por processamento é alta, uma vez que eles serão executados em cima de grandes conjuntos de dados e esta entrada será lida com tarefas ocorrendo de forma sequencial. Diferentemente dos algoritmos paralelos, cuja eficiência é superior, por eles permitirem que diversos nodos realizem as mesmas tarefas com diferentes pedaços do conjunto de dados.
Na programação paralela, uma tarefa t1 é capaz de ser executada em um nodo ao mesmo tempo em que um segundo nodo esteja efetuando a mesma tarefa t1 sobre outro pedaço de dados. Ainda um terceiro nodo já poderia ter sido chamado para realizar uma tarefa t2 com os dados de saída de possíveis quarto e quinto nodos. Ou seja, um conjunto de dados será lido e processado em diversos pedaços, onde cada nodo terá uma tarefa atribuída.
Quando há um cluster com centenas de nodos para que eles trabalhem de forma paralela, é possível encontrar um desempenho melhor ao processar um grande conjunto de dados. Por estes motivos, este trabalho propõe a investigar APIs de implementação dos algoritmos paralelos em MapReduce e as configurações para efetivo proveito do Apache Hadoop em um cluster. Para isto, será feita uma análise comparando os resultados obtidos de algoritmos sequenciais e de algoritmos paralelos convertidos, a fim de avaliar seus desempenhos.
OBJETIVOS
Objetivo geral


Converter algoritmos tradicionais em algoritmos paralelos, utilizando o modelo de programação MapReduce, para que possam ser executados em um cluster com a implementação Apache Hadoop, comparando e avaliando seus desempenhos.
Objetivos específicos


Compreender e dominar o funcionamento do modelo de programação MapReduce.

Investigar e selecionar algoritmos tradicionais que possam ser convertidos para um algoritmo paralelo, usando o modelo de programação MapReduce.
Instalar e configurar um cluster de nodos usando a implementação Apache Hadoop.

Investigar e selecionar uma API para desenvolvimento e implementação dos algoritmos paralelos.

Implementar os algoritmos paralelos que correspondam aos algoritmos tradicionais.

Coletar e tabular os resultados das execuções dos algoritmos tradicionais e paralelos.

Comparar o desempenho dos algoritmos tradicionais em relação aos algoritmos paralelos.

Avaliar o desempenho dos algoritmos paralelos, variando o número de nodos no cluster.

METODOLOGIA
O propósito deste trabalho é realizar análises, experimentos e coleta de dados visando comparar algoritmos sequenciais com algoritmos paralelos. Para solucionar este problema específico, será utilizada a pesquisa de natureza aplicada, pois envolve uma investigação de conhecimento disponível a fim de aplicá-lo na prática. Na avaliação dos materiais existentes para o embasamento, há o levantamento bibliográfico e a busca de exemplos para estimular a compreensão. 
A pesquisa será exploratória, pois inicialmente será necessário definir quais tipos de algoritmos serão desenvolvidos. Uma investigação sobre quais algoritmos tradicionais (sequenciais) que permitam a sua tradução para o modelo de programação MapReduce, será o primeiro passo deste trabalho.
Como já citado acima, a obtenção dos dados necessários para elaborar o trabalho será feita com pesquisa bibliográfica. Além deste procedimento técnico, também serão realizadas pesquisas de ordem experimental. Primeiramente, serão buscados livros, artigos e documentos com e sem tratamento analítico.
Após o embasamento teórico, haverá a construção e análise dos experimentos. Os algoritmos tradicionais pesquisados e selecionados serão transformados para algoritmos paralelos que possam ser executados no modelo de programação MapReduce em um cluster com Apache Hadoop. Durante as execuções dos algoritmos convertidos, serão variadas as configurações e quantidades de nodos do cluster.
A coleta de dados dos experimentos será feita através de scripts para manter os algoritmos sequenciais em execução por seguidas horas, onde cada realização gerará um log com as datas de início e fim. O mesmo valerá para os algoritmos paralelos, cujas execuções persistirão por um longo tempo a fim de ter uma vasta coleção de resultados. O próprio Apache Hadoop oferece o log para o recolhimento destes tempos.
Os dados coletados serão avaliados estatisticamente e apresentando gráficos, através da comparação entre os desempenhos dos algoritmos tradicionais e paralelos. A checagem sempre ocorrerá equiparando os resultados dos algoritmos de função similar. Quanto mais experimentos realizados, mais confiabilidade terá o resultado final. 
Ao longo da citação sobre a coleta de dados do experimento, é possível perceber que a abordagem deste trabalho será quantitativa, pois registros de tempos de execução dos algoritmos serão coletados, e tais registros serão traduzidos em informações e utilizados para debater as hipóteses formuladas, evidenciando o método hipotético-dedutivo desta pesquisa. 
Assim sendo, com base na metodologia acima, o trabalho propõe-se a completar o objetivo geral e todos os objetivos específicos apresentados. Além disto, também está encarregado de responder a seguinte questão de pesquisa: Há diferença de desempenho entre um algoritmo tradicional e o seu similar, usando o modelo de programação MapReduce?
CRONOGRAMA
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	Escrita do TC1
	
	
	
	


Trabalho de Conclusão II 
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	Estudo e configuração dos nodos de um cluster executando Hadoop
	
	
	
	

	Procura de APIs para implementação de algoritmos paralelos
	
	
	
	

	Desenvolvimento dos algoritmos paralelos com função similar aos algoritmos sequenciais
	
	
	
	

	Coletar e tabular os resultados dos experimentos, variando as configurações do cluster
	
	
	
	

	Comparação e avaliação dos resultados obtidos entre os algoritmos paralelos e sequenciais
	
	
	
	

	Escrita do TC2
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