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Resumo

Desde que se começou a guardar dados virtualmente, esta quantidade gerada aumenta significativamente a cada ano que passa. Um dos motivos é o crescente detalhamento na produção dos dados, além da grande variedade existente nesses conjuntos gerados. Grandes quantidades concedem problemas de eficiência para executá-las tradicionalmente. Essa adversidade foi solucionada por Dean e Ghemawat ao propor o modelo de programação MapReduce. Ele funciona basicamente em cima das funções lógicas map e reduce e trabalha com pares de chave-valor para a transferência de dados pela rede. A sua principal vantagem é o processamento paralelo de tarefas para cada função. Esse modelo é executado em um cluster com sistema de arquivos distribuídos, onde grandes conjuntos de dados são divididos em pedaços e armazenados em diferentes nodos. Um sistema de arquivos distribuídos, o qual permite executar o modelo, é o Apache Hadoop. O principal motivo de seu uso são as facilidades concedidas à programação paralela, que priva do programador a necessidade de preocupar-se com balanceamento de cargas, distribuição dos dados, atribuições de tarefas e diversos outros problemas existentes nesse modelo de programação. São essas as dificuldades que fazem com que muitos optem pela programação sequencial, cujos algoritmos são codificados para seguir as tarefas em uma determinada ordem. O modelo sequencial é fácil, simples e bom para trabalhar com pequenos conjuntos de dados, mas possui dependência de dados e de conclusão de tarefas. São esses aspectos que fazem a programação sequencial ser lenta ao processar grandes quantidades de dados e, em muitos casos, tornam a solução dela inviável. Diferentemente do que ocorre na programação paralela, cuja eficiência é superior por permitir que diversos cores realizem mesmas tarefas com distintos pedaços do conjunto de dados. É nesse ponto que existe a melhora no desempenho, uma vez que os dados são processados paralelamente. Por apresentar essas vantagens em um ambiente que envolva Big Data, este trabalho teve como objetivo converter algoritmos tradicionais em algoritmos paralelos, onde foi utilizado o modelo de programação MapReduce junto a um cluster com Apache Hadoop, comparando e avaliando seus desempenhos. A avaliação baseou-se em realizar testes com distintos cenários e colher os tempos de execução dos algoritmos. Esses cenários variaram o número de grupos em três e dez, a quantidade de cores em dois, quatro e sete e utilizaram um dataset com mais objetos e menos atributos e outro dataset com menos objetos e mais atributos. Conclui-se que o melhor cenário alcançado no dataset com mais objetos foi o paralelo K-Means com quatro cores, tanto com três grupos quanto com dez. Já no dataset com menos objetos, o paralelo K-Medoids com quatro cores foi o com menor tempo de execução com três grupos e o paralelo K-Medoids com sete cores foi o melhor com dez grupos. Os paralelos com dois cores tiveram tempos semelhantes aos seus sequenciais, enquanto que os paralelos com sete cores tiveram tempos semelhantes aos paralelos com quatro cores.
Palavras-chave: MapReduce. Hadoop. Algoritmos Sequenciais. Algoritmos Paralelos. Experimentos.
Abstract

Since when it began to store data virtually, this data significantly increases every year. One reason is the increasing detailing in the generation of data, besides existing a large variety in these data sets. When there are many bytes of date, there are a lot of efficiency problems to execute them traditionally. This adversity was resolved by Dean and Ghemawat, when they proposed the programming model MapReduce. It works basically by using map and reduce, which ones are logical functions, and it converts data in key-value pairs to transfer them over the network. Your main advantage is processing tasks in parallel. This programming model is executed in a distributed file system, where large data sets are partitioned in pieces and they are stored in different nodes. A distributed file system, which one is able to execute this model, is Apache Hadoop. The main reason for its use are the facilities granted to the parallel programming, which one removes from developer the need to worry about load balancing, data distribution, task assignments and other difficulties in MapReduce. Such difficulties are the cause of many people opting by the sequential programming, whose algorithms are built to iterate tasks in a certain order. This model is easy, simple and good to work with small data sets, but it depends on data and completed tasks. These aspects are the reason of sequential programming being slow to process large data sets. In many cases, the sequential programming is unfeasible. Unlike what occurs in parallel programming, whose efficiency is superior for allowing several cores to execute the same tasks with different pieces of data set. It is in this point that there is improvement in performance, because data are processed in parallel. By presenting these advantages in an environment involving Big Data, this paper aims to convert sequential algorithms in parallel algorithms, using the programming model MapReduce, in order to be able to be executed in a cluster with the framework Apache Hadoop, comparing and evaluating their performance. This evaluation is based on realizing tests with different scenarios and collecting algorithms times of execution. These scenarios vary the number of groups in three and ten, the amount of cores in two, four and seven and they use a dataset with many objects and few attributes for object and another one with fewer objects and more attributes for object. It concludes that the best scenario achieved in the dataset with more objects was the parallel K-Means working in four cores, both dividing in three groups or in ten. But in the dataset with fewer objects, the parallel K-Medoids working with four cores was the best dividing in three groups and the parallel K-Medoids working with seven cores was the best dividing in ten groups. The parallel algorithms working with two cores achieved times of execution very similar when they are compared with the sequential algorithms. And the parallel algorithms with seven cores were similar when they are compared with the parallel algorithms with four cores.
Key words: MapReduce. Hadoop. Sequential Algorithms. Parallel Algorithms. Experiments.
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Introdução


A geração de dados está cada vez mais presente na rotina das pessoas, como textos, fotos, áudios, vídeos, logs, transações e diversos outros conteúdos armazenados diariamente. Vive-se o início da era Big Data, onde a demanda por espaço virtual tende a crescer mais rápido a cada ano. Isso ocorre pela grande variedade de áreas e de maneiras em que os dados são originados.

 Cabe salientar que tais dados não têm sido produzidos somente por pessoas, mas, de uma forma crescente nos últimos anos, também por máquinas. Segundo Bi (2014), no Grande Prêmio de Fórmula 1 dos EUA, em Austin, todas as equipes geraram 243 terabytes (TB) de dados durante a corrida. São diversos dados que vão desde o estado atual do carro, como a pressão das rodas, a queima eficiente de combustível e a velocidade ideal em curvas, até simulações da posição em que o corredor provavelmente terminará ao final da corrida, se as variáveis continuarem as mesmas.

Porém esse número não chega nem perto dos 500 terabytes produzidos por dia pelo Facebook, como informado por Constine (2012). O autor também cita que são 300 mil fotos em 24 horas, com aproximadamente 105 TBs de dados examinados a cada meia hora. E os números são ainda maiores quando se considera o agrupamento de dados de toda a rede.


Com o passar do tempo, os dados gerados crescem mais do que anteriormente. De acordo com o site oficial da IBM (2014), em 2011, existia um volume de dados de aproximadamente 1,7 zettabytes (ZB) e, em 2012, 2,7 ZBs. O aumento é visível ao mensurar que, no início de 2015, esse volume já alcançou a marca de 8 ZBs. Quantidades assim de dados que são chamadas de Big Data.
Big Data são dados que excedem a capacidade dos sistemas de banco de dados convencionais. Os dados são muito grandes, crescem de forma extremamente rápida, ou não se ajustam às restrições das suas arquiteturas de banco de dados. Para ganhar valor desses dados, você deve escolher uma alternativa para processá-los (O’REILLY, 2012, tradução nossa).

Portanto, Big Data são dados massivos e que continuam crescendo de forma veloz. São necessários bancos de dados diferentes da arquitetura dos relacionais. Para complementar seu significado, especialistas comentam sobre a importância dos cinco Vs de Big Data: Volume, Velocidade, Variedade, Veracidade e Valor.

Como visto com os exemplos anteriores, Volume significa exatamente a grande quantidade de dados produzidos, arquivados e a tendência a expandir-se ainda mais. A IBM (IBM BIG DATA & ANALYTICS HUB, 2013) estima um aumento de 300 vezes nos dados armazenados de 2005 até 2020, o que deverá alcançar 40 zettabytes no mundo inteiro. Por esse motivo, também há o aspecto Velocidade dentro da definição de Big Data.

Esse rápido e abundante aumento está tornando as inclusões, alterações, consultas e outras operações nos conjuntos de dados um tanto quanto lentas, o que motivou a pesquisa e a descoberta de outros modelos de programação, como será visto mais adiante. Outra razão para esse veloz crescimento é a grande Variedade nos dados produzidos. São planilhas, sistemas de empresas, monitoramentos, tweets e tantas outras diversidades existentes nos dados. 

Até recentemente eram considerados somente esses três aspectos para definir Big Data, porém há especialistas que debatem o acréscimo de Veracidade e Valor. Esse primeiro identifica a necessidade de processos para garantir a consistência nas informações. Mesmo dados que se encaixam nos quatro Vs citados, podem não ser definitivamente úteis e benéficos, por isso a argumentação sobre o quinto V: valor.

Como uma alternativa para lidar com o Big Data, surge o modelo de programação MapReduce. Dean e Ghemawat (2004, p. 1, tradução nossa), pesquisadores da Google, o descreveram: “MapReduce é um modelo de programação e uma implementação relacionada para processamento e geração de grandes conjuntos de dados”. MapReduce surgiu na Google como uma solução para pesquisar informações em um grande conjunto de dados. É uma implementação executada no cluster dessa empresa, cujo sistema de arquivos é denominado de Google File System (GFS). O conceito do modelo é simples e basicamente constitui-se em funções map e reduce.
O modelo de programação MapReduce possui basicamente as funções map e reduce, com o acréscimo da função shuffle. Esse modelo é executado em um cluster com sistema de arquivos distribuídos, onde grandes conjuntos de dados são divididos em pedaços, os quais são armazenados em diferentes nodos. O MapReduce inicia com o mapeamento local em cada um desse nodos, de maneira que são montados pares de chave-valor para uma determinada busca.

Esses pares podem ter como chave uma palavra e como valor uma quantidade de vezes que ela apareceu em um texto, um ano e a sua temperatura média ou ainda outros exemplos de maior complexidade. Após as tarefas de map, os pares são geralmente armazenados em memória, sendo ordenados pelo conteúdo da chave, função shuffle, e então transferidos para outros nodos. São neles que ocorrem as tarefas de reduce, onde esses pares intermediários servem de entrada.

A função reduce é realizada em cima dos valores de uma mesma chave. As tarefas reduce podem servir para buscar o menor ou o maior valor de cada chave, retornar a média ou a soma dos valores por chave ou diversas outras operações. Cada uma das chaves tem apenas um valor após o término dessa função, sendo todo esse conjunto de chave-valor, a saída final do modelo de programação MapReduce.

O processo descrito mostra uma das qualidades do MapReduce, que é a otimização local. Sua importância deve-se ao fato de que “a largura da banda de rede é um recurso relativamente escasso no nosso ambiente de computação” (DEAN; GHEMAWAT, 2004, p. 5, tradução nossa), ou seja, quanto menos dados forem transferidos por rede, mais veloz a pesquisa é realizada. Outra qualidade do modelo é a tolerância a falhas, que permite a continuação das tarefas map e reduce mesmo quando há a perda de alguns nodos.

Baseando-se no modelo MapReduce e no GFS, Doug Cutting criou o Hadoop Distributed File System (HDFS) e o Hadoop MapReduce (HMR). “HDFS é um sistema de arquivos projetado para armazenar arquivos muito grandes com padrões de acesso para transmissão de dados, executado em clusters de commodity hardwares.” (WHITE, 2012, p. 41, tradução nossa). O sistema de arquivos distribuídos do Hadoop possui alta eficiência para gerenciar a escrita e a leitura de grandes conjuntos de dados. Ele trabalha com a ideia de uma única gravação e diversas buscas para ler os dados.

Hoje, HDFS e HMR fazem parte de um projeto de código aberto da comunidade Apache, cujo nome é Apache Hadoop. Apesar do alto desempenho de seu sistema de arquivos, o “MapReduce é o coração do Hadoop” (IBM, 2015b, tradução nossa). Esse projeto foi a primeira versão lançada do Hadoop. Na sua segunda versão, denominada YARN, foram incluídos diversos outros projetos e subprojetos, tais como HBase, Pig, Hive, ZooKeeper, Chukwa e Avro.

Como se pode perceber, o projeto Apache Hadoop abre muitas possibilidades para o controle de grandes quantidades de dados e também permite ao usuário diversas ferramentas para a gerência deles. Por essas razões, empresas de grande porte estão utilizando-o em seus clusters. Amazon, Adobe, EBay, Facebook, IBM, LinkedIn e Yahoo! são algumas delas (HADOOP WIKI, 2015).

Como já citado, a grande vantagem do Apache Hadoop está no modelo MapReduce que, por sua vez, concede facilidades para a programação paralela. Sem a implementação desse modelo, a programação paralela exige muito tempo e esforço, pois possui alguns problemas. “Tais problemas são: balanceamento de carga, divisão e distribuição de dados, atribuição e monitoramento de jobs, transferência de parâmetros entre nodos, etc.” (YAHYA; HEGAZY; EZAT, p. 60, 2012, tradução nossa). Por todos esses motivos, tem-se a tendência a utilizar a programação sequencial.

Os algoritmos sequenciais ou tradicionais são codificados de modo a seguir tarefas em uma determinada ordem. Os dados dependem do acontecimento da tarefa atual para que eles possam prosseguir para a tarefa seguinte. Uma tarefa t3 não poderá ocorrer antes que a tarefa t2 esteja concluída, assim como somente a sua finalização para que a tarefa t4 inicie.

Em um ambiente que envolva Big Data, algoritmos tradicionais tendem a tornar-se lentos, como apontado nos experimentos dos autores James, Rego e Glover (2005) e Guo et al. (2013). Isso se deve ao fato de que a demanda por processamento é alta, uma vez que eles são executados em cima de grandes conjuntos de dados e essa entrada é lida com tarefas ocorrendo de forma sequencial. Diferentemente dos algoritmos paralelos, cuja eficiência é superior, por eles permitirem que diversos nodos realizem as mesmas tarefas com diferentes pedaços do conjunto de dados.

Na programação paralela, uma tarefa t1 é capaz de ser executada em um nodo ao mesmo tempo em que um segundo nodo esteja efetuando a mesma tarefa t1 sobre outro pedaço de dados. Ainda um terceiro nodo já poderia ter sido chamado para realizar uma tarefa t2 com os dados de saída de possíveis quarto e quinto nodos. Ou seja, um conjunto de dados é lido e processado em diversos pedaços, onde cada nodo tem uma tarefa atribuída.

Apesar dessas vantagens da programação paralela, ainda há diversos algoritmos que são construídos através da programação sequencial. Como dito anteriormente, eles funcionam corretamente e retornam o resultado esperado, porém, quando a quantidade de dados cresce muito, o tempo de processamento tende a aumentar. E é isso o que ocorre com os algoritmos da técnica de clustering.
Clustering ou agrupamento é uma técnica para analisar clusters, dividindo-os em distintos grupos. Em outras palavras, conforme Han, Kamber e Pei (2012, p. 444), clustering é o processo de particionar um conjunto de objetos em subconjuntos, onde cada subconjunto é chamado de cluster. Cada um desses objetos possui seus próprios atributos, os quais podem ser valores numéricos ou categóricos.

Em muitos casos, a técnica de clustering é utilizada sem uma pré-análise dos atributos dos objetos, por isso defini-se clustering como um modelo de aprendizagem não supervisionado. Ou seja, utiliza-se clustering a fim de investigar e extrair características escondidas do conjunto de dados (LINDEN, 2009, p. 19). Para extrair essas características escondidas, é necessário particionar os objetos em clusters, uma vez que esse particionamento é realizado de acordo com a distância euclidiana entre os atributos de dois objetos.

Uma baixa distância euclidiana indica que os objetos possuem uma alta similaridade entre si. E é dessa forma que os algoritmos de clustering trabalham. São selecionados objetos para representar cada um dos clusters, onde os demais objetos do conjunto de dados são atribuídos ao cluster no qual eles possuem maior similaridade com o objeto representativo daquele cluster. Portanto, o objetivo principal da técnica de clustering é particionar os objetos de um mesmo cluster com alta similaridade entre si e baixa similaridade com os objetos de outros clusters (FRAHLING; SOHLER, 2005, p. 606). 

No final desse procedimento, têm-se distintos grupos com objetos semelhantes entre si. Isso possibilita uma visão mais específica dos dados, o que permite analisá-los de diversas formas. Tais análises enquadram-se como recuperação de informação, buscas na internet, inteligência de negócios, reconhecimento de padrões nas imagens, biologia, segurança, etc. (HAN; KAMBER; PEI, 2012, p. 490).

Dois dos algoritmos mais comuns de clustering são K-Means e K-Medoids. Ambos os algoritmos têm como objetivo particionar um conjunto de dados em distintos clusters e trabalham selecionando um objeto para representar cada um desses clusters. Para realizar essa partição, eles precisam ser inicializados com o número de clusters que se deve dividir o conjunto de dados e com os objetos representativos iniciais. A saída final deles consiste nos objetos atribuídos aos clusters, onde cada objeto é vinculado ao cluster no qual ele possui maior similaridade com os demais objetos daquele cluster.

A principal diferença entre o algoritmo K-Means e o algoritmo K-Medoids está na forma como eles selecionam o objeto representativo. O algoritmo K-Means cria um objeto temporário com atributos baseados na média dos atributos dos objetos atribuídos ao cluster e chama-o de centróide (LINDEN, 2009, p. 24). Já o algoritmo K-Medoids chama o seu objeto representativo de medóide, onde um medóide é um objeto do conjunto de dados com os respectivos atributos daquele objeto. Portanto, o medóide de um cluster é selecionado de forma que ele seja o objeto mais centralizado o possível dos demais objetos daquele cluster (HAN; KAMBER; PEI, 2012, p. 455).

Os algoritmos K-Means e K-Medoids são “algoritmos gulosos”, ou seja, são algoritmos que utilizam a força bruta para encontrar uma solução ótima ou próxima da ótima. Portanto, as técnicas de clustering processam pequenas quantidades de dados em um tempo aceitável. O mesmo não ocorre para grandes quantidades de dados, cujo tempo de execução aumenta exponencialmente. Por esse motivo, Linden (2009, p. 19) define clustering como sendo um problema de complexidade de ordem exponencial.

Com base nos referenciais teóricos do modelo de programação MapReduce, no Apache Hadoop e na técnica de clustering, este trabalho tem a hipótese de que é possível encontrar um desempenho melhor ao processar grandes conjuntos de dados para os algoritmos K-Means e K-Medoids. Isso pode ser possível ao implementá-los de forma que eles possam ser executados paralelamente, em MapReduce, no HDFS. Portanto, este trabalho propõe:

· Compreender e dominar o funcionamento do modelo de programação MapReduce, do Apache Hadoop e dos algoritmos K-Means e K-Medoids.

· Investigar e implementar os algoritmos sequenciais K-Means e K-Medoids, a fim de que eles possam ser convertidos para um algoritmo paralelo, usando o modelo de programação MapReduce.

· Instalar e configurar um cluster de nodos utilizando a implementação Apache Hadoop.

· Implementar os algoritmos paralelos que correspondam aos algoritmos sequenciais K-Means e K-Medoids, mantendo a mesma funcionalidade e mesmos resultados.

· Coletar e tabular os resultados das execuções dos algoritmos sequenciais e paralelos.

· Comparar o desempenho dos resultados dos algoritmos sequenciais em relação aos algoritmos paralelos.

· Avaliar o desempenho dos algoritmos paralelos, variando o número de nodo no cluster.

Ao completar essas propostas, este trabalho busca contribuir com a conversão de dois algoritmos paralelos de clustering, que utilizem o modelo de programação MapReduce em um cluster com a implementação Apache Hadoop. Um para K-Means e outro para K-Medoids. Além disso, este trabalho objetiva contribuir com comparações e avaliações de desempenho dos resultados entre o algoritmo sequencial K-Means e o seu paralelo e entre o algoritmo K-Medoids e o seu paralelo.

A organização deste trabalho é apresentada ao iniciar com essa introdução e mais cinco capítulos. No primeiro capítulo, é apresentado o modelo de programação MapReduce, aprofundando-se de seu funcionamento e conceitualizando o projeto Apache Hadoop. No segundo capítulo, é abordado o tema sobre agrupamentos, explicando e detalhando os algoritmos K-Means e K-Medoids. No terceiro capítulo, são apresentados dois trabalhos relacionados, os quais abordam sobre um algoritmo paralelo para K-Means e um paralelo para K-Medoids. O quarto capítulo aborda os algoritmos desenvolvidos, explicando seu funcionamento. No quinto capítulo, é apresentada a metodologia utilizada na realização dos experimentos. Ainda no mesmo capítulo, são apresentados os dados coletados juntamente com a análise dos experimentos.

1 Modelo de programação mapreduce
MapReduce é um modelo de programação para processar grandes conjuntos de dados em um ambiente Big Data, cuja abordagem é conceder facilidades para a programação paralela e distribuída. Complementando o significado, conforme as palavras de Dean e Ghemawat (2004, p. 1, tradução nossa), pode-se dizer que “MapReduce é um modelo de programação e uma implementação relacionada para processamento e geração de grandes conjuntos de dados”. Esse modelo é executado em um sistema de arquivos distribuídos.
A principal característica do modelo de programação MapReduce é a capacidade de separar os conjuntos de dados e distribuí-los entre os nodos do sistema de arquivos distribuídos, juntando com o código que será executado em cima desses dados (BOLINA, 2013, p. 24). Para realizar esse processo efetivamente, MapReduce funciona com base nas funções map e reduce, processadas paralelamente em diferentes nodos. A função map varre os dados e quebra-os em pares intermediários de chave-valor. Já a função reduce funciona em cima desses pares intermediários, onde é realizado um processo para gerar somente um valor para cada chave. 

Além das funções map e reduce, também existem funções complementares, tais quais se encaixam shuffle, combine e partitioning. A primeira função serve para ordenar os pares de chave-valor pela chave, logo após que esses pares são recuperados pela função map (SOUSA, 2013, p. 27).  Por sua vez, a função combine também é executada após a tarefa map, porém com o objetivo de reduzir os dados. A função combine é semelhante à função reduce, com as diferenças de que a função combine ainda é realizada no mesmo nodo da função map e gera pares intermediários de chave-valor (DEAN; GHEMAWAT, 2004, p. 6). Por fim, a função partitioning serve para determinar qual nodo com reduce deve receber os pares intermediários específicos.

A partir de seu funcionamento, o modelo MapReduce apresenta várias vantagens e concede facilidades ao desenvolvedor. Sem a implementação desse modelo, a programação paralela exige muito tempo e esforço, pois possui algumas complexidades. “Tais complexidades são: balanceamento de carga, divisão e distribuição de dados, atribuição e monitoramento de jobs, transferência de parâmetros entre nodos, etc.” (YAHYA; HEGAZY; EZAT, p. 60, 2012, tradução nossa).
1.1 História
O modelo de programação MapReduce foi pensado com o objetivo de diminuir ou retirar do desenvolvedor as preocupações com a complexidade inerente à programação paralela. Ou seja, para o desenvolvimento do modelo foram investigadas as complexidades da paralelização e trabalhadas soluções a fim de minimizá-los, o que deixa o desenvolvedor com mais tempo para planejar e construir algoritmos. Tanto é que “uma das vantagens mais significantes do MapReduce é que esse fornece uma abstração que esconde muitos detalhes a nível de sistema do programador” (LIN, 2010, p. 18, tradução nossa). 
Com esse objetivo, foram investigadas diversas soluções até atingir as funções primitivas map e reduce presentes na linguagem de programação Lisp e em outras linguagens funcionais (DEAN; GHEMAWAT, 2004, p. 1). A partir dessas funções, passou-se a utilizá-las para processar e gerar pares de chave-valor em cima dos conjuntos de dados. Essa abordagem de técnicas permitiu e concedeu facilidades para paralelizar grandes conjuntos de dados.
Esses foram alguns dos passos para a implementação do modelo de programação MapReduce, que foi criado por pesquisadores da empresa Google (O’REILLY MEDIA, 2012). A execução do modelo é feita em cima do Google File System (GFS), que é o sistema de arquivos distribuídos, construído pela Google. MapReduce foi apresentado no Sixth Symposium on Operating Systems Design and Implementation, em São Francisco, na Califórnia, Estados Unidos da América. O artigo foi escrito por Jeffrey Dean e Sanjay Ghemawat, no ano de 2004.
1.2 Funcionamento 
A fim de processar os dados paralelamente, o modelo de programação MapReduce trabalha com “o conceito de clusters de computadores, fornecendo um sistema escalar e com alto poder de processamento” (BOLINA, 2013, p. 24). A partir disso, é possível implementar soluções paralelas com o intuito de processar grandes conjuntos de dados. Isso se deve a facilidade com que o modelo permite a adição de novos nodos, uma vez que o nodo é acoplado ao cluster e o sistema de arquivos distribuídos assume a gerência de atribuir-lhe uma tarefa map ou uma tarefa reduce.
E é exatamente em cima das funções map e reduce, que o modelo MapReduce possui sua flexibilidade na paralelização. Enquanto que um nodo processa uma tarefa map em um subconjunto do grande conjunto de dados, outros nodos executam a mesma tarefa map em distintas outras partes. Por fim, os nodos inativos aguardam pelos pares intermediários que os nodos com tarefas map vão retornar no final de suas execuções. Após receberem os pares intermediários, esses nodos inativos começam a executar as tarefas reduce. 
[image: image1.wmf]
Figura 1 - Fluxo do processamento usando o modelo de programação MapReduce.
Fonte: adaptado de Kubo; Fukumoto; Onizuka (2012)  
1.2.1 Tarefa map
A tarefa map funciona localmente nos nodos em que estão armazenados os pedaços do conjunto de dados. Uma mesma tarefa map é atribuída para um ou mais nodos executarem (KUMAR et al, 2013, p. 50). Durante o processo, os conjuntos de dados são divididos em pares intermediários de chave-valor de acordo com o objetivo do mapeamento. Como apresentado na Figura 1, cada cor representa uma chave distinta e cada um dos retângulos representa um valor para a chave de sua cor.
A chave dos pares pode ser uma palavra e seus valores a quantidade de vezes em que a palavra aparece em trechos de um texto. Ou ainda um ano de uma cidade pode ser a chave e os valores, a temperatura média de cada ano, a fim de determinar a menor e a maior temperatura daquela cidade ao longo dos anos. Para finalizar os exemplos, pode-se ter um país como chave e o total de vendas de um livro como seus valores com o intuito de investigar qual é o país em que houve mais vendas para o livro.

Os pares de chave-valor são gravados localmente nos nodos, permanecendo em memória. É dado um aviso da localização dos pares intermediários para o nodo de gerência. Esse nodo atribui tarefas reduce para outros nodos trabalhadores e aponta para cada um deles a localização de uma porção de pares de chave-valor.
1.2.2 Tarefa reduce 
Após o término das funções map, são executadas as tarefas reduce, as quais recebem os pares intermediários de chave-valor como entrada. A funcionalidade da tarefa reduce consiste em agrupar todos os valores de uma mesma chave e realizar uma função de agregação em cima desses valores. Buscar o maior ou o menor valor, calcular a média e somar são exemplos de funções de agregação, além de permitir que funções possam ser construídas pelo usuário.
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Figura 2 - Exemplo de contador de palavras utilizando o modelo de programação MapReduce.
Fonte: O’Reilly Media (2013)  
Seguindo com os mesmos exemplos dados anteriormente, a tarefa reduce pode somar todas as aparições de uma palavra no texto e retornar a quantidade total. Também pode descobrir qual foi o ano em que houve a maior temperatura da cidade ou o ano em que houve a menor. Além disso, pode calcular qual foi o país em que um determinado livro obteve um número maior de vendas até o momento, com o objetivo de lançar mais cópias do mesmo nesse país.

Um dos exemplos mais utilizados para fins didáticos é o contador de palavras, como apresentado na Figura 2. Nessa situação, os conjuntos de dados são diversas frases e essas são divididas entre os nodos, a fim de executarem a tarefa map. Para cada palavra que for encontrada, ela é usada como chave de um par intermediário de chave-valor, cujo valor é a quantidade um. Como, por exemplo, a palavra lamb, a qual existe em dois nodos diferentes e cada nodo somou-a somente uma vez.

Após a conclusão da tarefa map, os pares intermediários são transferidos aos nodos, nos quais é executada a tarefa reduce. Essa tarefa agrupa todos os pares pela chave, somando a quantidade de vezes que cada palavra possui. Ao final, existem diversos pares com chave-valor, onde a chave é a palavra e o valor, a quantidade de vezes que a palavra apareceu. Percebe-se que a palavra lamb foi encontrada duas vezes, portanto, somou-se a primeira aparição com a segunda.
Com base nos exemplos acima, pode-se perceber que a tarefa reduce retorna um único valor para cada uma das chaves. Esses últimos pares de chave-valor são gravados no sistema de arquivos distribuídos e é enviado um aviso sobre a localização deles ao nodo de gerência. Esse nodo busca os pares finais e envia-os para a aplicação requisitante do usuário.
1.2.3 Tarefa combine
Existem alguns refinamentos para melhorar o desempenho do modelo de programação MapReduce. Um deles é a tarefa combine, cuja execução ocorre no mesmo nodo da tarefa map e é realizada logo após o término dessa. A funcionalidade da tarefa combine segue a mesma linha da tarefa reduce, agrupando e aplicando uma função de agregação. 

A única diferença entre uma tarefa reduce e uma tarefa combine é a saída delas. “A saída de uma tarefa reduce é escrita no arquivo de saída final. A saída de uma tarefa combine é escrita para um arquivo intermediário que será enviado para a tarefa reduce” (DEAN; GHEMAWAT, 2004, p. 6, tradução nossa).
1.2.4 Tarefa shuffle
O outro refinamento é a tarefa shuffle. “Antes das execuções dos processos reduce, o MapReduce executa uma fase de ordenação e agrupamento (shuffle). Essa fase recupera todas as saídas dos maps e executa um merge-sort para combinar todos os pares que compartilham a mesma chave” (SOUSA, 2013, p. 27, adaptado). Em outras palavras, a tarefa shuffle prepara os dados para os mesmos serem processados na ordem pelas chaves nas tarefas reduce.
1.2.5 Função partitioning
Ainda existe o refinamento da função partitioning. “Partitioning é o processo de determinar qual tarefa reduce receberá quais chaves intermediárias e valores. Cada tarefa map deve determinar para todos seus pares de saída qual é a tarefa reduce que receberá eles” (YAHOO!, 2015). Em outras palavras, a função partitioning serve para controlar as tarefas map com o objetivo de que essas tarefas já saibam para qual nodo um par com uma determinada chave deve ser enviada. Essa função auxilia para separar os pares pela chave sem que os nodos, os quais estejam executando uma tarefa map, precisem comunicar-se. 
1.3 Sistema de Arquivos Distribuídos
Para executar o modelo de programação MapReduce, é necessária a utilização de um sistema de arquivos distribuídos. Distributed File System (DFS) é uma arquitetura de computadores conectados através da rede, cujo principal benefício é aumentar o poder de processamento horizontalmente. Em outras palavras, DFS é um grupo de computadores com o objetivo de utilizar o espaço de armazenamento e o poder de processamento de cada computador, a fim de usufruir desses hardwares como sendo somente um único computador (LIN; DYER, 2010, p. 28-29).
Isso permite aprimorar o hardware de um cluster ao adicionar mais um computador, onde esse e os demais podem ser de baixo custo (commodity hardware). A partir dessa junção de computadores, o sistema de arquivos distribuídos permite a paralelização e distribuição, o que fornece desempenho, escalabilidade, confiabilidade e disponibilidade (GHEMAWAT; GOBIOFF; LEUG, 2003). Os dois frameworks desses sistemas de arquivos distribuídos mais conhecidos são o Google File System e o Hadoop Distributed File System.
1.3.1 Google File System
O Google File System (GFS) é um sistema de arquivos distribuídos que possui alta escalabilidade e é projetado para aplicações de grandes conjuntos de dados, sendo ele implementado pela Google em 2003 (WANG et al., 2014, p. 190). Os dados armazenados no GFS são divididos em diversos blocos, sendo que, por padrão, são blocos de 64 megabytes (MB). Esses blocos são particionados entre os nodos do cluster.
Além da própria divisão dos blocos entre os clusters, cada um desses blocos é replicado uma determinada quantidade de vezes. Por padrão, são três réplicas por bloco. Essas réplicas também estão armazenadas nos nodos, tendo por base separá-las em nodos distintos. No GFS, esses nodos de armazenamento são chamados de nodos trabalhadores.
Google File System tipicamente constitui-se de três principais partes: masters, clients e chunkservers. Aqui, um master e os chunkservers em seu domínio são considerados como um cluster, onde um cluster ou múltiplos clusters formam um sistema. O master mantém todos os metadados do sistema de arquivos. Como unidade de armazenamento no GFS, os blocos são armazenados pelos chunkservers. Os clients interagem com o master para operações de metadados e, a partir delas, comunicam-se diretamente com os chunkservers para ler e escrever conteúdos (LI et al., 2015, p. 208, tradução nossa).

Como citado acima, o GFS trabalha em clusters com a arquitetura de master e trabalhadores, onde esses são chamados de chunkservers. De todos os computadores conectados no GFS, um deles é o master e os demais são os chunkservers. Os nodos chunkservers armazenam o conjunto de dados, onde cada nodo é responsável por guardar blocos dos dados e réplicas dos blocos. São nesses nodos em que ocorre ou uma tarefa de map ou uma tarefa de reduce, dependendo da atribuição destinada a ele.
Essa atribuição é feita pelo nodo master, único no cluster. Ele tem o objetivo de gerenciar a localização dos blocos e das suas réplicas nos nodos chunkservers, possuindo metadados para auxiliá-lo. Esses metadados também são importantes quando um cliente comunica-se com o sistema de arquivos distribuído, pois o contato, primeiramente, é realizado entre o master e a aplicação do cliente. A aplicação solicita alguns dados e o master, embasando-se em cima dos metadados, aponta os chunkservers que estão armazenando as réplicas dos dados requisitados. Logo, é somente nesse momento em que o cliente passa a comunicar-se com os chunkservers para ler ou escrever.
Além do controle da localização dos blocos, o nodo master também gerencia as tarefas de map e reduce em cima dos nodos chunkservers. É ele quem recebe o status do progresso dessas tarefas e também as atribui entre os nodos. Dessa forma, o GFS fornece tolerância a falhas pelo constante monitoramento, replicação de dados, rápida e automática recuperação, verificação de corrupção nos dados e alta escalabilidade (GHEMAWAT; GOBIOFF; LEUNG, 2003).
1.3.2 Hadoop Distributed File System
Apache Hadoop é um projeto da comunidade Apache, possui alta eficiência para gerenciar a leitura e a distribuição de dados, é um projeto de código aberto (open source), construído em Java e executado em sistema Linux. É formado por dois projetos distintos: Hadoop Distributed File System (HDFS) e Hadoop MapReduce (HMR). Como citado por Tom White (2010, p. 41), HDFS é um sistema de arquivos distribuídos que foi projetado para armazenar arquivos muito grandes e que é executado em clusters de commodity hardware, onde existem padrões de acesso para a transferência de dados. Já o HMR é uma implementação do modelo MapReduce, cuja funcionalidade é processar dados armazenados em um cluster com HDFS.
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Figura 3 - Arquitetura do Hadoop Distributed File System.
Fonte: Kumar et al. (2013, p. 50)  
Em um cluster HDFS, existem dois tipos de nodos e o funcionamento operacional deles é com o padrão master e workers. Como mostrado na Figura 3, pode-se visualizar o NameNode, que é o master do cluster, e os DataNodes, que são os workers. Esses dois formam a arquitetura básica da primeira versão do Apache Hadoop (WHITE, 2010, p. 44-45).


NameNode é o nodo encarregado de gerenciar o cluster, ou seja, é esse nodo que controla os locais em que são gravados os blocos de dados e as réplicas dos blocos nos DataNodes (KUMAR et al., 2013, p. 50). A partir desses dados brutos armazenados nos DataNodes, o NameNode constrói seus subconjuntos de dados para formar um conjunto de metadados. Quando o NameNode precisa buscar dados nos DataNodes detentores de blocos ou réplicas de blocos para esses dados específicos, ele consulta os metadados a fim de localizar a identificação de quais são esses DataNodes.

E é esse o processo que ocorre durante a solicitação de uma aplicação do cliente ao NameNode. Primeiramente, a aplicação do cliente comunica-se com o NameNode e requisita os dados. O NameNode consulta seus metadados e identifica a localização dos DataNodes em que o cliente deve encontrar seus dados. Ele passa para a aplicação do cliente e essa passa a comunicar-se diretamente com os DataNodes a fim de ler seus dados.

O nodo NameNode também é responsável por passar instruções para os DataNodes do cluster. Já os DataNodes, como dito acima, são encarregados de armazenar os dados do HDFS em blocos, de replicar esses blocos de dados e de fornecer os blocos e as réplicas para a aplicação do cliente que requisitar. Além disso, periodicamente, esses nodos precisam enviar os blocos de dados vinculados e seu status atual de funcionamento ao NameNode.
A estrutura do HDFS permite diversas vantagens ao cluster, tais quais se encaixam escalabilidade, custo efetivo, flexibilidade e tolerância a falhas (IBM, 2015a). Quando o cluster HDFS já está configurado e tem-se a necessidade de aumentá-lo, é possível agrupar mais um nodo worker a ele. Esse novo nodo, assim como os demais, pode ser de baixo custo, pois é o agrupamento deles que, paralelamente, melhora o desempenho das aplicações. 
E é exatamente esse o motivo de existirem as réplicas, uma vez que falhas ocorrem. Quando se perde um nodo, rapidamente o NameNode já repassa a necessidade de replicar os blocos que estavam no nodo perdido. Isso possibilita ao HDFS continuar funcionando normalmente.
A exceção deve-se à perda do nodo NameNode, uma vez que ele é único no cluster. Nesse caso, existe um nodo chamado de Secondary NameNode para substituí-lo. Esse nodo recupera os logs de transação, os quais são gravados periodicamente pelo próprio NameNode, e utiliza-os para recuperar e iniciar o cluster no último ponto de log, o qual foi gravado pelo NameNode antes de perder sua conexão. A partir disso, o Secondary NameNode assume o lugar do NameNode e mantém o cluster em funcionamento. 
1.4 Hadoop MapReduce

Como parte de um projeto da comunidade Apache Hadoop, tem-se o Hadoop MapReduce (HMR). “O Hadoop MapReduce pode ser visto como um paradigma de programação que expressa computação distribuída como uma sequência de operações distribuídas em conjuntos de dados” (GOLDMAN et al., 2012, p. 26-27). HMR é uma implementação do modelo de programação MapReduce para ser executada no Hadoop Distributed File System (HDFS). Portanto, “para que o HMR processe os dados, eles devem estar armazenados no HDFS” (TAURION, 2012). 
A arquitetura do HMR assemelha-se com a arquitetura do HDFS, ou seja, segue o padrão master e workers. O nodo master chama-se JobTracker e serve para gerenciar as tarefas. Os nodos workers são os TaskTrackers e recebem a atribuição de executarem uma tarefa map ou uma tarefa reduce.
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Figura 4 - Processos do Apache Hadoop.
Fonte: Goldman et al. (2012, p. 14)  
Como visto na Figura 4, HMR possui um nodo com JobTracker e zero ou vários nodos com TaskTracker. A Figura 4 também identifica a localização dos nodos JobTracker e TaskTracker. Nela, pode-se visualizar que o JobTracker é inicializado no mesmo nodo que o NameNode. Além disso, ao visualizar a Figura 4, é perceptível que, para cada nodo com DataNode, há um TaskTracker atuando juntamente a ele.
A função do JobTracker é “coordenar todas as execuções de jobs no sistema através do agendamento de tarefas para executá-las nos TaskTrackers” (WHITE, 2010, p. 28, tradução nossa). Ou seja, o JobTracker gerencia as tarefas map e reduce a fim de atribuí-las para os TaskTrackers, controlando quais os nodos que devem executar uma tarefa map e quais devem executar uma tarefa reduce. Esse gerenciamento de tarefas é feito com base nos blocos e réplicas que os nodos workers possuem armazenados, uma vez que a execução da tarefa map deve executar em todos os dados do cluster.
Além dessa função, o JobTracker mantém comunicação com os TaskTrackers para monitorar o progresso das tarefas map e reduce (KUMAR et al., 2013, p. 52). Esse monitoramento tem como objetivo conhecer o andamento das tarefas e se não há nenhum gargalo. Ou seja, se não há nenhum nodo trancando a execução das tarefas map ou reduce. 
Assim como o NameNode age rapidamente se algum nodo falhar, o JobTracker também faz o mesmo. No caso, ele tenta reiniciar o nodo que falhou. Se não conseguir, o JobTracker realoca a tarefa, a qual estava em execução naquele nodo, para um outro nodo do cluster. O que permite o andamento do MapReduce sem a necessidade de atribuição manual do usuário e sem a perda de dados.
Além do JobTracker, a arquitetura do HMR também possui os TaskTrackers. Esses são executados nos nodos workers e têm como função realizar as tarefas map e reduce. Cada um dos TaskTrackers, pode executar uma tarefa map ou uma tarefa reduce, dependendo da atribuição feita pelo JobTracker (GOLDMAN et al, 2012, p. 13). Cada TaskTracker utiliza os blocos de dados e réplicas dos blocos disponibilizados pelo DataNode em que ele é executado.
“TaskTrackers enviam periodicamente mensagens para o JobTracker [...]. Se um TaskTracker está disponível para executar tarefas [...], o retorno da mensagem do TaskTracker contém informação de atribuição de tarefa” (LIN; DYER, 2010, p. 33). Em outras palavras, de tempo em tempo, cada TaskTracker deve relatar o estado atual da tarefa que ele está executando. Isso mantém o JobTracker informado e o possibilita de saber quando um TaskTracker falhar.
1.5 Versões do Apache Hadoop

Em 2013, surgiu a nova versão do projeto Apache Hadoop: Yet Another Resource Negotiator (YARN). O modelo de programação MapReduce também é atualizado para a versão MapReduce 2.0 (MRv2). Com a liberação do YARN, vários subprojetos passaram a ser incorporados juntamente ao Hadoop, tais como:

· HBase: Assim como o Apache Hadoop, HBase também é um projeto da comunidade Apache. É um banco de dados distribuído orientado a coluna e open source, que utiliza o modelo de programação MapReduce. Não trabalha com dados estruturados e permite aumentar a quantidade de dados armazenados e processados (IBM, 2015c).
· Pig: É um projeto da comunidade Apache e trabalha no nível de abstração para processar grandes conjuntos de dados. O objetivo dele é facilitar a implementação das funções MapReduce (WHITE, 2010, p. 321-322).
· Hive: Foi inicialmente desenvolvido pelo Facebook e, hoje em dia, integra o projeto Apache. Apache Hive é uma solução de armazenamento de dados que permite executar queries, sumarização e análises de grandes conjuntos de dados no HDFS. A melhor parte é que ele possui suporte para Structured Query Language (SQL), o qual permite manipular os dados de forma estruturada (DAVE, 2013).
· ZooKeeper: Pertence à comunidade Apache e é um serviço de coordenação distribuída. Seu principal objetivo é fornecer uma estrutura para sincronização entre nodos, a fim de facilitar a construção de aplicações distribuídas (WHITE, 2010, p. 441).
· Chukwa: Integra a comunidade Apache como um projeto para monitorar grandes sistemas distribuídos, sendo considerado um sistema de coleção de dados. Chukwa possui uma ferramenta para exibir, monitorar e analisar resultados de dados coletados (APACHE SOFTWARE FOUNDATION, 2015).
· Avro: Um projeto open source da comunidade Apache, que permite a programas de qualquer linguagem trocarem grandes quantidades de dados. Sua principal função é fornecer serialização de dados e serviços para trocar dados, que podem ser utilizados juntos ou separadamente (IBM, 2015d).

A atualização foi necessária devido a algumas limitações apresentadas pela primeira versão de Apache Hadoop, uma vez que empresas com maior volume de dados passaram a utilizá-lo em seus clusters. Entre essas limitações, destacam-se o limite de 4.000 nodos por cluster, os espaços das tarefas map e reduce serem estáticos e a utilização centralizada dos recursos do cluster. Essa última limitação transforma o JobTracker no gargalo das aplicações, pois é ele quem gerencia todas as tarefas map e reduce sozinho (KAWA, 2014).
No lugar de possuir somente um nodo para gerenciar as tarefas map e reduce do cluster, a versão YARN retira o JobTracker e os TaskTrackers. Para seus lugares, são adicionados quatro novos recursos: ResourceManager, NodeManager, ApplicationMaster e Container. A Figura 5 apresenta a localização desses novos recursos juntamente com o NameNode e os DataNodes.
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Figura 5 - Segunda versão do Apache Hadoop: YARN.
Fonte: Jones; Nelson (2013)  
O principal recurso do YARN é o ResourceManager, o qual é único para cada cluster. “O ResourceManager orquestra a divisão dos recursos (processamento, memória, banda de rede, etc.) para os NodeManagers. O ResourceManager também trabalha com os ApplicationMasters para alocar recursos” (JONES; NELSON, 2013).  Em outras palavras, o ResourceManager é o nodo o qual gerencia e aloca os recursos entre os demais nodos, além de monitorar os ApplicationMasters.

Para cada aplicação que é executada dentro do cluster, é alocado um nodo com o recurso ApplicationMaster. Esse é responsável por comunicar-se com o ResourceManager, a fim de solicitar os recursos iniciais e recursos extras ao longo da execução da aplicação do cliente. Ele também coordena e controla todas as tarefas executadas nos nodos e Containers dentro da sua aplicação. Esse controle dos Containers é feito através dos NodeManagers (KAWA, 2014).
Os NodeManagers estão presentes em todos os nodos workers do cluster e são responsáveis por gerenciar seus respectivos nodos. “O NodeManager fornece serviços por nodo dentro do cluster, o de supervisionar o gerenciamento de um Container ao longo de seu ciclo de vida, para monitorar os recursos e o estado de atividade de seu nodo” (JONES; NELSON, 2013).  Cada NodeManager somente monitora os Containers alocados em seu nodo, independente se há vínculo com um ou mais ApplicationMasters.
Por fim, não se tem mais o uso total dos recursos de um nodo para executar somente uma tarefa map ou uma tarefa reduce naquele nodo. Surge o conceito de Containers, ou seja, blocos de recursos cedidos aos ApplicationMasters. O objetivo é que cada aplicação cliente solicite somente o que deve utilizar e consuma esses Containers disponibilizados. Portanto, cada Container pode executar diferentes tipos de tarefas e possuem diferentes tamanhos (KAWA, 2014).
Com as mudanças identificadas acima o YARN pode alcançar 10.000 nodos por cluster e continuar apresentando melhorias no desempenho para cada novo nodo adicionado. Também há um melhor aproveitamento de recursos, uma vez que começa a dividir os recursos em Containers. Além dessas vantagens, a separação do antigo JobTracker em ResourceManager e ApplicationMasters possibilita a utilização do YARN para mais aplicações além do modelo de programação MapReduce. Isso abre portas para o projeto Apache Hadoop expandir-se ainda mais.
1.6 Outras Implementações de MapReduce

O modelo de programação MapReduce foi utilizado pela primeira vez dentro do Google File System. Logo após, surge o Hadoop MapReduce para ser executado no Hadoop Distributed File System. Com o passar dos anos, têm surgido mais sistemas distribuídos que oferecem variações em implementações de MapReduce.

Uma dessas implementações é a da empresa Amazon Web Services. O Amazon Elastic MapReduce (Amazon EMR) é uma solução para o modelo de programação MapReduce. “É um serviço da web que facilita o processamento de grandes quantidades de dados com rapidez” (AMAZON WEB SERVICES, 2015). A principal vantagem do Amazon EMR é a possibilidade de executá-lo na web, pois ele disponibiliza esse espaço em seus próprios servidores. 

Com base no modelo de programação MapReduce para computação distribuída, também foi criado o projeto Disco. “Disco nasceu no Centro de Pesquisas da Nokia, em 2008, a fim de resolver desafios de lidar com quantidades massivas de dados” (DISCO, 2015). Ele utiliza Python e possui seu próprio sistema de arquivos distribuídos: Disco Distributed Filesystem.


O MongoDB, banco de dados orientado a documentos, tem sua própria implementação do modelo de programação MapReduce. Uma das diferenças é que a função map é aplicada em cima dos documentos presentes na coleção do MongoDB, processando-os e retornando os pares de chave-valor. Ainda, a implementação MapReduce do MongoDB possui a função finalize, a qual pode ser chamada após a função reduce. A função finalize é utilizada para condensar ou agregar esses pares, a fim de gerar um determinado recurso implementado pelo usuário (MONGO DB, 2015).
2. agrupamento
2.1 Visão Geral
Análises de grupo, agrupamento ou clustering é a técnica de dividir dados em um ou mais grupos. Em outras palavras, como Han (HAN; KAMBER; PEI, 2012, p. 444) define, clustering é o processo de particionar um conjunto de objetos de dados em subconjuntos, onde esses são chamados de clusters. Essa partição é feita de acordo com os atributos dos objetos, procurando agrupá-los por similaridade.

Esses conjuntos de objetos de dados podem ser amostras, tuplas, pares de chave-valor, observações, registros ou inúmeros outros exemplos. Os atributos dos objetos podem ser diversas características, qualidades ou algo que um objeto possui para diferenciá-lo ou torná-lo semelhante a outro objeto. Esses atributos podem ser numéricos ou categóricos, onde o primeiro é um número inteiro ou real e o segundo é um valor booleano ou um conjunto de valores. Um mesmo objeto pode possuir um ou mais atributos para ele.

Dize-se que, quanto maior a similaridade entre os objetos de um cluster, melhor é a qualidade do mesmo. Para validar a separação de todos os clusters dos conjuntos de dados, é necessário que a semelhança interna seja alta, porém precisa-se que os elementos de diferentes clusters possuam elevada dissimilaridade (HAN; KAMBER; PEI, 2012, p. 451). Logo, tem-se a solução ótima quando todos os elementos dos clusters possuem a maior similaridade interna existente e possuem a mais alta dessemelhança possível entre elementos de clusters externos.

Quando se tem pequenas quantidades de dados, as técnicas de clustering funcionam sem problemas e retornam o resultado em um tempo aceitável. Porém, quando essa quantidade de dados torna-se mais volumosa, o tempo de execução aumenta muito. Isso ocorre em razão dos algoritmos de clustering serem “algoritmos gulosos”, ou seja, algoritmos de força bruta para encontrar a solução ótima. Por isso que “o problema de agrupamento apresenta uma complexidade de ordem exponencial. Isso quer dizer que métodos de força bruta, como enumerar todos os possíveis grupos e escolher a melhor configuração, não são viáveis.” (LINDEN, 2009, p. 19). 
As técnicas de clustering podem ser divididas em quatro métodos diferentes, como o método de particionamento, o hierárquico, o baseado em densidade e o baseado em grade. O método baseado em grade utiliza uma estrutura de dados em grade com várias resoluções, trabalhando com células independentes onde se armazenam os objetos. “A principal vantagem da abordagem é o rápido tempo de processamento, o qual é tipicamente independente do número de objetos dos dados” (HAN; KAMBER; PEI, 2012, p. 479, tradução nossa). 
Já o método baseado em densidade possui clusters os quais são regiões densas de objetos no espaço e são separados pelas regiões de baixa densidade. Esses clusters surgem de objetos próximos e crescem em qualquer direção que a densidade propague-se. “Portanto, algoritmos baseados em densidade são capazes de descobrir clusters de formas arbitrárias” (BERKHIN, 2006, p. 18, tradução nossa).
Existe ainda o método hierárquico, que incorpora técnicas como microclustering. Os objetos dos dados são agrupados em níveis de hierarquia, ou seja, os objetos são divididos em clusters pais, em clusters filhos, etc. Todos os clusters formados possuem uma hierarquia definida entre os demais clusters. Isso permite sumarizar dados e visualizá-los em diferentes níveis (BERKHIN, 2006, p. 6-7, tradução nossa).
Por fim, o quarto método é o método de particionamento. Esse método baseia-se na distância dos objetos no espaço euclidiano, e utiliza a média ou o medóide para calcular a distância entre cada objeto. O objetivo do método de particionamento é “organizar os objetos de um conjunto de dados em vários clusters exclusivos” (HAN; KAMBER; PEI, 2012, p. 451, tradução nossa). Os algoritmos mais conhecidos para o método de particionamento são o K-Means e o K-Medoids.
Após essa breve explicação sobre os métodos de clustering, percebe-se o motivo de agrupamento ser considerado como uma técnica de aprendizagem não supervisionada, pois parte-se de dados para então possibilitar a descoberta de relações, semelhanças ou padrões entre os objetos. As funções de agrupamento são: investigar padrões de características escondidas, desenvolver hipóteses sobre a natureza dos dados, reduzir conjuntos de dados e diversas outras abordagens (LINDEN, 2009, p. 19). Por isso, tem-se a importância no agrupamento de objetos e a busca pela similaridade entre eles para separá-los em clusters.
2.2 K-Means

O algoritmo K-Means faz parte do método de particionamento da técnica de clustering e é amplamente utilizado para particionar conjuntos de dados. Essa partição é feita com base na semelhança que os objetos do conjunto de dados possuem entre si, separando-os em distintos clusters. Ou seja, o algoritmo K-Means divide todos os objetos do conjunto de dados em vários grupos (clusters), onde os objetos são atribuídos ao cluster de acordo com a similaridade de seus atributos (VATTANI, 2011, p. 598).
Conforme Han (HAN; KAMBER; PEI, 2012, p. 451-452), o algoritmo K-Means calcula a similaridade entre dois objetos utilizando a distância euclidiana. Essa distância é calculada com base nos atributos de um objeto, onde esses são comparados com os atributos de outro objeto. O resultado dessa comparação é a similaridade que os objetos possuem entre si. Quanto menor for essa distância, maior é a similaridade entre os objetos comparados.

A partir da comparação dos objetos e com o objetivo de separá-los em distintos clusters, o algoritmo K-Means utiliza o conceito de centróides. Um centróide não é um objeto pertencente ao conjunto de dados, ele é somente um objeto temporário que é criado para representar um cluster. Portanto, cada cluster formado possui um centróide e os objetos são atribuídos ao cluster cujo centróide eles possuem maior similaridade.
Os atributos do centróide são os mesmos atributos que os demais objetos do conjunto de dados possuem. A diferença é que os atributos dos objetos são estáticos, enquanto que os atributos do centróide variam a cada iteração. Isso ocorre devido à variação dos objetos do cluster formado, uma vez que os atributos do centróide são calculados conforme a média de cada atributo dos objetos do cluster que o centróide em questão representa.
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Figura 6 - Iteração inicial do algoritmo K-Means.
Fonte: adaptado de Han; Kamber; Pei (2012, p. 453)  
A Figura 6 apresenta o conjunto de dados, que é representado pelos pontos pretos, os centróides, que são representados pelas cruzes, e a formação dos três clusters, cuja representação de cada cluster é limitada pelos pontilhados. Linden (2009, p. 24) explica que o algoritmo K-Means inicia selecionando aleatoriamente um número determinado de distintos valores dentro do conjunto de dados. Esse número representa a quantidade de clusters que se deve particionar o conjunto de dados e os valores são os centróides iniciais.

Cada um dos centróides iniciais representa um cluster e, após essa seleção inicial, o algoritmo K-Means começa a montar os clusters com os objetos. Para isso, é calculada a distância euclidiana entre o objeto e cada um dos centróides, sendo escolhido o centróide o qual obteve a menor distância com esse objeto. Portanto, o objeto é atribuído ao cluster que esse centróide representa. Esse processo é feito com todos os objetos do conjunto de dados, terminando com a formação dos clusters da primeira iteração.
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Figura 7 - Iteração(ões) seguinte(s) do algoritmo K-Means.
Fonte: adaptado de Han; Kamber; Pei (2012, p. 453)  

Com todos os objetos atribuídos a um cluster, é refeito o cálculo para selecionar o novo centróide de cada cluster com base na média de cada atributo dos objetos. Após isso, todos os demais objetos são desvinculados de seus respectivos clusters. Nessa parte, volta-se à iteração em que cada um dos centróides é referente a um cluster para então atribuir novamente os objetos para os clusters, cuja similaridade nas características com o centróide dele é a maior de todas. Nela, é possível verificar que há uma nova linha pontilhada, essa que identifica os clusters formados pelos novos centróides, comparando-os com a primeira formação (representada na Figura 7).
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Figura 8 - Formação final dos clusters no algoritmo K-Means.
Fonte: adaptado de Han; Kamber; Pei (2012, p. 453)  

Esse passo pode ser realizado diversas vezes, pois é procurada a solução ótima com base na seleção inicial dos centróides. O algoritmo somente termina quando a iteração estiver estável e não houver mudanças. Ou seja, quando o cluster formado no atual passo for o mesmo do cluster do passo anterior (HAN; KAMBER; PEI, 2012, p. 452-453). A Figura 8 apresenta a formação final dos clusters.
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Figura 9 - Fórmula para calcular a soma dos erros quadrados.
Fonte: Barioni (2006, p. 36) 


Por fim, utiliza-se a fórmula da soma dos erros quadrados a fim de verificar a qualidade dos clusters formados. Essa fórmula é um comparativo entre as formações de clusters, podendo validar qual dos grupos de centróides iniciais termina com uma melhor formação de clusters. A fórmula é apresentada na Figura 9, onde é realizado o cálculo da distância euclidiana entre um objeto sj​ do cluster Ci com o centróide mi do cluster Ci, somando todos os valores para todos os clusters do conjunto de dados. O resultado final é a soma dos erros quadrados, representado por E.
Como é possível perceber, essas iterações aumentam conforme a quantidade de objetos dos dados, a quantia de atributos dos objetos e o número de clusters requeridos. É possível que seja resolvido em um curto tempo, porém depende da escolha inicial dos objetos para serem os centróides. Essa seleção é aleatória, o que pode ocasionar mudanças de uma escolha inicial para outros conjuntos de seleções iniciais. Por isso, é dito como um desafio computacional, uma vez que esse é um problema de complexidade de ordem exponencial (LINDEN, 2009, p. 19).
2.3 K-Medoids 
O algoritmo K-Means resolve os problemas de agrupamento, porém é frágil a outliers, o que pode acarretar em atribuições errôneas de objetos nos clusters, assim como distorcer os valores da distância média (HAN; KAMBER; PEI, 2012, p. 454). Para resolver esses problemas, surgiu o algoritmo K-Medoids, cuja técnica é baseada em selecionar objetos representativos pertencentes ao conjunto de dados. A escolha de um objeto representativo é feita para cada cluster possuir somente um.

Nas palavras de Barioni (2006, p. 37), o algoritmo K-Medoids tem por função detectar os agrupamentos não sobrepostos de modo que cada cluster possua um objeto representativo. Esse objeto é chamado de medóide, sendo ele o objeto de menor distância entre os demais objetos do cluster. Ou seja, os objetos de cada cluster são calculados a fim de que o medóide seja o objeto mais próximo possível de seu centro. 


Assim como o algoritmo K-Means, K-Medoids também é executado para maximizar a soma das similaridades entre o medóide de cada cluster e os demais objetos do cluster que ele representa. Porém, esse segundo algoritmo trabalha com base em selecionar o objeto mais central, experimentando todas as trocas possíveis de medóide para os objetos dentro do mesmo cluster. Com esses experimentos, pode haver uma troca entre os objetos e o recálculo de todo o cluster.
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Figura 10 - Conjunto de dados particionado conforme algoritmo K-Medoids.
Fonte: The MathWorks (2015b)  

A Figura 10 apresenta vários objetos e identifica que são dois clusters que devem ser particionados no conjunto de dados. Para o começo do algoritmo K-Medoids, são selecionados aleatoriamente dois objetos (no caso de dois clusters) para serem os medóides iniciais e os demais objetos são atribuídos aos clusters, cujo medóide eles possuem maior similaridade. Analisando a Figura 10, os objetos circulados são os medóides escolhidos, os objetos na cor azul possuem maior similaridade com o medóide azul e, portanto, pertencem ao mesmo cluster que esse medóide representa. Já os objetos na cor vermelha são mais similares ao medóide vermelho, logo são atribuídos ao mesmo cluster.
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Figura 11 - Fórmula do erro absoluto.
Fonte: Han; Kamber; Pei (2012, p. 453) 

Com os clusters agrupados, é calculada a distância total entre cada objeto e o medóide que representa seu cluster. A fórmula utilizada para esse cálculo é apresentada na Figura 11, onde é calculada a distância entre o objeto p do cluster Ci e o medóide oi do cluster Ci, somando todos esses resultados para o conjunto de dados. O objetivo dessa fórmula é retornar o erro absoluto E da formação dos clusters.

O erro absoluto é utilizado como critério de troca de medóide ou como sinal de término do algoritmo K-Medoids. Após a formação dos clusters e calculado o erro absoluto, esse erro é guardado e é selecionado um objeto para ser o novo medóide do cluster, a fim de validar se a substituição entre os objetos melhorará a qualidade do cluster. O cálculo do erro absoluto é refeito e, se o resultado da subtração entre ambos os erros absolutos for negativo, esse objeto deve ser o novo medóide para o cluster. Já se o resultado for positivo, o medóide é mantido o mesmo (BARIONI, 2006, p. 39-40).

Em caso de troca de medóide, os objetos são desvinculados dos clusters e são novamente atribuídos ao cluster cujo medóide possuem maior similaridade. Se não houver mais como melhorar a qualidade do cluster, isso quer dizer que o erro absoluto já está minimizado o máximo possível. Portanto, esse é o fim do algoritmo K-Medoids.
A principal diferença entre os algoritmos K-Means e K-Medoids é visível no momento em que são selecionados os objetos representativos dos clusters. Enquanto que o algoritmo K-Means trabalha com centróides, objetos temporários com as médias dos atributos do cluster, K-Medoids seleciona medóides, objetos para esses serem os medóides dos clusters. Ou seja, centróides são objetos inexistentes no conjunto de dados e medóides, objetos existentes no conjunto de dados.
2.4 K-Means x K-Medoids

A fim de facilitar o entendimento dos conceitos dos algoritmos K-Means e K-Medoids e de deixar clara a diferença entre eles, foi elaborado um exemplo. Considere um banco de dados de um ambiente com cinco pacientes e, cada paciente, com dois atributos: idade e nível de colesterol.
Tabela 1 - Dados referentes aos pacientes com os atributos idade e nível de colesterol

	Paciente
	Idade
	Colesterol (mg/dL)

	p1
	18
	181

	p2
	20
	178

	p3
	44
	196

	p4
	60
	250

	p5
	50
	202


Fonte: elaborado pelo autor
A Tabela 1 apresenta os cincos pacientes, onde, para cada paciente, é apontado seu respectivo nível de colesterol e sua respectiva idade. Para o início desse exemplo, supõe-se que é necessário dividir os cinco pacientes em dois clusters (grupos). Escolhe-se começar pelo algoritmo K-Means e averiguar como ele comporta-se ao processar esses dados.
Esse algoritmo inicia selecionando aleatoriamente dois pacientes para serem os centróides dos dois clusters. Nesse caso, são os pacientes p1 e p2 que formam os centróides c1 e c2, respectivamente. Portanto, c1 é um objeto temporário com 18 anos e 181 mg/dL e c2, um objeto temporário com 20 anos e 178 mg/dL. A primeira iteração do algoritmo começa ao utilizar a fórmula da distância entre o centróide c1 e cada um dos cinco pacientes e usá-la novamente entre o centróide c2 e cada um dos mesmos pacientes.
Tabela 2 – K-Means: Resultados da distância entre os centróides e os pacientes na primeira iteração

	
	c1
	c2

	p1
	0
	13

	p2
	13
	0

	p3
	901
	900

	p4
	6.525
	6.784

	p5
	1.465
	1.476


Fonte: elaborado pelo autor
A Tabela 2 apresenta os resultados calculados a partir da fórmula da distância entre objetos, considerando o centróide de cada coluna com o objeto de cada linha. Após descobertos os resultados, é feita a comparação para validar qual dos centróides o objeto possui maior similaridade. Como se pode ver, o paciente p4 possui maior similaridade com o centróide c1, uma vez que seu valor de distância é menor do que seu valor de distância com o centróide c2. 
A Tabela 2 destaca quais são os centróides que cada paciente possui maior similaridade, ou seja, após concluída a primeira iteração, um dos clusters possui os pacientes p1, p4 e p5, enquanto que o outro possui os pacientes p2 e p3. Com os clusters descobertos, é calculada uma média do atributo idade e uma média do atributo colesterol em cada um dos clusters e, a partir dessas médias, descobrem-se os novos centróides. No caso, o centróide c1 passa a ter 42,67 anos e 211 mg/dL e o centróide c2, 32 anos e 187 mg/dL.
Tabela 3 – K-Means: Resultados da distância entre os centróides e os pacientes na segunda iteração

	
	c1
	c2

	p1
	1.508,44
	232

	p2
	1.602,78
	225

	p3
	226,78
	225

	p4
	1.821
	4.753

	p5
	135
	549


Fonte: elaborado pelo autor
Novamente aplicados os cálculos da distância com os objetos e os dois centróides, tem-se os resultados apresentados na Tabela 3. A partir das novas médias dos centróides, é perceptível que houve mudanças na formação dos dois clusters. Na segunda iteração, o paciente p1 passa a ser atribuído para o cluster do centróide c2.
Após essa iteração, o centróide c1 possui os pacientes p4 e p5 em seu cluster. Já o centróide c2 tem os pacientes p1, p2 e p3 atribuídos ao seu cluster. Com os dois clusters montados e com mudança ocorrida entre a iteração anterior e a nova, são calculados novamente os atributos dos centróides com base na média dos clusters formados. O centróide c1 é calculado com 55 anos e 226 mg/dL e o c2, com 27,33 anos e 185 mg/dL.

Tabela 4 – K-Means: Resultados da distância entre os centróides e os pacientes na terceira iteração

	
	c1
	c2

	p1
	3.394,00
	103,11

	p2
	3.529,00
	102,78

	p3
	1.021
	398,78

	p4
	601
	5292,11

	p5
	601
	802,78


Fonte: elaborado pelo autor
A partir dos novos centróides, mais uma vez são feitos os cálculos das distâncias entre os objetos, como apresentado na Tabela 4. Porém, dessa vez, verifica-se que os clusters mantiveram-se com os mesmos objetos dos clusters montados na iteração anterior. Ou seja, não há mais como melhorar a solução em questão. Portanto, o algoritmo termina separando o primeiro cluster de pacientes com p4 e p5, e o segundo cluster com os pacientes p1, p2 e p3.
Um detalhe importante para a análise dos dados é referente ao paciente p3, pois, olhando seus dados, imagina-se que ele deveria fazer parte do mesmo cluster no qual estão os pacientes p4 e p5. Essa hipótese refere-se ao conferir que ele deveria possuir uma maior similaridade com esses dois pacientes do que com os pacientes do cluster para o qual ele foi atribuído. 

É essa a fraqueza que o algoritmo K-Means possui, pois, quando existem outliers, que são atributos com valores muito baixos ou muito altos, eles afetam os clusters formados. Ao analisar a Tabela 1, é possível verificar que o paciente p4 possui um alto nível de colesterol e esse pode ser o motivo para a distorção nas médias. Para evitar esses problemas, surge o algoritmo K-Medoids e é com ele que são apresentadas as iterações a seguir, utilizando os mesmos pacientes da Tabela 1 e buscando dividir esses pacientes em dois clusters. 
O algoritmo K-Medoids inicia definindo dois medóides aleatoriamente. No caso, para validar ambos os algoritmos, utiliza-se o mesmo começo do K-Means. Ou seja, selecionam-se os pacientes p1 e p2 como sendo os medóides m1 e m2 para a divisão em dois clusters. A partir dessa configuração inicial, é feito o cálculo da distância entre todos os pacientes com o medóide m1 e também é realizado o mesmo cálculo da distância entre esses pacientes e o medóide m2. O medóide, para o qual o paciente possuir um menor valor, sinaliza para qual cluster esse paciente é atribuído.
Tabela 5 – K-Medoids: Resultados da distância entre os medóides e os pacientes na primeira iteração

	
	m1
	m2

	p1 (m1)
	0
	5

	p2 (m2)
	5
	0

	p3
	41
	42

	p4
	111
	112

	p5
	53
	54


Fonte: elaborado pelo autor
A Tabela 5 apresenta os resultados depois de realizados os cálculos das distâncias com os dois medóides. Destaca-se o medóide para o qual o paciente possui maior similaridade, ou seja, é para o mesmo cluster do medóide em questão que o paciente é atribuído. Para a primeira iteração, o cluster montado do medóide m1 é com os pacientes p3, p4 e p5, além do próprio paciente p1. E o cluster do medóide m2 possui somente ele, ou seja, o paciente p2.
Após a atribuição dos pacientes aos clusters, é calculado o erro absoluto de acordo com a distribuição dos pacientes entre os dois clusters. O principal objetivo é ter uma base a fim de utilizá-la para comparar possíveis trocas de medóides, sendo possível conferir se a troca confirma-se como uma melhor solução ou não. Nesse caso, quanto menor for o valor do erro absoluto, melhor é a qualidade do cluster. Portanto são somados os resultados da distância entre p1 e m1, p3 e m1, p4 e m1, p5 e m1 e p2 e m2, o que resulta no erro absoluto de 205.

Com o erro absoluto calculado, é possível começar a realizar as comparações e verificar se existe alguma troca que resulta em uma qualidade superior. As mudanças referem-se a trocar o medóide, que representa aquele cluster, por outro objeto do mesmo cluster. Para essa troca, são refeitas as distâncias dentro do mesmo cluster e, se o erro absoluto for minimizado, é efetivada a troca do medóide. 
Tabela 6 – K-Medoids: Troca da representação do medóide m1 como sendo o paciente p3

	
	m1

	p1
	41

	p3 (m1)
	0

	p4
	70

	p5
	12


 Fonte: elaborado pelo autor
A Tabela 6 apresenta os resultados dos cálculos entre os objetos e o medóide m1, em caso de trocar o medóide m1 de paciente p1 para paciente p3. Novamente, são somadas as distâncias p1 e m1, p3 e m1, p4 e m1, p5 e m1 e p2 e m2 a fim de calcular o erro absoluto. No caso, o novo erro absoluto é 123. Como o novo erro absoluto é menor do que o erro absoluto encontrado anteriormente, é confirmada a troca do paciente p1 para o paciente p3. A segunda iteração do algoritmo K-Medoids começa com o medóide m1 referindo-se ao paciente p3 e o medóide m2, ao paciente p2. 
Tabela 7 – K-Medoids: Resultados da distância entre os medóides e os pacientes na segunda iteração

	
	m1
	m2

	p1
	41
	5

	p2 (m2)
	42
	0

	p3 (m1)
	0
	42

	p4
	70
	112

	p5
	12
	54


 Fonte: elaborado pelo autor
Na Tabela 7, são apresentados os resultados dos cálculos de distância entre os objetos e os dois medóides selecionados na iteração anterior. Com o medóide m1, os pacientes mais semelhantes a ele são p4 e p5, além do próprio paciente p3. Já o paciente p1 passou a ter mais similaridade com o medóide m2, que é o paciente p2. Essas são as divisões dos objetos entre os clusters, que resultou das comparações de similaridade entre os objetos e os medóides, cujo erro absoluto é 87.
Tabela 8 – K-Medoids: Troca da representação do medóide m1 como sendo o paciente p4

	
	m1

	p1
	41

	p3 (m1)
	0

	p4
	70

	p5
	12


 Fonte: elaborado pelo autor
A Tabela 8 apresenta a troca do paciente p3 para o paciente p4 na representação do medóide m1. Calcula-se novamente o erro absoluto com as distâncias do cluster do medóide m2 mais as distâncias do cluster do novo medóide m1. O erro absoluto é 133. Repara-se que o novo erro absoluto é maior do que o erro absoluto anterior, ou seja, o paciente p4 tornaria o cluster com qualidade inferior se fosse o medóide m1. 
Tabela 9 – K-Medoids: Troca da representação do medóide m1 como sendo o paciente p5

	
	m1

	p3
	12

	p4
	58

	p5 (m1)
	0


 Fonte: elaborado pelo autor
Com a piora de qualidade ao trocar o medóide m1 para o paciente p4, tenta-se trocá-lo para o paciente p5, a fim de verificar se esse melhora a qualidade do cluster. Após realizados os cálculos das distâncias ao novo medóide m1, onde é possível vê-los na Tabela 9, calcula-se o erro absoluto. Essa substituição aponta para um erro absoluto de 75, ou seja, um número menor ao erro absoluto quando o medóide m1 é o paciente p3. Portanto, o novo medóide m1 é o paciente p5, enquanto que o medóide m2 permanece como paciente p2. 
Tabela 10 – K-Medoids: Resultados da distância entre os medóides e os pacientes na terceira iteração

	
	m1
	m2

	p1
	53
	5

	p2 (m2)
	54
	0

	p3
	12
	42

	p4
	58
	112

	p5 (m1)
	0
	54


 Fonte: elaborado pelo autor
A Tabela 10 apresenta os resultados das distâncias com os medóides selecionados na iteração anterior. Com base no medóide m1, o paciente p5, os pacientes p3 e p4 possuem maior similaridade. Esses pacientes formam o cluster do medóide m1. Já o cluster do medóide m2 é formado pelos pacientes p1 e p2, sendo que esse segundo paciente é o objeto representativo. Com essa formação, o erro absoluto calculado é 75. 
Tabela 11 – K-Medoids: Troca da representação do medóide m2 como sendo o paciente p1

	
	m2

	p1 (m2)
	0

	p2
	5


 Fonte: elaborado pelo autor
Como já foram realizadas todas as trocas possíveis para o cluster do medóide m1, não há mais como melhorar a qualidade do cluster trocando o medóide m1. Logo, parte-se para trocar o medóide m2 de paciente p2 para paciente p1. E são os cálculos da distância dos pacientes ao novo medóide m2 que a Tabela 11 apresenta. Ao calcular o erro absoluto, percebe-se que esse é 75, ou seja, mesmo erro absoluto que apresentado anteriormente. Isso mostra que, a troca do medóide m2 para o paciente p1, não afeta na qualidade do cluster, podendo deixar o paciente p2 como medóide m2.
E esse é o fim do algoritmo K-Medoids, uma vez que não há mais como realizar trocas que melhorem a qualidade da divisão dos clusters. Portanto, o algoritmo K-Medoids dividiu os pacientes entre o grupo p1 e p2 e o grupo p3, p4 e p5. Esse é o resultado final do algoritmo.
Tabela 12 – Divisão final dos grupos ao executar K-Means e K-Medoids

	
	Cluster 1
	Cluster 2

	K-Means
	p1, p2 e p3
	p4 e p5

	K-Medoids
	p1 e p2
	p3, p4 e p5


 Fonte: elaborado pelo autor
Ao comparar a divisão de grupos do algoritmo K-Means com a divisão de grupos do algoritmo K-Medoids, percebe-se que os grupos finais são diferentes. Como apresentado na Tabela 12, enquanto o algoritmo K-Means apresentou um dos grupos com os pacientes p1, p2 e p3 e o outro grupo com os pacientes p4 e p5, o algoritmo K-Medoids apresentou um dos grupos com os pacientes p1 e p2 e o outro grupo com os pacientes p3, p4 e p5. No caso, o paciente p3 pode pertencer a um grupo diferente dependendo do algoritmo processado.
Essa mudança ocorre pela forma como ambos os algoritmos trabalham e por haver outliers em algum dos atributos dos objetos. Como é o caso do paciente p4, o qual possui um nível de colesterol muito alto em relação aos demais, o que distorce a média dos centróides do algoritmo K-Means. Já o algoritmo K-Medoids não sofre com outliers, pois fixa o medóide no objeto mais ao centro do cluster, calculando a similaridade entre ele e os demais objetos.
2 Trabalhos Relacionados 
Como este trabalho tem o objetivo de construir algoritmos sequenciais de clustering e convertê-los em algoritmos paralelos para serem executados em MapReduce, realizou-se uma pesquisa bibliográfica sobre trabalhos relacionados a esse tema para auxiliar na compreensão dos conceitos envolvidos. Foram encontrados dois artigos que relacionam MapReduce com algoritmos de clustering:  um exemplo de algoritmo paralelo usando como base o algoritmo K-Means, cujo nome é PKMeans; e um outro exemplo de algoritmo paralelo com o algoritmo K-Medoids: HK-Medoids.
2.1 Parallel K-Means Clustering Based on MapReduce

No funcionamento do algoritmo K-Means, dois procedimentos repetem-se a cada iteração: atribuição dos objetos aos clusters e cálculo do novo centróide. Esses procedimentos podem ocorrer paralelamente, uma vez que há partes que não interferem umas nas outras. Como documentado no artigo escrito por Zhao (ZHAO; MA; HE, 2009) e em seu experimento, é apresentada a construção de um algoritmo paralelo para o K-Means.
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Figura 12 - Esquema apresentando o funcionamento do algoritmo PKMeans.
Fonte: Kumar; Fukumoto; Ozizuka (2012, p. 52)  

A Figura 12 apresenta o funcionamento do algoritmo PKMeans no modelo de programação MapReduce, onde se têm os dados de entrada, a configuração inicial, as funções map e reduce e os conjuntos finais com os centróides. Vê-se que o fluxo pode ser alimentado por ele mesmo, uma vez que, se houver mudanças entre os centróides atuais e os anteriores, esses dados de entrada são enviados novamente para a função map.

A ideia principal do funcionamento entre os algoritmos K-Means e PKMeans é a mesma, com exceção de que o primeiro é executado sequencialmente e o segundo, paralelamente. O cálculo da média, a busca pelos centróides, o recálculo das distâncias entre os objetos e as demais particularidades do algoritmo K-Means mantiveram-se. Ou seja, PKMeans segue a mesma linha do K-Means, porém encaixando as iterações dentro das funções map e reduce. 

O algoritmo PKMeans inicia ao armazenar o conjunto de dados de entrada no HDFS, como uma sequência de pares no formato chave-valor, no qual cada par representa um registro no conjunto de dados. A chave é a posição inicial desse arquivo de registros e o valor é uma instância na qual existe um objeto com todas suas características. Ainda na etapa de configuração, já são selecionados aleatoriamente os centróides e esses são gravados em uma variável global.

A função map do algoritmo mapeia todos os registros do conjunto de dados existente no HDFS, que são os objetos para serem analisados. Com base nos atributos de cada objeto, calcula a distância entre esse objeto e todos os centróides, a fim de descobrir com qual centróide possui maior similaridade. Isso é feito em todos os nodos do cluster, que estão encarregados de executar a tarefa map. Como saída da função, são retornados novos pares de chave-valor, onde a chave é o índice de um centróide e o valor é um objeto que possui maior similaridade com o centróide do índice da chave.
Antes de iniciar a função reduce, é realizada a função combine, cujos dados de entrada são os pares intermediários de chave-valor criados na função map. Ela serve para baixar o custo de comunicação pela rede, uma vez que é aplicada localmente no nodo. Essa função soma os atributos dos objetos que pertencem ao mesmo cluster, como forma de já calcular os atributos do novo centróide. A função combine tem como saída novos pares de chave-valor, onde a chave continua sendo o índice do centróide, porém o valor passa a ser uma lista com a soma de cada atributo dos objetos do mesmo cluster do centróide da chave concatenado com o número total de objetos do cluster em questão. 

A função reduce recebe esses pares intermediários de chave-valor e tem como objetivo calcular o novo centróide de cada cluster. Para cada chave diferente, são somadas as somas por atributo existentes no valor dos pares intermediários e esse resultado é dividido pelo número total de objetos. Isso serve para calcular a média de cada atributo para o novo centróide, uma vez que seus atributos são a média de cada atributo dos objetos do mesmo cluster. As saídas dessa função são pares de chave-valor, onde a chave é o índice do novo centróide e o valor é o objeto selecionado como centróide.

Após o fim da função reduce, são comparados os centróides da iteração atual com os centróides criados na iteração anterior. Caso essa lista possua diferença, os novos centróides são enviados como entrada para iniciar novamente a função map. Porém, se os centróides são iguais, significa que é o fim do algoritmo PKMeans. São gravados os conjuntos contendo os centróides finais para o usuário, no HDFS.
A fim de avaliar o algoritmo PKMeans, foi utilizada a métrica Speedup. “Speedup é o mais básico dos parâmetros em sistemas de multiprocessamento e mostra quanto um algoritmo paralelo é mais rápido do que um algoritmo sequencial” (BORISENKO, 2015, p. 1, tradução nossa). Em outras palavras, essa métrica refere-se a executar um algoritmo no mesmo conjunto de dados e adicionando mais nodos, a fim de verificar a aceleração provocada pelo novo nodo. Existem quatro diferentes tipos de Speedup: linear, sublinear, superlinear e slowdown.
Um Speedup linear refere-se a aumentar o desempenho linearmente ao número de nodos adicionados. Um Speedup sublinear é quando o desempenho cresce menos a cada nodo incluído. O Speedup do tipo superlinear é um aumento de desempenho superior ao acréscimo de nodos. Por fim, um Speedup slowdown ocorre quando o desempenho decresce ao adicionar novos nodos, possivelmente por conta de interferências (TANIAR et al, 2008, p. 7-11). 
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Figura 13 - Avaliação de Speedup do algoritmo PKMeans.
Fonte: Zhao; Ma; He (2009, p. 678)  

Com base na métrica Speedup, os experimentos do algoritmo PKMeans possuem variação de um a quatro nodos e aumento constante nos dados de 1 GB para 8 GBs. Na Figura 13, é possível identificar que, quanto maior for o conjunto de dados utilizado, maior é o Speedup. Ou seja, melhor é a aceleração do tempo de execução com maiores quantidades de dados. Portanto, o algoritmo PKMeans pode ser executado eficientemente em grandes conjuntos de dados.
2.2 Parallel K-Medoids Clustering Algorithm Based on Hadoop

O algoritmo K-Medoids possui grande eficiência ao particionar clusters em pequenos conjuntos de dados. Porém, quando ele precisa ser executado em cima de dados massivos, há uma grande exigência por tempo de processamento (TOITO, 2013, p. 95). Como é possível perceber, as iterações repetem-se e os passos com mais custos são a atribuição dos objetos aos respectivos clusters e o cálculo do novo medóide. Ambas as partes podem ser executadas paralelamente em diferentes nodos, o que pode melhorar o desempenho do algoritmo.
A partir dessas observações nas iterações e desse levantamento bibliográfico, também foi encontrado o artigo científico escrito por Jiang (JIANG; ZHANG, 2013). Nesse documento, ele explica o funcionamento de uma solução paralela para K-Medoids e realiza experimentos para comprovar a eficiência desse algoritmo em um ambiente Big Data. O algoritmo proposto pelos autores é chamado HK-Medoids, cuja execução é realizada em um cluster com Apache Hadoop.

Seguindo o modelo de programação MapReduce, o algoritmo HK-Medoids é implementado com as funções map e reduce, além do acréscimo da função combine. A ideia do algoritmo é ter os objetos armazenados em um arquivo no HDFS. Também se tem os medóides iniciais guardados em outro arquivo. Na Figura 14, é possível verificar o esquema de funcionamento do algoritmo HK-Medoids, apresentando as funções map e combine nos mesmos nodos e a função reduce em outros nodos.
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Figura 14 - Esquema apresentando o funcionamento do algoritmo HK-Medoids.
Fonte: Elaborado pelo autor

Para executar o algoritmo HK-Medoids, é necessária uma configuração inicial gravada no HDFS. Nessa configuração, devem existir os objetos do conjunto de dados e os medóides iniciais pré-selecionados. A partir disso, o algoritmo decreta seu início ao dividir os objetos do conjunto de dados entre os nodos para realizar a tarefa map.


A função map de cada nodo recebe como entrada uma parte dos objetos do conjunto de dados e uma lista contendo o índice dos medóides iniciais. Para cada objeto, a função map compara sua distância euclidiana em relação a todos os medóides, buscando o índice do medóide que o objeto em questão possui maior similaridade. Ao descobri-lo, é construído o par intermediário de chave-valor. E o mesmo é feito para os demais objetos do nodo e, paralelamente, para todos os objetos dos demais nodos que devem executar a função map. 

Ainda nos mesmos nodos que executaram a tarefa map, é feita a chamada à função combine, cujas entradas são os pares intermediários criados na função anterior. É essa a função responsável por calcular o medóide intermediário a partir dos objetos existentes no nodo. É intermediário, pois ainda não se têm todos os demais objetos, esses que estão espalhados em outros nodos. 

Esses novos pares intermediários são transferidos a outros nodos, os quais estão aguardando para iniciar a tarefa reduce com base nos pares criados na tarefa combine. A função reduce realiza novamente o agrupamento dos objetos, a fim de calcular o medóide final para cada cluster. Após o término da função reduce, os pares podem ser processados na função map ou podem ser gravados no HDFS como resultado final.


Essa decisão depende da comparação entre os novos medóides e os velhos. Caso tenha algum medóide que seja diferente, são feitas novamente as iterações, passando entre as funções map, combine e reduce. Se todos os medóides forem iguais, os clusters e os medóides finais são gravados no HDFS e liberados para o usuário utilizá-los.
[image: image15.wmf] 


Figura 15 - Avaliação de Speedup do algoritmo HK-Medoids.
Fonte: Jiang; Zhang (2014, p. 652)

O algoritmo HK-Medoids é testado e avaliado com base na análise de Speedup. O algoritmo paralelo de K-Medoids possui um melhor desempenho ao ser executado em grandes conjuntos de dados. Os resultados apresentados abaixo são do artigo de Jiang (JIANG; ZHANG, 2014). A fim de testar o Speedup de HK-Medoids, são utilizadas três amostras diferentes. 

A primeira amostra utiliza um tamanho de arquivo de 9,3 MBs, 20.000 registros e um nodo para a tarefa map. A segunda utiliza 46,5 MBs, 100.000 registros e três nodos para a tarefa map. Já a terceira amostra possui 232 MBs, 500.000 registros e quinze nodos para a tarefa map. A Figura 15 é uma média de 10 repetições realizadas para cada amostra.

Como apresentado na Figura 15, a aceleração do algoritmo HK-Medoids aumenta em relação ao acréscimo do número de nodos. A taxa de crescimento do Speedup diminui devido ao aumento na comunicação entre os nodos. Quando são utilizados pequenos conjuntos de dados, HK-Medoids alcança o gargalo facilmente. Já quando é executado em um ambiente de Big Data, o algoritmo consegue obter um Speedup linear.
2.3 K-Means e K-Medoids x PKMeans e HK-Medoids

Os algoritmos K-Means e K-Medoids trabalham com iterações que podem repetir-se uma ou diversas vezes. Cada iteração possui duas fases diferentes. A primeira fase compara todos os objetos do conjunto de dados com todos os objetos representativos selecionados para a atual iteração, a fim de atribuir esses objetos aos seus respectivos clusters. A segunda fase calcula o novo objeto representativo de cada cluster. Essas duas fases completam uma iteração, a qual se torna mais lenta para cada objeto incluído, para cada atributo adicionado e/ou para uma maior quantidade de clusters para o particionamento.


Ao analisar as fases de cada iteração, percebeu-se que os objetos não dependem entre si na totalidade dos objetos do conjunto de dados. Com base nisso, surgiram os algoritmos PKMeans e HK-Medoids, os quais realizam cada uma das fases paralelamente. Ou seja, dividem os objetos do conjunto de dados entre diversos nodos para esses executarem as tarefas map e, após a conclusão dessa tarefa, transferem os dados para outros nodos executarem as tarefas reduce.


Baseando-se nas implementações citadas acima, este trabalho teve como objetivo construir os algoritmos K-Means e K-Medoids, a fim de utilizá-los para convertê-los em dois novos algoritmos: um algoritmo paralelo para K-Means e um algoritmo paralelo para K-Medoids. Ambos os algoritmos paralelos utilizaram o modelo de programação MapReduce em um cluster que execute a implementação Apache Hadoop. 


Após a construção dos algoritmos, este trabalho realizou diversas comparações entre o tempo de processamento dos algoritmos sequenciais e o tempo de processamento de seus similares em paralelo. Os tempos de processamento foram guardados em logs com o horário de início e de fim para cada execução do algoritmo, onde ainda houve a variação no número de nodos nos algoritmos paralelos.

Com os tempos de execuções coletados, tabulados e comparados, este trabalho ainda analisou-os e investigou a hipótese de que algoritmos sequenciais podem ser convertidos para algoritmos paralelos com o objetivo de melhorar o tempo de execução deles. Além disso, este trabalho verificou a eficiência e a facilidade do modelo de programação MapReduce e da implementação Apache Hadoop para a execução dos algoritmos paralelos.

3 ALGORITMOS DESENVOLVIDOS


Este parágrafo relata a forma como os algoritmos foram projetados e implementados. Também descreve o ambiente de desenvolvimento, a forma utilizada para converter os algoritmos sequenciais para os paralelos e mais algumas características dos algoritmos. Após os comentários iniciais, são apresentadas as suas funcionalidades, separando-as por algoritmo e apontando as diferenças.

Com base no conteúdo investigado, estudado e desenvolvido nos parágrafos acima e nos trabalhos relacionados apresentados anteriormente, foram construídos fluxogramas (ver Figuras 16, 17, 18 e 19) para os algoritmos K-Means e K-Medoids. A fim de facilitar as suas implementações e testes, foi preferido trabalhar com um ambiente de desenvolvimento. A opção escolhida foi o Eclipse (THE ECLIPSE FOUNDATION, 2015).

Optou-se por desenvolver primeiramente os algoritmos sequenciais de K-Means e K-Medoids por serem mais usuais, o que facilitou a lógica para suas implementações. Com isso, foi possível colocar em prática o conceito de agrupamento, saindo da teoria para a prática, e entendendo melhor o funcionamento de cada um dos algoritmos. Dessa forma, com a experiência adquirida, os algoritmos paralelos foram projetados e construídos mais facilmente.


A fim de alcançar a mesma funcionalidade, os algoritmos paralelos foram divididos em diferentes etapas. Essas etapas foram baseadas nas principais funções dos algoritmos sequenciais e encaixaram-se dentro das funções map e reduce. O agrupamento dos objetos foi implementado na função map, enquanto que o cálculo dos objetos representativos foi realizado durante a função reduce.

Como apresentado na Figura 16, o algoritmo sequencial K-Means começa varrendo todos os objetos existentes no conjunto de dados e selecionando os centróides iniciais. Essa escolha é aleatória e a quantidade de objetos selecionados é referente à quantidade de grupos em que o conjunto de dados deve ser particionado. Portanto, os centróides iniciais são diferentes em cada nova execução.

3.1 K-Means Sequencial
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Figura 16 – Funcionamento do algoritmo sequencial K-Means.
Fonte: Elaborado pelo autor

Depois de selecionados os centróides, todos os objetos são novamente varridos. Cada objeto é comparado com todos os centróides da lista atual de centróides e é obtida a distância euclidiana entre ele e cada um dos centróides. Então, o objeto é agrupado ao centróide cuja distância euclidiana é a menor entre todas as calculadas. E essa etapa é realizada para todos os objetos e, no final, todos os objetos ficam separados em diferentes grupos de acordo com o centróide mais próximo.


A etapa seguinte varre todos os diferentes grupos de objetos particionados anteriormente, um grupo por vez. São somados todos os atributos iguais de cada objeto e feita a divisão dessa soma pela quantidade de objetos existentes no grupo. Ou seja, é calculada a média de cada atributo no grupo de objetos. Com isso, tem-se o novo centróide daquele grupo. Essa etapa é realizada em todos os grupos de objetos e, no final, são calculados os novos centróides.

A lista de novos centróides é comparada com a lista dos centróides anteriores. Se todos os novos centróides existirem na lista dos centróides anteriores, o algoritmo é encerrado. Porém, se existir um centróide diferente, o algoritmo passa para a iteração seguinte.  

A iteração seguinte volta ao passo em que os objetos são agrupados de acordo com o centróide mais próximo. A diferença é que, ao invés de selecionar os centróides aleatoriamente, os centróides utilizados são os centróides que foram recentemente calculados. E o algoritmo continua sendo executado até que não haja nenhuma mudança nos centróides calculados na atual iteração comparados com a iteração anterior.


É importante destacar uma técnica de normalização utilizada pelo autor na implementação do algoritmo K-Means. Essa técnica foi baseada no autor Baranauskas (2011) e foi utilizada para calcular a distância euclidiana entre o objeto e o centróide mais próximo dele. 

Antes de calcular a distância euclidiana entre o objeto e o centróide, a técnica de normalização utilizada consiste em dividir o atual atributo pela variação do menor valor ao maior valor existente em todos os objetos do conjunto de dados. Portanto, a partir dessa normalização, tem-se um valor com mesmo peso para todos os atributos, não permitindo que um atributo influencie mais do que o outro para calcular a distância euclidiana.
3.2 K-Medoids Sequencial
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Figura 17 – Funcionamento do algoritmo sequencial K-Medoids.
Fonte: Elaborado pelo autor

A Figura 17 apresenta um fluxograma de como o algoritmo K-Medoids, que foi implementado pelo autor, comporta-se sequencialmente. Ele inicia selecionando aleatoriamente objetos para serem os medóides iniciais. A quantidade de medóides escolhidos é referente ao número de grupos em que os objetos devem ser particionados.

Com os medóides selecionados, são varridos todos os objetos do conjunto de dados e realizados cálculos entre cada objeto e essa lista de medóides. Os cálculos consistem em encontrar a distância entre o objeto e cada um dos medóides, sendo que o objeto é agrupado ao medóide cuja distância calculada seja a menor entre todas. O mesmo é realizado para todos os objetos, até que todos os objetos estejam agrupados a um medóide.

Depois de agrupar todos os objetos a um medóide, é iniciada a etapa de selecionar os novos medóides. Para cada grupo de objetos de um medóide, é calculado o erro absoluto (HAN; KAMBER; PEI, 2012, p. 455) do atual medóide. Com o erro absoluto calculado, são varridos os objetos agrupados a esse medóide e utilizado um dos objetos para calcular seu erro absoluto como se fosse o novo medóide. 


Se esse novo erro absoluto calculado for menor do que o erro absoluto do atual medóide, esse objeto é selecionado como o novo medóide e o algoritmo passa para a próxima lista de objetos de outro medóide. Porém, se o erro absoluto do objeto for maior do que o erro absoluto do atual medóide, é pulado para o próximo objeto e calculado o seu erro absoluto. A comparação continua até que algum objeto possua um erro absoluto menor do que o do atual medóide ou até que todos os objetos sejam varridos. Nesse segundo caso, o atual medóide é escolhido como o novo medóide.

A etapa de calcular o medóide é feita para todos os grupos de objetos para todos os medóides em que eles foram agrupados. Na conclusão dessa etapa, são comparados os novos medóides com os medóides anteriores. Caso todos os medóides selecionados sejam iguais, o algoritmo é encerrado. Caso haja algum medóide diferente, esses novos medóides são utilizados para o algoritmo voltar à etapa de agrupar os objetos aos medóides.


Portanto, o K-Medoids é um algoritmo com diversas iterações, sendo executado até que todos os medóides de certa iteração sejam iguais aos medóides da iteração anterior. Igualmente ao algoritmo K-Means, foi utilizada a normalização citada anteriormente.

3.3 K-Means Paralelo
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Figura 18 – Funcionamento do algoritmo paralelo K-Means.
Fonte: Elaborado pelo autor

Na Figura 18, é apresentado o fluxograma do algoritmo paralelo K-Means. Como é possível perceber ao compará-lo com o algoritmo sequencial K-Means na Figura 16, seus funcionamentos são semelhantes. Suas funções de agrupar os objetos ao centróide mais próximo e de calcular os novos centróides são iguais, a diferença é a forma com que realizam essas etapas.

Inicialmente, foram criadas três pastas no HDFS: uma de entrada, uma de saída e uma auxiliar. Na pasta de entrada, foi gravado o conjunto de dados, no qual estavam os objetos com os atributos. Na pasta de saída, não foi gravado nada, pois ela serve para o algoritmo gravar os centróides finais após seu término. Já a pasta auxiliar é utilizada para que o algoritmo grave um arquivo com os centróides iniciais de cada iteração e a lista com a variação de cada atributo.


Igualmente ao seu similar sequencial, o paralelo K-Means começa escolhendo aleatoriamente os centróides iniciais. Eles são gravados em um arquivo no HDFS, e o local é passado na configuração da aplicação para que todos os cores possam encontrá-los. O job do MapReduce é configurado com os caminhos de entrada, auxiliar e de saída, a classe para executar a função map e a classe para executar a função reduce. Após concluída a configuração, o job está pronto para iniciar as funções map e reduce. Percebe-se que não foi implementada a classe para executar a função combine, portanto, ela não foi utilizada para este algoritmo.

A classe configurada para executar a função map é carregada ao ler o local dos centróides no HDFS e guardá-los. A função map recebe os parâmetros de um inteiro zerado como chave e um texto de atributos como valor. O texto de atributos é transformado em um objeto e, com esse objeto, é calculada a distância euclidiana entre ele e os centróides guardados anteriormente. A saída da função map é o centróide mais próximo como chave e o objeto em questão como valor.


A classe configurada para executar a função reduce recebe os parâmetros de saída da função map agrupados, ou seja, recebe um centróide como chave e uma lista com todos os objetos mais próximos daquele centróide. A função reduce varre a lista de objetos e soma cada atributo de todos os objetos, além da quantidade de objetos da lista. Com isso, calcula o novo centróide. A saída da função reduce é o novo centróide como chave e um texto vazio como saída, portanto, a função reduce grava todos os centróides na saída configurada, um por um.

Igualmente ao K-Means sequencial, o algoritmo paralelo K-Means continua executando as iterações até que os centróides da iteração atual sejam iguais aos centróides da iteração anterior. Lembrando que, também da mesma forma como o K-Means sequencial, o seu similar paralelo foi implementado para utilizar a normalização citada anteriormente. A diferença é que a variação dos atributos é armazenada no HDFS e configurada para que os cores leiam-na antes de começar a função map.
3.4 K-Medoids Paralelo
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Figura 19 – Funcionamento do algoritmo paralelo K-Medoids.
Fonte: Elaborado pelo autor

A Figura 19 apresenta o fluxograma de funcionamento do algoritmo paralelo K-Medoids, o qual surgiu a partir do algoritmo sequencial K-Medoids, como pode ser visto ao comparar a Figura 19 com a Figura 17. 

O algoritmo paralelo K-Medoids precisa de três locais no HDFS para poder ser executado. Um deles é um caminho de entrada, em que deve estar o conjunto de dados. O outro é o caminho de saída, no qual é gravada a saída final da execução do algoritmo. E, por fim, um caminho auxiliar para que sejam gravados os medóides e a lista de variação de cada atributo. 


Esses caminhos são configurados no job da aplicação, juntamente com a classe para executar a função map e a classe para executar a função reduce. Nota-se que não foi configurada uma classe para executar a função combine, pois ela não foi utilizada neste algoritmo. Enfim, o algoritmo paralelo K-Medoids está configurado para iniciar o job de MapReduce.

A classe, a qual executa a função map, é iniciada lendo os medóides gravados no HDFS e guardando-os. Após a inicialização, é executada a função map, a qual recebe como parâmetros de entrada um número inteiro como chave e o medóide inicial como valor. A função map calcula a distância entre o objeto lido e cada um dos medóides armazenados anteriormente. O medóide com a menor distância entre ele e o objeto é gravado como chave na saída da função map, juntamente com o objeto atual, o qual é gravado como valor.

A função reduce recebe os parâmetros de saída da função map já agrupados pela chave, ou seja, a função reduce recebe o medóide como chave e uma lista de todos os objetos mais próximo dele como valor. Nessa função, é calculado o erro absoluto do medóide de acordo com a lista de objetos. Após isso, são varridos os objetos dessa lista um por um, onde é calculado o erro absoluto de cada objeto. O primeiro objeto, o qual deve possuir um erro absoluto menor do que o erro absoluto do medóide atual, é gravado como chave na saída da função reduce. O valor dessa chave é um texto vazio.


Igualmente ao seu similar sequencial, o paralelo K-Medoids somente para a execução após encontrar uma lista de medóides na iteração atual que seja igual à lista de medóides da iteração anterior. Nota-se que foi utilizada a normalização citada anteriormente para calcular a distância ao agrupar os objetos aos medóides. Essa normalização refere-se a obter a variação de cada atributo dos objetos e gravá-los no HDFS, onde serão lidos na execução da tarefa de map.
4 experimentos


Com os algoritmos implementados, iniciou-se a fase dos experimentos. Este capítulo começa identificando o laboratório utilizado, os conjuntos de testes investigados e mais algumas características específicas dos experimentos. Após essas citações, são apontados os tempos de execução dos experimentos. Junto com os tempos, são feitas análises com base neles, nos conjuntos de dados, no número de grupos particionados os objetos e nos algoritmos em si.
4.1 METODOLOGIA DOS EXPERIMENTOS
4.1.1 Realização dos Experimentos

Os experimentos foram analisados a partir da média dos tempos de dez execuções coletadas para cada um dos algoritmos. A coleta dos algoritmos ocorreu ao guardar o horário em que o algoritmo foi executado e subtraindo-o pela diferença do horário em que o mesmo encerrou. Esse processo repetiu-se dez vezes, o que permitiu calcular a média do tempo de execução e tornou a obtenção de resultados mais exatos e confiáveis.

Os quatro algoritmos, ou seja, os dois sequenciais e os dois paralelos foram executados e tiveram seus tempos de execução coletados de formas semelhantes. A coleta dos algoritmos sequenciais foi extraída ao calcular o tempo de execução antes da primeira iteração e após a conclusão da última iteração. A coleta dos algoritmos paralelos foi extraída guardando o tempo de execução das tarefas de map e somando-o com o tempo de execução das tarefas de reduce. 

Após as coletas, os resultados das médias foram avaliados com determinadas técnicas, como speedup e o tempo de execução. Além das verificações e análises, também foram construídos gráficos para auxiliar na apresentação dos resultados encontrados.

A quantidade de testes realizados foi proporcional ao número de algoritmos. Essa quantidade também foi influenciada pelas distintas características, as quais são explicadas mais abaixo. Para cada característica diferente, foi necessário executar um teste diferente, o que também tornou o aumento da quantidade de testes proporcional ao número de características.
4.1.2 Conjuntos de Dados

Para realizar os testes, foram escolhidos dois conjuntos de dados específicos para a técnica de agrupamento. Portanto, ambos os conjuntos possuem uma lista de objetos onde cada objeto possui uma quantidade de atributos. Esses atributos são somente numéricos, não havendo nenhum atributo categórico nos conjuntos de dados.


Com o objetivo de diversificar os testes, foram escolhidos conjuntos de dados com características distintas. Um deles possui uma grande quantidade de objetos, porém com poucos atributos por objeto. Já o outro possui uma quantidade menor de objetos, mas diversos atributos por cada objeto.

Com base nessas características, foram analisados diversos conjuntos de dados. Com eles, foram feitos testes nos algoritmos sequenciais, a fim de verificar sua viabilidade. Inicialmente, começou-se com conjuntos de dados muito grandes, porém foi percebido que não possível testá-los em um tempo apto. Suas quantidades de objetos e seus atributos por objeto foram diminuindo, até que foram encontrados conjuntos de dados com tempos de execução viáveis nos algoritmos sequenciais.


Por fim, decidiu-se selecionar os dois seguintes conjuntos de dados: Madelon Data Set (UCI MACHINE LEARNING REPOSITORY, 2015b) e MAGIC Gamma Telescope Data Set (UCI MACHINE LEARNING REPOSITORY, 2015c). Ambos os conjuntos de dados foram encontrados no UCI Machine Learning Repository (2015a), o qual é um site que disponibiliza conjuntos de dados para diversos testes, como o caso de agrupamento.


O primeiro é um conjunto de dados construído artificialmente, o qual foi utilizado em concursos de redes neurais. Seus dados são pontos divididos em 32 grupos, os quais estão localizados em vértices de um hipercubo com cinco dimensões. Esse conjunto de dados possui 4.400 objetos, onde cada objeto possui 500 atributos.


Como o objetivo é comparar um conjunto de dados com mais objetos e outro com menos objetos, foi investigado um com características distintas. O conjunto de dados MAGIC Gamma Telescope Data Set possui 19.020 objetos e 11 atributos por objeto. Ele foi gerado a partir de diversos registros para simular a inserção de partículas de energia gama na atmosfera. 
4.1.3 Laboratório

O laboratório, o qual foi utilizado para realizar os testes, contém três servidores. Cada um desses servidores possui oito cores. Esses servidores são do modelo Intel Xeon CPU E5345 com 2.33GHz. Eles são máquinas físicas. Nota-se que não foram utilizadas máquinas virtuais para este experimento. 

Cada um deles possui as suas características distintas, como memória, espaço em disco e configurações de rede. Um deles possui 16GB de RAM, 126GB de HD e placa eth1. O outro possui 8GB de RAM, 63GB de HD e placa eth0. E o terceiro possui 32GB de RAM, 38GB de HD e placa eth0. Como sistema operacional, todos os servidores têm instalada a distribuição Ubuntu Linux 14.04 LTS de 64 bits.

Além das características citadas acima, também foi necessário instalar Java Virtual Machine (JVM), Java Runtime Environment (JRE) e Java Development Kit (JDK) para executar os algoritmos implementados em Java. A versão utilizada foi a 1.8.0_60 para Linux de 64 bits.

Por fim, foi necessário instalar o Apache Hadoop. Foi utilizada a versão YARN 2.6.1 para Linux de 64 bits. O Hadoop Distributed File System (HDFS) foi configurado para ser executado em um cluster com vários nodos. O cluster foi formado pelos três servidores, dos quais o servidor com 32GB de RAM foi escolhido para ser o namenode. Por eles possuírem oito cores cada, tornou o Apache Hadoop apto a realizar até 24 tarefas de map ou de reduce.
4.1.4 Características dos Testes

Além do número de testes para calcular a média, os testes também tiveram seu número de repetições aumentado proporcionalmente a determinadas características. Isso se torna necessário para verificar os tempos de execução e poder compará-los com mais credibilidade. Essas distintas características podem ser a quantidade de funções map e reduce, a versão utilizada, o número de cores, etc. 

Foram realizados três testes diferentes com a quantidade de cores, onde o primeiro teste utilizou dois cores, o segundo utilizou quatro cores e o terceiro, sete cores. Nesses cores, foram executadas as tarefas map e reduce. Para cada um desses testes, existiu a variação no número de tarefas de map processadas, enquanto que somente uma tarefa de reduce foi utilizada em todos eles. Para o primeiro teste, foi usada uma tarefa de map. Para o segundo, três tarefas de map. E o terceiro teste foi processado com seis tarefas map. 
Tabela 13 – Variação na quantidade de testes realizados
	
	Cores
	Ks
	Data Sets
	Execuções
	Total

	Sequencial K-Means
	1
	2
	2
	10
	40

	Sequencial K-Medoids
	1
	2
	2
	10
	40

	Paralelo K-Means
	3
	2
	2
	10
	120

	Paralelo K-Medoids
	3
	2
	2
	10
	120


 Fonte: elaborado pelo autor
A partir de todos os testes comentados acima e considerando os dois algoritmos sequenciais e os dois paralelos, é possível mensurar a quantidade de testes que foram realizados. Para cada um dos algoritmos sequenciais, foram realizadas 40 execuções: duas variações de Ks, dez para calcular a média e, por serem sequenciais, somente um core. Ou seja, foram 40 execuções para os algoritmos sequenciais (dados representados na Tabela 13).

Já para os algoritmos paralelos, esses testes necessitaram de mais execuções, uma vez que existe a variação no número de cores devido à variação do número de tarefas de map e de reduce. Por isso, foram realizadas 120 execuções para cada algoritmo paralelo: duas variações de Ks, duas variações de datasets, dez execuções distintas para calcular a média e três variações no número de cores (dados representados na Tabela 13).
4.2 ANÁLISE DOS EXPERIMENTOS
4.2.1 Legenda dos Experimentos

Abaixo são apresentados os experimentos realizados, aos quais foram utilizados apelidos específicos, a fim de evitar redundância nos textos. A quantidade de grupos para dividir os objetos foi chamada de K, onde existem as variações de K igual a três e de K igual a dez. 


Os conjuntos de dados foram chamados de dataset A e dataset B para referir-se ao conjunto de dados Madelon Data Set e ao conjunto de dados MAGIC Gamma Telescope Data Set, respectivamente. O dataset A possui menos objetos e mais atributos, enquanto que o dataset B possui mais objetos e menos atributos. Todos os tempos apresentados estão em segundos. Nos gráficos mais abaixo, o tempo utilizado é a média de todos os tempos coletados.

4.2.2 Coleta dos Experimentos

Abaixo, são apresentadas as coletas dos tempos de execução dos quatro algoritmos. Eles estão separados em quatro grupos, começando pelos algoritmos sequenciais K-Means e K-Medoids. Após eles, são apresentados os algoritmos paralelos K-Means e K-Medoids, os quais estão separados de acordo com a quantidade de cores utilizados em seus testes.
Tabela 14 – Tempos de execução dos algoritmos sequenciais K-Means e K-Medoids
	 
	K-Means Sequencial
	 
	K-Medoids Sequencial

	 
	dataset A
	dataset B
	 
	dataset A
	dataset B

	 
	K = 3
	K = 10
	K = 3
	K = 10
	 
	K = 3
	K = 10
	K = 3
	K = 10

	Exec 1
	10
	39
	69
	246
	Exec 1
	127
	188
	111
	44

	Exec 2
	10
	38
	79
	294
	Exec 2
	249
	167
	64
	60

	Exec 3
	7
	35
	102
	285
	Exec 3
	153
	100
	71
	48

	Exec 4
	11
	29
	67
	340
	Exec 4
	193
	154
	97
	72

	Exec 5
	11
	23
	40
	300
	Exec 5
	170
	75
	69
	84

	Exec 6
	13
	32
	96
	308
	Exec 6
	147
	47
	60
	60

	Exec 7
	12
	50
	62
	335
	Exec 7
	135
	120
	82
	56

	Exec 8
	11
	34
	65
	249
	Exec 8
	128
	158
	93
	69

	Exec 9
	10
	26
	82
	432
	Exec 9
	140
	83
	66
	67

	Exec 10
	6
	36
	93
	397
	Exec 10
	165
	224
	95
	100

	Média
	10,1
	34,2
	75,5
	318,6
	Média
	160,7
	131,6
	80,8
	66

	Desv. Padrão
	2,022375
	7,180529
	17,74965
	56,60424
	Desv. Padrão
	35,33568
	52,93997
	16,41828
	15,83035


 Fonte: elaborado pelo autor

Os algoritmos sequenciais K-Means e K-Medoids possuem diferenças nos tempos de execução dependendo do conjunto de dados utilizado. O K-Means possuiu um tempo inferior ao ser executado no dataset A, enquanto que o K-Medoids teve um tempo inferior no dataset B (ver Tabela 14).

O alto desvio padrão dos algoritmos refere-se ao fato de que os objetos representativos iniciais são escolhidos aleatoriamente, o que interfere na quantidade de iterações a serem realizadas e, por consequência, resulta em diferentes tempos de execução (ver Tabela 14). Mais abaixo, dentro deste capítulo, foi feita uma análise mais aprofundada dos dados.

Na Tabela 15, os algoritmos paralelos K-Means e K-Medoids apresentam tempos semelhantes aos seus similares sequenciais. Isso se deve à utilização de somente uma tarefa de map e uma tarefa de reduce, o que deixa somente um processador agrupando os dados. Além disso, a tarefa de reduce somente pode ser executada quando o MapReduce perceber que uma determinada chave não possui mais registros para serem lidos pela tarefa map. Analisando o desvio padrão, percebe-se que o paralelo possui tempos mais próximos da média, variando menos do que os algoritmos sequenciais.
Tabela 15 – Tempos de execução dos paralelos K-Means e K-Medoids com dois cores
	 
	K-Means Paralelo (2 cores)
	 
	K-Medoids Paralelo (2 cores)

	 
	dataset A
	dataset B
	 
	dataset A
	dataset B

	 
	K = 3
	K = 10
	K = 3
	K = 10
	 
	K = 3
	K = 10
	K = 3
	K = 10

	Exec 1
	12
	31
	87
	275
	Exec 1
	190
	118
	72
	49

	Exec 2
	12
	33
	87
	277
	Exec 2
	199
	120
	85
	48

	Exec 3
	11
	31
	82
	281
	Exec 3
	197
	118
	72
	58

	Exec 4
	12
	31
	90
	279
	Exec 4
	201
	129
	69
	43

	Exec 5
	12
	33
	88
	277
	Exec 5
	205
	118
	71
	48

	Exec 6
	12
	31
	84
	280
	Exec 6
	199
	118
	75
	44

	Exec 7
	12
	33
	82
	277
	Exec 7
	191
	118
	72
	48

	Exec 8
	11
	33
	82
	281
	Exec 8
	195
	125
	72
	53

	Exec 9
	11
	31
	86
	277
	Exec 9
	201
	118
	72
	55

	Exec 10
	12
	31
	82
	280
	Exec 10
	196
	121
	72
	55

	Média
	11,7
	31,8
	85
	278,4
	Média
	197,4
	120,3
	73,2
	50,1

	Desv. Padrão
	0,483046
	1,032796
	2,981424
	2,065591
	Desv. Padrão
	4,623611
	3,802046
	4,391912
	4,954235

	Speed up
	0,863248
	1,075472
	0,888235
	1,144397
	Speed up
	0,814083
	1,093932
	1,103825
	1,317365


 Fonte: elaborado pelo autor

A Tabela 16 apresenta uma melhora de desempenho dos algoritmos paralelos com quatro cores se comparados com os algoritmos paralelos com dois cores, e consequentemente com os algoritmos sequenciais. Isso ocorre devido à maior eficiência da etapa de agrupamento dos objetos nos grupos, uma vez que existem três tarefas de map para agrupá-los paralelamente.
Tabela 16 – Tempos de execução dos algoritmos paralelos K-Means e K-Medoids com quatro cores
	 
	K-Means Paralelo (4 cores)
	 
	K-Medoids Paralelo (4 cores)

	 
	dataset A
	dataset B
	 
	dataset A
	dataset B

	 
	K = 3
	K = 10
	K = 3
	K = 10
	 
	K = 3
	K = 10
	K = 3
	K = 10

	Exec 1
	9
	18
	32
	131
	Exec 1
	121
	108
	44
	28

	Exec 2
	8
	18
	33
	123
	Exec 2
	121
	109
	45
	29

	Exec 3
	8
	18
	33
	119
	Exec 3
	117
	108
	40
	28

	Exec 4
	9
	18
	32
	125
	Exec 4
	125
	108
	43
	27

	Exec 5
	8
	19
	32
	126
	Exec 5
	123
	109
	39
	28

	Exec 6
	8
	18
	32
	125
	Exec 6
	121
	108
	37
	29

	Exec 7
	8
	18
	32
	118
	Exec 7
	123
	109
	42
	29

	Exec 8
	8
	18
	32
	129
	Exec 8
	123
	108
	46
	29

	Exec 9
	8
	18
	32
	102
	Exec 9
	125
	109
	41
	29

	Exec 10
	8
	18
	32
	126
	Exec 10
	121
	108
	39
	29

	Média
	8,2
	18,1
	32,2
	122,4
	Média
	122
	108,4
	41,6
	28,5

	Desv. Padrão
	0,421637
	0,316228
	0,421637
	8,194849
	Desv. Padrão
	2,357023
	0,516398
	2,91357
	0,707107

	Speed up
	1,231707
	1,889503
	2,34472
	2,602941
	Speed up
	1,317213
	1,214022
	1,942308
	2,315789


 Fonte: elaborado pelo autor

Nota-se uma grande diferença no tempo de execução do K-Means paralelo com dois cores comparado ao K-Means paralelo com quatro cores, quando executado no dataset B. O tempo é menos do que a metade. Esse comportamento deve-se a existência de mais objetos, o que leva a um melhor aproveitamento do paralelismo nas tarefas de map. Por consequência, leva a um desempenho superior.
Tabela 17 – Tempos de execução dos algoritmos paralelos K-Means e K-Medoids com sete cores
	 
	K-Means Paralelo (7 cores)
	 
	K-Medoids Paralelo (7 cores)

	 
	dataset A
	dataset B
	 
	dataset A
	dataset B

	 
	K = 3
	K = 10
	K = 3
	K = 10
	 
	K = 3
	K = 10
	K = 3
	K = 10

	Exec 1
	8
	18
	32
	117
	Exec 1
	119
	106
	30
	29

	Exec 2
	8
	18
	32
	118
	Exec 2
	121
	108
	33
	29

	Exec 3
	8
	18
	32
	118
	Exec 3
	119
	108
	35
	28

	Exec 4
	9
	18
	32
	118
	Exec 4
	121
	108
	37
	28

	Exec 5
	8
	18
	32
	118
	Exec 5
	118
	109
	28
	28

	Exec 6
	8
	18
	32
	118
	Exec 6
	119
	108
	33
	29

	Exec 7
	8
	18
	32
	118
	Exec 7
	120
	108
	34
	28

	Exec 8
	8
	18
	32
	117
	Exec 8
	118
	108
	36
	28

	Exec 9
	8
	18
	33
	118
	Exec 9
	119
	109
	34
	28

	Exec 10
	9
	18
	32
	117
	Exec 10
	123
	108
	31
	28

	Média
	8,2
	18
	32,1
	117,7
	Média
	119,7
	108
	33,1
	28,3

	Desv. Padrão
	0,421637
	0
	0,316228
	0,483046
	Desv. Padrão
	1,567021
	0,816497
	2,766867
	0,483046

	Speed up
	1,231707
	1,9
	2,352025
	2,706882
	Speed up
	1,342523
	1,218519
	2,441088
	2,332155


 Fonte: elaborado pelo autor

Por fim, a Tabela 17 apresenta os dados coletados com a maior quantidade de cores deste trabalho. Em vários casos, a melhora no desempenho não foi sentida devido à quantidade de objetos e atributos dos conjuntos de dados. Percebe-se que as tarefas de map já estão alcançando seu limite ao comparar a Tabela 17 com a Tabela 16.


Como em materiais investigados, tem-se uma melhora no desempenho quando aumentada a quantidade de cores. Isso não ocorreu nos experimentos realizados, pois os algoritmos trabalharam somente com uma tarefa de reduce, ou seja, o cálculo dos novos objetos representativos é feito somente em um processador. Além de que não foram selecionados conjuntos de dados com objetos suficientes para sentir um grande aumento de desempenho.
4.2.3 Sequencial K-Means x Sequencial K-Medoids
[image: image20.wmf]0

20

40

60

80

100

120

140

160

180

K = 3

K = 10

Seq K

-

Means

Seq K

-

Medoids

Grupos

Sequencial K

-

Means x Sequencial K

-

Medoids

: 

Dataset

A

Tempo (s)


Figura 20 – Gráfico comparando os algoritmos sequenciais, no dataset A.
Fonte: Elaborado pelo autor


A Figura 20 apresenta um gráfico o qual compara os dados coletados dos algoritmos sequenciais. O algoritmo K-Means perde desempenho ao particionar os objetos em mais grupos, sendo esse o fenômeno natural para o algoritmo K-Means. Já o algoritmo K-Medoids melhorou seu tempo ao aumentar o número de grupos. O comportamento do K-Medoids ocorreu devido à forma como foi implementado e devido à baixa quantidade de objetos no dataset A. 


Como o K-Medoids realiza o cálculo varrendo seus objetos, quanto mais grupos forem criados com pequenos objetos por grupo, melhor é seu desempenho. Porém esse comportamento somente ocorre quando o número de grupos quebra a quantidade de objetos em poucos objetos por grupo. Portanto, para conjuntos de dados com mais objetos, o número de grupos teria que ser muito maior para chegar-se a um comportamento semelhante ao apresentado no gráfico da Figura 20.


Outra característica é que, no dataset A, independente do número de Ks, o algoritmo sequencial K-Means apresentou um desempenho muito superior ao algoritmo sequencial K-Medoids. Porém, no dataset B, o K-Medoids alcançou um tempo inferior ao K-Means, quando executado com mais Ks (ver Figura 21).

[image: image21.wmf]0

50

100

150

200

250

300

350

K = 3

K = 10

Seq K

-

Means

Seq K

-

Medoids

Grupos

Sequencial K

-

Means x Sequencial K

-

Medoids

: 

Dataset

B

Tempo (s)


Figura 21 – Gráfico comparando os algoritmos sequenciais, no dataset B.
Fonte: Elaborado pelo autor

Isso se deve ao fato de que o dataset B possui mais objetos e poucos atributos por objeto, demorando mais tempo para o K-Means calcular seu centróide do que o K-Medoids leva para escolher seu medóide. Porém a quantidade de objetos ainda é baixa se comparada a outros conjuntos de dados. De acordo com outros trabalhos investigados, quanto maior for o número de objetos e de atributos, mais afetado é o desempenho do K-Medoids do que o desempenho do K-Means.

Uma característica importante de ressaltar novamente é a grande diferença do tempo de execução no algoritmo K-Means ao aumentar o número de grupos, como ocorreu no dataset A. Portanto, ambos os algoritmos sequenciais possuem aumento no tempo de execução ao aumentar a quantidade de objetos, sendo que o K-Means sofreu mais com essa situação. Já o K-Medoids sofreu mais quando o aumento ocorreu na quantidade de atributos.
4.2.4 Sequencial K-Means x Paralelo K-Means

Na Figura 22, é apresentada a comparação no tempo de execução do algoritmo K-Means, onde há a versão sequencial, a paralela executada em dois cores, a paralela executada em quatro cores e a paralela executada em sete cores. Percebe-se que o pior desempenho é do algoritmo sequencial para o dataset A ao particioná-lo em dez grupos, apesar da semelhança no tempo com o algoritmo paralelo com dois cores.
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Figura 22 – Gráfico comparando K-Means sequencial e as variações no número de cores do K-Means Paralelo, no dataset A.
Fonte: Elaborado pelo autor


Essa semelhança é referente ao pouco uso do recurso de MapReduce, pois somente é utilizada uma tarefa de map para agrupar os objetos e uma tarefa de reduce para calcular os novos centróides. Por causa do número de grupos selecionados, o caso de K igual a dez forma mais chaves. Portanto, aumenta a probabilidade de ser executada a tarefa de reduce, uma vez que essa tarefa somente é executada para as chaves que já não possuírem mais registros a serem lidos na tarefa map.

O melhor desempenho ficou praticamente empatado entre o algoritmo paralelo com quatro cores e o paralelo com sete cores. Esse comportamento é decorrente de que a quantidade de tarefas de map já está conseguindo agrupar todos os objetos no tempo máximo possível para o dataset A. Portanto, não há melhoras no aumento do número de cores para este caso.

O gráfico da Figura 23 apresenta uma situação similar com o da Figura 22, porém o desempenho alcançado é superior para o dataset B, uma vez que seus tempos diminuíram mais do que os tempos do dataset A. Novamente, o algoritmo sequencial ficou parelho com o algoritmo paralelo com dois cores, porém apresentou uma melhora de desempenho.


[image: image23.wmf]0

50

100

150

200

250

300

350

K = 3

K = 10

Sequencial

Par 2 cores

Par 4 cores

Par 7 cores

Grupos

K

-

Means

: 

Dataset

B

Tempo (s)


Figura 23 – Gráfico comparando K-Means sequencial e as variações no número de cores do K-Means Paralelo, no dataset B.
Fonte: Elaborado pelo autor


Esse comportamento ocorre pela maior quantidade de objetos deste dataset, ou seja, maior sobrecarga da tarefa de map do que da tarefa de reduce. Logo, com mais grupos e mais objetos, a função reduce tem a chance de ser executada e mais aproveitada do que em um conjunto de dados com menos objetos.

O comportamento é evidente no caso de maior número de cores, pois se tem mais tarefas de map para agrupar os objetos paralelamente e é essa a etapa que o algoritmo foi construído para melhorar. É por esse motivo que o paralelo com quatro cores teve uma melhora significativa quando comparado ao paralelo com dois cores. 


Como citado no caso anterior, o algoritmo paralelo com quatro cores já alcançou o desempenho máximo para as tarefas de map para a quantidade de objetos do conjunto de dados. Esse fato explica o comportamento do paralelo com sete cores não ter alcançado um desempenho superior ao paralelo com quatro cores.
4.2.5 Sequencial K-Medoids x Paralelo K-Medoids

Na Figura 24, há a comparação dos tempos médios de execução para o algoritmo K-Medoids. Diferentemente do algoritmo K-Means, a melhora encontrada em um paralelo com mais cores e o sequencial foi mínima, pois o algoritmo possui um bom desempenho ao agrupar os objetos nos grupos, que é a tarefa de map. Mas a etapa mais crítica do K-Medoids é o cálculo dos novos medóides e essa etapa foi colocada para ser processada na tarefa de reduce, a qual se mantém somente com um processador.

[image: image24.wmf]0

50

100

150

200

250

K = 3

K = 10

Sequencial

Par 2 cores

Par 4 cores

Par 7 cores

Grupos

K

-

Medoids

: 

Dataset

A

Tempo (s)


Figura 24 – Gráfico comparando K-Medoids sequencial e as variações no número de cores do K-Means Paralelo, no dataset A.
Fonte: Elaborado pelo autor

Além do citado acima, como o dataset A possui poucos objetos e muitos atributos, as tarefas de map possuíam poucos objetos para processar, o que também levou a pequena diferença no tempo de execução. O que não ocorreu para o dataset B, o qual possui mais objetos do que atributos e teve seu desempenho melhorado ao aumentar o número de cores. Essa melhora refere-se à utilização das tarefas de map, as quais foram executadas paralelamente (ver Figura 25).
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Figura 25 – Gráfico comparando K-Medoids sequencial e as variações no número de cores do K-Means Paralelo, no dataset B.
Fonte: Elaborado pelo autor

Os algoritmos com mais cores tiveram o melhor tempo para este dataset, uma vez que os objetos puderam ser processados paralelamente e melhorar o tempo de execução. Independente do número de grupos, o algoritmo sequencial ficou com o pior tempo. Esse menor tempo refere-se ao baixo número de atributos e, por consequência, a fase reduce é acelerada, o que torna o algoritmo paralelo mais eficiente somente pela etapa realizada na tarefa de map.

O algoritmo paralelo com sete cores possui melhor tempo de execução do que o paralelo com quatro cores, quando executados com três grupos. Esse fenômeno é decorrente do maior número de iterações, pois são menos grupos e mais objetos por grupos. Portanto, o número de tarefas map influenciou no tempo alcançado.

O mesmo não ocorreu para a execução com dez grupos, pois a menor quantidade de objetos por grupo levou a menos iterações. Isso fez com que o algoritmo com quatro cores alcançasse o melhor desempenho para as tarefas de map.
4.2.6 Paralelo K-Means x Paralelo K-Medoids
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Figura 26 – Gráfico comparando os algoritmos paralelos, no dataset A.
Fonte: Elaborado pelo autor

Na Figura 26, estão representados somente os algoritmos paralelos, tanto de K-Means quanto de K-Medoids e todas as variações de cores utilizadas no experimento. O pior tempo encontrado foi o K-Medoids com dois cores, independente do número de grupos para particionar o conjunto de dados.

Seu desempenho foi refletido dessa forma devido ao dataset A possuir uma elevada quantidade de atributos por objeto e a uma única tarefa de map. O melhor desempenho encontrado foi o empate entre os K-Means paralelos com quatro e sete cores. Nesse caso, a eficiente divisão dos objetos entre as tarefas de map disponíveis para agrupá-los forneceu esse desempenho.

A execução do algoritmo K-Means paralelo tende a ser mais eficiente do que o algoritmo K-Medoids paralelo, como visto na Figura 26. Isso ocorre, porque naturalmente o K-Medoids possui menor desempenho do que o K-Means, ainda mais para grandes quantidades de objetos. Porém, nesse experimento, a grande quantidade de atributos fez com que o cálculo dos medóides levasse mais tempo do que o cálculo dos centróides.
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Figura 27 – Gráfico comparando os algoritmos paralelos, no dataset B.
Fonte: Elaborado pelo autor

Diferentemente do dataset A, o dataset B apresentou melhores resultados para o algoritmo K-Medoids. Porém é referente ao número muito baixo de atributos por objetos, tornando rápido o cálculo do novo medóide. Com isso, o K-Medoids possui menos iterações do que o K-Means, portanto, foi possível alcançar um tempo menor de execução (ver Figura 27).

Por outro lado, o K-Means paralelo com dois cores apresentou o maior tempo de execução entre todos os algoritmos, quando marcado para particionar o conjunto de dados em dez grupos. Esse comportamento ocorreu pela grande quantidade de objetos existentes no dataset B, o que forçou o K-Means a ter inúmeras iterações, a fim de encontrar os centróides finais. 


O K-Means naturalmente possui mais iterações do que o K-Medoids, porém o K-Medoids leva muito mais tempo no cálculo dos novos medóides. Essa demora no cálculo dos medóides não ocorreu para o dataset B, porque eram poucos atributos.
4.2.7 Relação dos Algoritmos Paralelos com seus Similares Sequenciais
[image: image28.wmf]0

0,2

0,4

0,6

0,8

1

1,2

1,4

1,6

1,8

2

2

4

7

K

-

Means (K = 3)

K

-

Means (K = 10)

K

-

Medoids (K = 3)

K

-

Medoids (K = 10)

Cores

K

-

Means x K

-

Medoids: 

speedup

, no Dataset A

speedup


Figura 28 – Gráfico do speedup dos algoritmos paralelos, no dataset A.
Fonte: Elaborado pelo autor

O gráfico da Figura 28 apresenta o speedup calculado para cada algoritmo paralelo com suas diferentes quantidades de grupos para particionar o conjunto de dados, considerando as variações no número de cores. O speedup mais alto encontrado foi o caso do experimento K-Means com K igual a dez.


Esse experimento alcançou esse speedup devido à elevada quantidade de iterações realizadas, sendo o experimento em que houve mais iterações do que os demais, tanto no sequencial quanto no paralelo. Para os demais experimentos, apesar de existir uma melhora, ela foi baixa. Esse speedup comportou-se dessa forma, pois a quantidade de objetos e de atributos não foi suficiente para que o algoritmo conseguisse melhorar seu desempenho.

Todos os experimentos apresentados para o K-Means e para o K-Medoids, no dataset A, independente do número de grupos, alcançaram um speedup sublinear. Isso é indicado ao verificar que, em nenhum dos casos, o speedup encontrado ultrapassou o número de cores utilizado.
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Figura 29 – Gráfico do speedup dos algoritmos paralelos, no dataset B.
Fonte: Elaborado pelo autor

Como visto na Figura 29, no dataset B, também houve somente casos de speedup sublinear. Pelo mesmo motivo comentado anteriormente, nenhum dos algoritmos alcançou um speedup que ultrapassasse o número de cores utilizado para os experimentos.


O experimento com o melhor speedup foi o do K-Means com K igual a dez. Isso quer dizer que ele alcançou o melhor desempenho ao compará-lo com o sequencial. Além disso, com conjuntos maiores de dados, esse experimento tem a tendência de melhorar seu desempenho proporcionalmente mais do que os outros experimentos.
4.3 TESTES ESTATÍSTICOS

Janez Demšar (2006) afirma que o teste de Wilcoxonsigned-ranks é uma alternativa não paramétrica, estatisticamente segura e robusto em relação ao teste t pareado, quando forem realizados testes estatísticos comparativos entre dois classificadores. Substituindo a avaliação das diferenças entre os dois classificadores e baseando-se no teste não paramétrico de Wilcoxon, este trabalho de conclusão avaliou as diferenças entre os dois algoritmos de Agrupamento (Sequencial e Paralelo).

Portanto, foram geradas as hipóteses abaixo, utilizando-se um nível de confiança igual a 95%, ou seja, um nível de significância de 5% (α = 0.05).

· H0 (Hipótese Nula): Os algoritmos A e B não apresentam diferenças estatísticas em relação aos seus tempos de desempenho.

· H1 (Hipótese Alternativa): Os algoritmos A e B apresentam diferenças estatísticas em relação aos seus tempos de desempenho.


Foram realizados alguns testes estatísticos de Wilcoxonsigned-ranks, a fim de avaliar se existe alguma diferença estatística entre os tempos dos algoritmos sequenciais e de seus similares, quando executados em paralelo. Esses testes estatísticos são não paramétricos, ou seja, podem ser executados sem que os dados coletados pertençam a uma distribuição normal e levam em consideração populações distintas e independentes.


Os testes realizados foram sobre os algoritmos sequenciais comparando-os com os algoritmos paralelos, visto que foram considerados os paralelos executados com quatro cores. Foram escolhidos os experimentos com quatro cores devido ao speedup alcançado por eles, uma vez que foi o melhor speedup em relação aos demais experimentos realizados.
4.3.1 Sequencial K-Means x Paralelo K-Means (4 cores) – Dataset A

Como citado acima, foi decidido o nível de significância igual a 0.05 em caso de os algoritmos K-Means Sequencial e K-Means Paralelo, executado com quatro cores, possuírem alguma diferença estatística ao processarem o conjunto de dados dataset A e dividi-lo em dez grupos. A hipótese nula é de que os algoritmos têm tempos de execução idênticos, enquanto que a hipótese alternativa é de que eles possuem diferença estatística relacionada ao tempo de execução. 


Após a aplicação do teste, foi avaliado o valor de p-value. Caso p-value seja menor do que 0.05, a hipótese nula é rejeitada. Caso seja maior, a hipótese nula é confirmada. Para a aplicação desse teste estatístico, foi utilizada a linguagem de programação R, a partir dos seguintes comandos:
SeqKmeansAK10 <- c(39,38,35,29,23,32,50,34,26,36);

ParKmeansAK10 <- c(18,18,18,18,19,18,18,18,18,18);

wilcox.test(SeqKmeansAK10,ParKmeansAK10)

Resposta:

Wilcoxon rank sum test with continuity correction

data:
SeqKmeansAK10 and ParKmeansAK10

W = 100, p-value = 8.745e-05

alternative hypothesis: true location shift is not equal to 0

Como o valor de p-value é igual a 0.08745 e esse valor é maior do que 0.05, nota-se que a hipótese nula é confirmada. Portanto, os algoritmos em questão possuem tempos estatisticamente semelhantes.
4.3.2 Sequencial K-Means x Paralelo K-Means (4 cores) – Dataset B

O nível de significância foi decidido como igual a 0.05 em caso de os algoritmos K-Means Sequencial e K-Means Paralelo, executado com quatro cores, possuírem alguma diferença estatística ao processarem o conjunto de dados dataset B e dividi-lo em dez grupos. A hipótese nula é de que os algoritmos possuem tempos de execução idênticos, enquanto que a hipótese alternativa é de que eles têm diferença estatística relacionada ao tempo de execução. 


Após a aplicação do teste, foi avaliado o valor de p-value. Caso p-value seja menor do que 0.05, a hipótese nula é rejeitada. Caso seja maior, a hipótese nula é confirmada. Para a aplicação desse teste estatístico, foi utilizada a linguagem de programação R, a partir dos seguintes comandos:

SeqKmeansBK10 <- c(246,294,285,340,300,308,335,249,432,397);

ParKmeansBK10 <- c(131,123,119,125,126,125,118,129,102,126);

wilcox.test(SeqKmeansBK10,ParKmeansBK10);
Resposta:
Wilcoxon rank sum test with continuity correction

data:
SeqKmeansBK10 and ParkmeansBK10

W = 100, p-value = 0.0001806

Alternative hypothesis: true location shift is not equal to 0


Por causa de o valor de p-value ter sido igual a 0.0001806, a hipótese nula é rejeitada. Ou seja, o valor apresentado é menor do que 0.05, o que indica que os algoritmos em questão possuem diferenças estatísticas em relação aos seus tempos de desempenho.
4.3.3 Sequencial K-Medoids x Paralelo K-Medoids (4 cores) – Dataset A

Foi decidido um nível de significância igual a 0.05 em caso de os algoritmos K-Medoids Sequencial e K-Medoids Paralelo, executado com quatro cores, terem alguma diferença estatística ao processarem o conjunto de dados dataset A e dividi-lo em três grupos. A hipótese nula é de que os algoritmos possuem tempos de execução idênticos, enquanto que a hipótese alternativa é de que eles têm diferença estatística relacionada ao tempo de execução. 


Após a aplicação do teste, foi avaliado o valor de p-value. Caso p-value seja menor do que 0.05, a hipótese nula é rejeitada. Caso seja maior, a hipótese nula é confirmada. Para a aplicação desse teste estatístico, foi utilizada a linguagem de programação R, a partir dos seguintes comandos:

SeqKmedoidsAK3 <- c(127,249,153,193,170,147,135,128,140,165);
ParKmedoidAK3 <- c(121,121,117,125,123,121,123,123,125,121);

wilcox.test(SeqKmedoidAK3, ParKmedoidAK3);

Resposta:

Wilcoxon rank sum test with continuity correction

data:
SeqKmedoidAK3 and ParKmedoidAK3

W = 100, p-value = 0.0001678

alternative hypothesis: true location shift is not equal to 0


Uma vez que o valor de p-value foi igual a 0.0001678, a hipótese nula é rejeitada, pois o valor apresentado é menor do que 0.05. Isso indica que os algoritmos em questão têm tempos estatisticamente diferentes.
4.3.4 Sequencial K-Medoids x Paralelo K-Medoids (4 cores) – Dataset B

Foi decidido um nível de significância igual a 0.05 em caso de os algoritmos K-Medoids Sequencial e K-Medoids Paralelo, executado com quatro cores, terem alguma diferença estatística ao processarem o conjunto de dados dataset B e dividi-lo em dez grupos. A hipótese nula é de que os algoritmos possuem tempos de execução idênticos, enquanto que a hipótese alternativa é de que eles têm diferença estatística relacionada ao tempo de execução. 


Após a aplicação do teste, foi avaliado o valor de p-value. Caso p-value seja menor do que 0.05, a hipótese nula é rejeitada. Caso seja maior, a hipótese nula é confirmada. Para a aplicação desse teste estatístico, foi utilizada a linguagem de programação R, a partir dos seguintes comandos:

SeqKmedoidBK10 <- c(44,60,48,72,84,60,56,69,67,100);

ParKmedoidBK10 <- c(28,29,28,27,28,29,29,29,29,29);

wilcox.test(SeqKmedoidBK10,ParKmedoidBK10)
Resposta:

Wilcoxon rank sum test with continuity correction

data:
SeqKmedoidBK10 and ParKmedoidBK10

W = 100, p-value = 0.000145

alternative hypothesis: true location shift is not equal to 0

Uma vez que o valor de p-value foi igual a 0.000145, a hipótese nula é rejeitada, pois o valor apresentado é menor do que 0.05. Isso indica que os algoritmos em questão têm tempos estatisticamente diferentes.
CONCLUSÃO


Este trabalho definiu e exemplificou a era Big Data, sendo esse o ponto de partida para conceituar os demais termos abrangidos. Big Data refere-se ao aumento da quantidade de dados armazenados nos dias de hoje e a tendência de crescer ainda mais. Por causa desses grandes conjuntos de dados que estão formando-se, é necessário mais tempo de execução para os algoritmos sequenciais.


A programação sequencial processa todo o conjunto de dados linearmente, ou seja, todos os dados são processados em somente um core. Para pequenos conjuntos de dados, os algoritmos são rápidos. Porém, como citado acima, quando esses conjuntos crescem, o tempo de execução dos algoritmos sequenciais também aumenta. Em alguns casos, tornando a execução do algoritmo inviável.

Uma das soluções é o aumento de poder de processamento, porém aumentar o hardware implica em altos custos e, mesmo assim, pode não ser o suficiente. Outra solução é a programação paralela, pois ela permite que os conjuntos de dados sejam particionados e processados paralelamente. Ou seja, uma parte dos dados é transferida para um core e outras partes, para outros cores.

Algoritmos paralelos possuem muitas dificuldades para sua implementação, onde se encaixam a atribuição de tarefas, as falhas nos cores, entre outras. Por causa disso e como forma de facilitar a programação paralela, surgiu o modelo de programação MapReduce. Esse modelo permite que sejam executados algoritmos paralelos e ele próprio soluciona e oculta essas dificuldades do programador.


O modelo de programação MapReduce necessita de um sistema de arquivos distribuídos para ser executado. Uma possibilidade é o Hadoop Distributed File System (HDFS), que é um sistema de arquivos baseado na distribuição e na paralelização. HDFS faz parte do projeto Apache Hadoop, o qual também possui o Hadoop MapReduce (HMR). HMR é uma implementação do modelo de programação MapReduce para ser executada no HDFS.

Com base nesses temas, na investigação por material e na busca pelos dados, foram implementados algoritmos paralelos. Os algoritmos selecionados foram K-Means e K-Medoids, sendo que a escolha foi devido à alta taxa de iterações. 


Essas iterações de K-Means e K-Medoids foram implementadas a fim de aproveitar o número de cores. A etapa de agrupar os objetos do conjunto de dados ao objeto representativo mais próximo é a que exige mais leitura, uma vez que busca os objetos e compara-os com a lista de objetos representativos.

Devido a isso, essa etapa foi implementada para ser executada durante as tarefas de map dos algoritmos. Portanto, a leitura e o agrupe são feitos paralelamente no número de cores selecionado. Já o cálculo dos novos objetos representativos foi colocado na tarefa de reduce.

Os experimentos variaram o número de clusters entre três e dez, os conjuntos de dados entre um com mais objetos e outro com mais atributos e a quantidade de cores utilizada. Foram utilizados um, três e seis cores para executar as tarefas de map, enquanto que o reduce utilizou somente um core.


Os resultados foram apresentados com dez testes para cada um, onde foi feita uma média para o capítulo de avaliá-los. As avaliações consistiram em comparar os algoritmos K-Means e K-Medoids nas versões sequenciais, comparar o K-Means sequencial com o K-Means paralelo, comparar o K-Medoids sequencial com o K-Medoids paralelo e comparar os algoritmos K-Means e K-Medoids nas versões paralelas.

Todos os resultados encontrados apontaram para um speedup sublinear. Também existiram dois experimentos em que o algoritmo paralelo teve um desempenho inferior ao seu similar em sequencial, porém esse caso ocorreu na execução com somente um core alocado para a tarefa de map e um para a tarefa de reduce.

Nos experimentos com três e seis cores alocados para a tarefa de map, houve melhora no desempenho. Percebeu-se uma tendência a um aumento eficiente de desempenho com o aumento do número de objetos do conjunto de dados.


Portanto, este trabalho conseguiu alcançar os objetivos específicos propostos referentes à programação paralela. Citando o objetivo de compreender o funcionamento do modelo de programação MapReduce e o de converter algoritmos sequenciais para executá-los paralelamente com esse modelo de programação. Também realizou o objetivo de instalar e configurar os nodos de um cluster com o framework Apache Hadoop.

Adicionalmente aos objetivos citados acima, também foi alcançado o de coletar e tabular os resultados das execuções dos algoritmos sequenciais e paralelos. Além disso, as coletas e tabulações foram utilizadas para comparar o desempenho dos algoritmos sequenciais ao dos paralelos. As coletas tiveram experimentos com a variação de cores.


Portanto, como os algoritmos paralelos possuíram melhor desempenho em todos os experimentos apresentados, é possível confirmar a melhora de desempenho para processar algoritmos em paralelo, mesmo quando esses algoritmos são mais complexos, como os de clustering.
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