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RESUMO
A evolução constante dos sistemas de informação permite cada vez mais a informatização dos processos de negócios empresariais. Porém, cada inovação tecnológica cria novos desafios. A criação de sistemas analíticos para o consumo de informação foi certamente um grande avanço, pois serve de subsídio para importantes tomadas de decisões. No entanto, o crescimento vertiginoso do volume de dados de negócios trouxe consigo um novo desafio: o de lidar com uma quantidade sempre crescente de dados e usuários de uma maneira mais rápida e eficaz. Usuários geralmente perdem algum tempo esperando por um relatório de fechamento do mês, enquanto uma equipe de profissionais especializados precisa constantemente aplicar técnicas de tunning em queries mais complexas para diminuir seu tempo de execução. Uma nova geração de bases de dados mais rápidas e flexíveis está disponível, atualmente, para resolver ou diminuir estes problemas. Tais ferramentas são baseadas na tecnologia de armazenamento de dados em memória (In-memory databases ou bases de dados em memória). A proposta das bases de dados em memória é justamente armazenar os dados na memória principal ao invés de mantê-las em disco como nas bases de dados tradicionais. Isto, por si só, traz grandes ganhos de desempenho, pois a manipulação de dados em memória é significantemente mais rápida do que em disco. A proposta deste trabalho é conceituar a tecnologia de bases de dados em memória, bem como, pesquisar as funcionalidades que tornaram possível o uso destas bases em grandes volumes de dados, ajudando a aumentar a eficiência dos usuários e diminuir custos de manutenção comparados com bases de dados tradicionais. Este trabalho ainda tem como objetivo escolher uma das bases de dados pesquisadas e explorar algumas de suas funcionalidades, permitindo que se tenha uma real noção dos benefícios que tais ferramentas prometem proporcionar.

Palavras-chave: Computação em memória. Base de dados em memória.  

ABSTRACT
The constant evolution of information systems allows, increasingly, the computerization of business processes. Each technological innovation however creates new challenges. The creation of analytical systems for consuming information was certainly a big step forward, as it serves as input to important decisions. However, the rapid growth of the data volume that business generates as a whole and / or captures, brought a new challenge to deal with an ever-increasing amount of data and users in a faster and more effective way. Users often lose time waiting for a month-end closing report, while a team of specialized professionals need to constantly apply tuning techniques in more complex queries to reduce its running time. A new generation of databases, faster and more flexible, is currently available to solve or at least reduce these problems. Such tools are based on the technology of in-memory databases. The proposal of databases in memory is just storing data in main memory, instead of keeping them on disk as in traditional databases. This, in itself, already has major performance gains, since the handling data in memory is significantly faster than on disk. The purpose of this paper is to conceptualize the technology of in-memory databases, as well as research the features that have made possible the use of these bases on large volumes of data, helping users increase efficiency and decrease the maintenance costs compared with traditional databases. This paper also aims to choose one of the databases searched and explore some of its functionality, allowing you to have a real sense of the benefits these tools promise to provide.
Key words: In-Memory computing. In-memory databases.
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Introdução


Segundo Ross (2009), no mundo globalizado dos negócios, estima-se que o volume de dados gerados em sistemas de Tecnologia da Informação (TI) dobre a cada dois anos. Como consequência, em uma companhia moderna, o setor de TI está constantemente trabalhando em novas táticas para lidar com mais usuários e dados, tentando manter os custos dentro do orçamento. Com tamanho volume de dados para manipular, não é surpreendente o fato de companhias lutarem constantemente para manter seus processos críticos dentro das janelas de tempo disponíveis. Além disso, é comum o fato de usuários sofrerem com longos tempos de espera a cada execução de um relatório em grandes volumes de dados.


Para dar suporte a este constante crescimento de dados e usuários, uma nova geração de base de dados, baseadas no conceito de armazenamento de dados em memória, está disponível. Este modelo de persistência viabiliza novas possibilidades que antes não eram possíveis com as tradicionais bases de dados em disco rígido, tais como: a computação em tempo real, na qual qualquer modificação nos dados que acontece no sistema se torna visível instantaneamente; o processamento de grandes quantidades de dados e disponibilização do resultado das pesquisas em questão de segundos, os quais aumentam a produtividade e insight dos tomadores de decisão; bem como a facilidade de manutenção do sistema, o qual dispensa a necessidade de execução de tunning (otimização de base de dados). 


Tais ferramentas são baseadas no conceito de Base de Dados em Memória, do inglês In-memory Databases (IMDB) e tem como princípio armazenar a base de dados, ou parte dela, na memória principal (memória RAM) dos servidores, ao invés de armazená-la nos discos rígidos. De acordo com Ross (2009), a leitura em memória é ordens de grandeza mais rápida do que a leitura em disco (microssegundos ao invés de milissegundos), e isso faz toda diferença.


De acordo com García-Molina & Salem (1992), sistemas de base de dados em memória armazenam seus dados na memória principal e promovem uma alta velocidade de acesso, enquanto que sistemas de base de dados convencionais são otimizados com características particulares de mecanismos de armazenamento em disco. Ainda, segundo os mesmos autores, sistemas residentes em memória utilizam-se de um conjunto de otimizações para estruturar e organizar dados, dentre os quais pode-se citar:


Armazenamento em linhas e colunas: segundo Plattner & Zeier (2012), o armazenamento de dados em linhas ou colunas é utilizado para dar suporte a diferentes cargas de dados, seja ela analítica ou transacional. Bases de dados para carga de trabalho transacional operam melhor com um armazenamento de dados em linha, visto que este tipo de armazenamento possui um melhor desempenho na escrita de dados se comparado ao armazenamento de dados em coluna. Por sua vez, o armazenamento de dados em coluna trabalha melhor com dados analíticos, uma vez que esse tipo de armazenamento otimiza a leitura de dados. Além disso, dados orientados em colunas são armazenados em um formato comprimido, o que por vez aumenta a eficiência do uso da memória principal do sistema e permite que mais dados sejam alocados em memória; 


Compressão de dados: de acordo com Abadi (2008), algoritmos de compressão de dados são aplicados em bases de dados tradicionais para o aumento de desempenho geral. A compressão reduz o tamanho dos dados e melhora o desempenho de I/O, o que reduz também o tempo de transferência. Para IMDBs, a compressão de dados tem um papel extremamente importante, pois reduz o consumo geral da memória principal e isto é considerado um fator chave para o sucesso;


Armazenamento ativo e passivo: geralmente todos os dados residem na memória principal em um IMDB, o que garante uma alta velocidade de acesso. No entanto, nem todos os dados são acessados frequentemente  e nem  precisam residir na memória, pois  isso aumentaria a quantidade de memória utilizada desnecessariamente. Dados históricos podem ser armazenados em um modelo específico baseado em uma mídia de armazenamento como SSDs (sigla do inglês Solid-State Drive ou unidade de disco sólido) ou discos rígidos convencionais sem comprometer o desempenho do ambiente computacional.

A utilização de um IMDB tem o intuito de aumentar a produtividade dos usuários e, ao mesmo tempo, diminuir o custo total de uma solução quando comparada com outros meios, principalmente no quesito de aprimoramento do desempenho de pesquisas em grandes bases de dados.


Atualmente, o método convencional para aumentar o desempenho de um sistema de armazenamento em disco é aplicar métodos de tunning (otimização de base de dados) manualmente, o que emprega um trabalho qualificado e que constantemente requer acompanhamento e revisão de especialistas. Em contraste, a abordagem contida na tecnologia de armazenamento em memória principal é justamente eliminar a necessidade de aplicar tunning no sistema. 


A computação em tempo real é outro benefício que pode ser obtido ao utilizar um IMDB como base de dados principal de um sistema transacional, pois as pesquisas analíticas podem ser executadas diretamente nessa mesma base de dados, sem que haja a necessidade de carregar os dados transacionais para um Data Warehouse. Sendo assim, as pesquisas analíticas executadas em um IMDB sempre trazem a informação em tempo real, enquanto os relatórios de um Data Warehouse geralmente possuem dados do dia anterior, visto que o processo de extração, transformação e carregamento dos dados dos sistemas transacionais para o Data Warehouse geralmente acontece durante a noite.

Se comparado às bases de dados tradicionais, não somente processos existentes são executados mais rapidamente do que antes, como também um número maior de processos podem ser realizados na mesma janela de tempo. Isso encoraja usuários a trabalharem mais livremente e extrair mais valor dos dados, o que significa uma vantagem competitiva para a empresa.


Este trabalho de conclusão de curso é composto por três capítulos, sendo o primeiro deles sobre o impacto de computação em memória. Neste capítulo são abordados os principais benefícios da utilização de IMDBs e são citados alguns exemplos práticos para sua utilização. As tendências de hardware também são analisadas e são apontados os fatores que tornam as IMDBs mais competitivas devido ao impacto dessas novas tendências. 


No segundo capítulo é apresentada uma breve pesquisa sobre as IMDBs disponíveis atualmente no mercado. Dentre elas, pode-se citar a SanssouciDB (PLATTNER & ZEIER, 2012), projeto de IMDB do Hasso Plattner Institute (HPI); SAP HANA (SAP HANA, 2013)  da empresa alemã SAP; TimesTen  (Oracle TimesTen, 2013) da empresa norte-americana Oracle, entre outras. Ainda é apresentado o estudo das principais funcionalidades existentes e é reatado como elas tornam o processamento em memória ainda mais eficaz.

No terceiro e último capítulo são apresentados dois experimentos realizados a fim de comprovar a eficácia de duas funcionalidades estudadas no capítulo 2. No primeiro experimento é realizada uma comparação entre velocidade de leitura em tabelas orientadas em linhas e colunas. Neste experimento podemos notar que existe uma clara diferença de velocidade dependendo do tipo de leitura realizado em cada tipo de tabela. No segundo experimento comparamos uma tabela não comprimida com uma tabela comprimida e verificamos que a taxa de compressão pode economizar espaço de armazenamento na memória principal do sistema.


Com base nos conceitos e tecnologias citados, este trabalho de conclusão de curso propõe um aprofundamento conceitual sobre bases de dados em memória, bem como a apresentação das principais técnicas e otimizações que tornam possível armazenar grandes volumes de dados em memória.  Este trabalho tem ainda como objetivo, selecionar um dos IMDBs existentes e elaborar experimentos para avaliar as funcionalidades da um IMDB.
OBJETIVOS

O objetivo geral do trabalho consiste em conceituar a tecnologia de bases de dados em memória de uma maneira geral, apresentar os principais avanços de hardware e software que tornam possíveis a utilização de uma base de dados em memória como base de dados principal de sistemas empresariais.


Como objetivos específicos podem ser destacados:

· Identificar os conceitos da tecnologia de base de dados em memória;

· Pesquisar bases de dados em memória disponíveis no mercado;

· Selecionar uma base de dados em memória e aprofundar os estudos em algumas de suas funcionalidades;

· Concluir sobre os aspectos testados.

1 O IMPACTO da computação em memória

Ao longo dos últimos anos, avanços na área de Tecnologia de Informação (TI) impactaram significativamente no sucesso de companhias de todos os setores. A base para esse sucesso foi a possibilidade de processar rápida e acuradamente tarefas repetitivas e a integração de sistemas com os processos de negócio da companhia. 


Essa combinação permite uma imagem mais acurada e completa das informações de uma organização. Outro aspecto chave para esses avanços é a velocidade com que sistemas de TI conseguem entregar as informações necessárias para tomada de decisão baseadas nos dados mais recentes. Esse aspecto é frequentemente descrito e associado com o termo real-time (tempo real) visto que real-time sugere que cada alteração que acontece nos dados de uma companhia se torne visível instantaneamente para os tomadores de decisão.

Através da história, marcos significantes foram alcançados na perseguição desse objetivo na computação empresarial. Exemplos disso são os desenvolvimentos de bases de dados relacionais e a introdução de sistemas de Enterprise Resource Planning (ERP). No entanto, com o aumento do volume de dados que necessitam serem processados, as estratégias precisaram sofrer algumas alterações. Atualmente, a maioria dos dados de uma companhia ainda estão distribuídos através de inúmeras aplicações e armazenados em diferentes bases de dados. Criar uma visão unificada desses dados é um processo complicado e que consome tempo. Além disso, relatórios de análise de negócios tipicamente não são executados diretamente em dados operacionais, mas sim em esquemas de dados denormalizados de um Data Warehouse. Dados operacionais são transferidos para Data Warehouses em processos que rodam durante a noite, o que torna os relatórios em tempo real uma tarefa impossível. Como consequência, os tomadores de decisão da companhia precisam tomar decisões baseadas nos dados que são ou incompletos ou desatualizados. Isso não é obviamente uma verdadeira solução em tempo real (PLATTNER & ZEIER, 2012).

Espera-se que o atual cenário mude, visto que as arquiteturas de hardware continuam em uma rápida evolução. Um avanço de hardware que se tornou especificamente significante na década passada foi a viabilização de processadores de múltiplos núcleos e a disponibilidade de grandes quantidades de memória principal de baixo custo. Isso fez surgir novos paradigmas para a indústria de software. Tornou-se possível, por exemplo, o armazenamento de todos os dados de uma companhia na memória principal, oferecendo desempenho que é ordens de magnitude mais rápido do que os tradicionais sistemas baseados em disco rígido (DEAN, 2012).

O disco rígido, o único equipamento mecânico remanescente no mundo do silício, tende a se tornar apenas necessário para o backup de dados. Com a computação em memória e bases de dados usando armazenamento orientado em linhas ou colunas, os processamentos transacional e analítico podem ser unificados. Esse desenvolvimento tem o potencial de mudar o modo que as empresas trabalham e finalmente oferecer a prometida computação em tempo real (PLATTNER & ZEIER, 2012).
1.1 Informação em tempo real

Segundo os fabricantes de IMDBs, a tecnologia em memória tem poder para revolucionar as aplicações empresariais em termos de funcionalidade e relação de custo/benefício devido ao desempenho melhorado. Isso permitirá os desenvolvedores criarem aplicações completamente novas e permitirá usuários e administradores a pensarem em novas maneiras com as quais eles gostariam de visualizar seus dados. O aumento do desempenho também significa que esforços despendidos em otimizações e tunning, necessários atualmente para garantir que os dados sejam processados em tempo, possam ser diminuídos ou até mesmo eliminados. Estas otimizações custosas foram a principal razão para a separação de sistemas operacionais e analíticos. A tecnologia em memória poderia executar pesquisas analíticas em cima de dados operacionais, simplificando ambos cenários de software e hardware, trazendo em última instância um custo total mais baixo (SAP HANA, 2013).
1.1.1 Tempo de resposta na velocidade do pensamento


Nas pesquisas web, como no Google, por exemplo, usuários buscam informações usando palavras chave. Como as palavras chave utilizadas na pesquisa podem ter vários significados, o usuário acaba por ter que refinar os resultados obtidos pela pesquisa até que as informações desejadas sejam retornadas de forma satisfatória. O tempo de resposta abaixo de um segundo é o fato que possibilita tal método de tentativa e erro. Com o tempo de resposta abaixo de um segundo em análises empresariais, usuários poderiam aplicar o mesmo método para pesquisar por dados de negócio. Dados de relatórios poderiam ser definidos e redefinidos interativamente sem longos períodos de espera para o preparo dos dados ou criação de novos relatórios (PLATTNER & ZEIER, 2012).


O tempo médio de reação para um observador formar uma resposta simples para a presença de um estímulo é de 220 ms. Parte deste tempo é necessário para detectar o estímulo e o restante para organizar uma resposta. O tempo de reação de reconhecimento é maior porque o processo de entendimento e compreensão tem que acontecer. A média do tempo de reação de reconhecimento foi medida em 384 ms. Dependendo da complexidade do contexto, o tempo de reação ao reconhecimento aumenta. Assumindo contextos mais complexos, o intervalo entre 550 e 750ms é o tempo chamado de velocidade e pensamento (LAMING, 1968).


Qualquer intervalo maior do que o intervalo da velocidade do pensamento será detectado como um tempo de espera e, a mente do usuário começa a pensar em outros tópicos, o que é um processo que não pode ser controlado conscientemente. Quanto mais longo o intervalo mais distante a mente é levada da tarefa atual. O tempo de resposta abaixo de um segundo é um passo importante para ajudar os usuários a focar num tópico e não serem desconcentrados por outras tarefas durante o período de espera. A mudança de contexto entre tarefas é extremamente cansativa. Até mesmo para pequenas tarefas o usuário tem que retomar a linha de raciocínio e precisa lembrar qual era o próximo passo. Se esse contexto de mudança entre tarefas pode ser omitido, a atenção total do usuário é dedicada para a exploração e análise de dados. A liberdade para construir pesquisas em cima dos resultados anteriores sem se distrair ajuda o usuário a analisar os dados mais profundamente e em um tempo muito menor (PLATTNER & ZEIER, 2012). 


Tempo de resposta abaixo e um segundo significa que as aplicações empresariais podem ser usadas de maneiras completamente novas, por exemplo, em aplicativos móveis. A expectativa de usuários de aplicações móveis é de que eles não terão que esperar mais de alguns segundos por uma resposta de seus aparelhos. Se é possível conseguir uma resposta abaixo de um segundo para aplicações empresariais, então o tempo de resposta pra um usuário móvel, incluindo o tempo de transferência, estará dentro dos limites aceitáveis (PLATTNER & ZEIER, 2012).
1.1.2  Análise e computação em tempo real

De acordo com Raden (2003), a base para uma análise de dados em tempo real é ter todos os recursos à disposição no momento que forem precisos. Atualmente, estruturas de dados materializados, chamados cubos, são criados para servir eficientemente relatórios analíticos. Tais cubos são baseados em um número fixo de dimensões nos quais relatórios analíticos podem definir seu conjunto de dados. Consequentemente, somente um número particular de relatórios pode ser abastecido por um cubo. Se outras dimensões são necessárias, um novo cubo tem que ser criado ou um cubo existente tem que se estendido. No pior caso o aumento linear das dimensões de um cubo pode resultar num crescimento exponencial de seus requerimentos de armazenamento. Estender um cubo pode resultar na deterioração do desempenho dos relatórios que já consomem dados do cubo em questão. A decisão de estender um cubo ou criar outro tem que ser tomada cuidadosamente. Em qualquer caso, uma grande variedade de cubos podem ser criados durante a vida útil de um sistema analítico, aumentando assim os requerimentos de armazenamento e também os esforços com manutenção. (THOMSEN, 2002)

Ao contrário de trabalhar com um número de relatórios pré-definidos, usuários de negócios devem ser capazes de formular relatórios ad-hoc. Os usuários de negócio devem ser capazes de acessar todo o conjunto de dados que a companhia possui, incluindo, possivelmente, dados de fontes externas. Assumindo uma rápida base de dados em memória, estruturas de dados materializados e pré-computados não são mais necessários. Assim que as mudanças nos dados são registradas na base de dados, eles estarão visíveis para consulta. Os passos de preparação e conversão de dados, se ainda necessários, para relatórios são feitos durante a execução da pesquisa e os cálculos são feitos em tempo real.

1.2 Novos Requisitos para computação empresarial

As administrações das companhias modernas mudaram drasticamente. Atualmente as companhias são muito mais conduzidas pelos dados do que anteriormente. Por exemplo, durante a manufatura de produtos de uma empresa moderna, uma quantidade muito maior de dados é produzida por sensores de linha de montagem ou robôs de produção. Além disso, companhias processam dados em uma escala muito maior, por exemplo, comportamento do competidor, tendências de preço, etc. para suportar decisões gerenciais. E o volume de dados continuará a crescer no futuro. Segundo Platner & Zeier (2012), existem dois principais requisitos para um sistema de gerenciamento de dados moderno:

· Dados de várias fontes devem ser combinados em um sistema de gerenciamento de dados único;
· Dados tem que ser analisados em tempo real para suportar tomada de decisão interativa.

1.2.1 Processamento de dados de evento

Dados de evento influenciam cada vez mais as companhias atuais. Dados de evento são caracterizados pelos seguintes aspectos, segundo HPI (2012):
· Cada conjunto de dados de evento é pequeno comparado com o tamanho dos dados tradicionais da companhia, como por exemplo, todos os dados contidos em uma única ordem de venda;
· O número de eventos gerados para uma entidade específica é alto comparado com a quantidade de entidades, por exemplo, centenas ou milhares de eventos são gerados para um único produto.


Sensores são usados para supervisionar a função de muitos sistemas atualmente. Um exemplo é o rastreamento e acompanhamento de materiais sensíveis como fármacos. Pacotes são equipados com identificadores de radiofrequência (RFID). Cada produto é virtualmente representado por um código de produto eletrônico (EPC), o qual descreve o fabricante de um produto, a categoria do produto e um número serial único. Como resultado, cada produto pode ser identificado exclusivamente pelo seu código EPC. Uma vez que o produto passa através de um portão de leitura um evento de leitura é capturado. O evento de leitura armazena a localização da leitura corrente, data e hora, o processo de negócio atual, por exemplo, recebimento, desempacotamento, re-empacotamento, envio e outros detalhes relacionados. Seguem abaixo alguns exemplos de geração de grande montantes de dados por sensores. 

A seguir, exemplos de casos de usos de dados de evento, extraídos de HPI (2012), são apresentados para ilustrar o problema


Caso de uso 1: carros de corrida de Fórmula 1 geram excessivos dados de sensor. Esses carros esportivos são equipados com até 600 sensores individuais, cada um gravando dezenas de centenas de dados por segundo. Capturar dados de sensores de uma corrida de duas horas produz giga ou mesmo tera bytes de dados dependendo de sua granularidade. O desafio é capturar, processar e analisar os dados obtidos durante a corrida para otimizar os parâmetros do carro instantaneamente, por exemplo, detectar partes defeituosas, otimizar o consumo de combustível, verificar a  velocidade limite. 


Caso de uso 2: aproximadamente 15 bilhões de prescrições farmacêuticas são produzidas na Europa. Rastrear qualquer uma delas resulta em aproximadamente em oito mil notificações de evento de leitura por segundo. Esses eventos constroem a base para técnicas antifraude. Por exemplo, a rota de um fármaco específico pode ser reconstruída através da análise de todos os eventos de leitura relevantes. A tecnologia em memória permite o acompanhamento de 10 bilhões de eventos em menos de 100 ms.

1.2.2 Redes sociais e Web


Redes sociais são muito populares atualmente. O tempo em que elas eram usadas somente para atualizar amigos sobre suas atividades é passado. Hoje em dia, elas são usadas também por companhias para a globalização da marca, marketing e recrutamento (HPI, 2012).

Além disso, elas geram uma grande quantidade de dados, por exemplo, o Twitter cria um bilhão de novos tweets a cada cinco dias, segundo HPI (2012). Estes dados são analisados para detectar mensagens sobre um novo produto, atividades de competidores ou para prevenir abusos do serviço. Combinar dados da mídia social com detalhes externos, por exemplo, campanhas de venda ou detalhes sazonais de tempo, tendências de marketing para certos produtos ou classes de produtos podem ser derivados. Esses insights são valiosos para a campanha de marketing ou até mesmo para controlar a taxa de fabricação.

O Gartner (2012) prevê que o armazenamento de dados deve crescer 800% em cinco anos, impulsionado principalmente pelo Big Data. Outro exemplo de rede social que impacta na geração de dados é o Facebook: a cada minuto a rede social recebe cerca de 700 mil fotos, segundo o vice-presidente administrativo do Gartner.

1.3 O Impacto das Recentes Tendências de Hardware

O Hardware moderno está sujeito a mudança contínua e inovação, dos quais o mais recente é o surgimento de arquiteturas de múltiplos núcleos (do inglês multicore architecture) e, além disso, memórias RAM com valores mais acessíveis e com maior capacidade de armazenamento. Os sistemas de software existentes, tais como sistemas de gerenciamento de banco de dados, devem explorar ao máximo o potencial do hardware existente. Nesta seção, são apresentados os sistemas de gestão de banco de dados e definidas as tendências recentes em hardware. São destacados por que esses são elementos fundamentais para o gerenciamento de dados em memória, tornando possível verdadeiras análises em tempo real no contexto de aplicações empresariais.

1.3.1 Separação de Processamento Transacional e Analítico

Como o crescimento do volume de dados, os RDBMSs (do inglês Relational Database Management Systems) não eram mais capazes de atender de forma eficiente as exigências de todas as categorias de aplicativos corporativos. Em particular, tornou-se impossível para o próprio SGDB (Sistema de Gerenciamento de Banco de Dados) atender consultas ad-hoc sobre o banco de dados transacional inteiro em tempo hábil. (PLATTNER & ZEIER, 2012)

Uma das razões para que o SGBD não ter sido capaz de lidar com essas consultas ad-hoc é o design dos esquemas de banco de dados presente na maioria das aplicações empresariais. Esquemas OLTP (do inglês Online Transactional Processing) são altamente normalizados para minimizar o volume de entrada de dados e para acelerar as inserções, atualizações e exclusões. Este alto grau de normalização é uma desvantagem quando se trata da recuperação de dados, como várias tabelas precisam ser unidas (join) para obter toda a informação desejada. Ao criar estas uniões (joins) e a leitura de várias tabelas pode ter um sério impacto no desempenho, como várias leituras de disco podem ser necessárias. Consultas analíticas precisam acessar grandes porções da base de dados, o que resulta em tempos longos de funcionamento no que diz respeito às soluções tradicionais. (PLATTNER & ZEIER, 2012)

Sistemas OLAP (do inglês Online Analytical Processing)  foram desenvolvidos para atender a exigência de grandes empresas para analisar seus dados em tempo hábil. De acordo com Thomsen (2002), estes sistemas contam com estruturas especializadas de dados projetadas para otimizar o desempenho de leitura e proporcionar rápido processamento de consultas analíticas complexas. Os dados devem ser transferidos para fora do sistema transacional de uma empresa para um sistema analítico e preparados para relatórios predefinidos. 


Segundo Caserta & Kimball (2004), a transferência de dados entre sistemas fonte e sistema OLAP acontece em cargas cíclicas, em um processo chamado Extract, Transform and load (Extrair, Transformar e Carregar ou ETL). Os relatórios exigidos podem conter dados de uma série de sistemas-fonte diferentes. Isto tem de ser extraído e convertido em um único formato que seja adequado para o processamento de transformação. As regras são então aplicadas durante a fase de transformação para certificar de que os dados podem ser carregados para o sistema OLAP destino. Estas regras executam diversas funções diferentes, por exemplo, a remoção de dados duplicados, classificação e agregação. Finalmente, os dados transformados são carregados em um esquema de destino otimizados para a geração de relatórios mais rápidos.


O processo de ETL tem a limitação grave que é sua incapacidade de fornecer análises em tempo real. Como as análises são executadas em uma cópia dos dados no sistema OLAP, elas não incluem as últimas transações. 

1.3.2 Vantagem de Desempenho da Tecnologia em memória sobre disco rígido.


A principal razão que RDBMSs atuais não podem realizar as consultas necessárias com a rapidez suficiente é que os dados da consulta devem ser recuperados do disco. Os sistemas modernos fazem uso extensivo de captura dos dados mais acessados para armazenamento na memória principal, mas para consultas que processam grandes quantidades de dados, a leitura do disco ainda é necessária. Basta acessar e ler os dados a partir do disco pode levar uma quantidade significativa de tempo. A Figura 1 mostra o acesso e tempos de leitura de disco e da memória principal (Dean, 2009). 
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Figura 1 - Tempos de acesso e leitura de disco e memória principal.

A memória principal já existe desde a década de 1980, de acordo com García-Molina & Salem (1992), mas só recentemente é que a Dynamic Random Access Memory (DRAM) tornou-se acessível o suficiente para tornar IMDBs uma opção viável para as grandes empresas. A capacidade de processar grandes volumes de dados na camada de banco de dados de forma rápida é fundamental para alcançar o objetivo de remover a necessidade de um sistema analítico separado do transacional. Um IMDB com grande capacidade de armazenamento pode oferecer um tempo de resposta suficientemente bom para qualquer consulta de negócios diretamente nos dados transacionais. IMDBs baseados no hardware mais recente podem fornecer essa funcionalidade que será discutida mais a diante nesse trabalho de pesquisa.

1.3.3 Memória principal como armazenamento primário dos dados

Tendo em vista que os IMDBs utilizam a memória principal do servidor como local de armazenamento primário, o tamanho, o custo e a velocidade de acesso fornecida por componentes de memória principais são de vital importância. Com a ajuda de algoritmos de compressão de dados, os servidores atuais compreendem volumes suficientemente grandes de memória para armazenar todos os dados operacionais de grandes empresas. A memória principal,  usada como local de armazenamento principal de dados está, no entanto, tornando-se cada vez mais atrativa devido a diminuição da relação entre custo e capacidade de armazenamento. Os IMDBs podem ser diretamente otimizados para acesso à memória principal, omitindo a implantação de algoritmos especiais para otimizar o acesso a disco.
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Figura 2 - Desenvolvimento do preço de armazenamento

A Figura 2, de Plattner & Zeier (212), apresenta uma visão geral do desenvolvimento do preço da memória principal, do disco-rígido e da SSD ao longo do tempo. A relação de custo por unidade de armazenamento para o disco rígido, assim como a memória principal, diminuiu exponencialmente no passado. Por exemplo, o preço de 1 MB de espaço em disco caiu abaixo de $ 0,01 em 2001, que é uma rápida diminuição em comparação com o custo de mais de $ 250 em 1970. Um desenvolvimento semelhante pode ser observado para a memória principal. Além da atratividade de alocar todos os dados operacionais de negócios de uma empresa para a memória principal, otimizando e simplificando o acesso aos dados, a velocidade de acesso da memória principal em comparação com a dos discos é quatro ordens de magnitude mais rápida: uma referência de memória principal leva 100ns (Dean, 2009). Discos atuais normalmente permitem tempos de leitura e escrita de cerca de 5 ms nos melhores casos (PC Guide, 2012).
1.3.4 Velocidade da CPU e Processadores de múltiplos-núcleos

Em 1965, o co-fundador da Intel Gordon E. Moore fez uma famosa predição sobre a crescente complexidade de circuitos integrados na indústria de semicondutores. Essa predição é conhecida como a Lei de Moore e é repetida até hoje para evidenciar o rápido e continuo crescimento tecnológico. Segundo website da Intel (2012), a Lei de Moore afirma que o número de transistores em um único chip dobra em aproximadamente dois anos.

Os resultados alcançados pela indústria de hardware, não somente pela produção de transistores mais rápidos, o que por sua vez resulta em maiores velocidade de clock, mas também no aumento do número de transistores por CPU por metro quadrado, o que torna CPUs mais acessíveis devido à eficiência nos métodos de produção e diminuição do consumo de materiais. Esses resultados possibilitaram um maior desempenho pelo mesmo custo de produção. Por exemplo, em 1971, um processador consistia em 2300 transistores quando em 2006 um processador consistia em 1.7 bilhões de transistores por aproximadamente o mesmo preço. (PLATNNER & ZEIER, 2012)

A Figura 3, de Plattner & Zeier (2012), mostra um visão geral do desenvolvimento da velocidade de clock do processador e do número de transistores desde 1971 até 2010. Como mostrado, a velocidade do clock dos processadores tem crescido exponencialmente por quase 30 anos até estagnar desde 2002. O consumo elevado de potência, distribuição e dissipação de calor tornaram-se fatores limitantes para que a Lei de Moore perpetuasse afirmação de Naffziger, Warnock, Knapp (2005). A velocidade da FSB (do ingles Front Side Bus) que também cresceu exponencialmente no passado, também estagnou conforme pode ser visto na figura 4, extraída também de Plattner & Zeier (2012).
[image: image3.png]1000.000
100.000
-
o
-
10.000 - o
o e *
1.000 oo
o+ A
0.100 . © Clock SpeedinMHz |
+ FSB Spesdin MHz
.o ® Number of
Transisiors in Millons
0010
0.001

1970 1975 1880 1985 1990 1995 2000 2005 2010
Year of Introduction




Figura 3 - Velocidade do clock, FSB e o desenvolvimento dos transistores.

Até o ano de 2005, processadores de um único núcleo dominaram os computadores comerciais e residências. Nesse ano, processadores de múltiplos-núcloes foram introduzidos, por exemplo, AMD (Advanced Micro Device’s) Athlon 64 X2. Na figura 4 pode-se observar o desenvolvimento do número de núcleos por processador e sua estimativa para o futuro. No final do ano de 2006 já existiam processadores com 10 núcleos disponíveis no mercado. No final da década passada já existiam produtos na faixa dos 100 núcleos por processador. (PLATTNER & ZEIER, 2012).
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Figura 4 - Desenvolvimento do número de núcleos por processador.

Os desenvolvedores das atuais e futuras aplicações de software precisam levar em consideração as novas arquiteturas de múltiplos-processadores e múltiplos-núcleos. Aplicações de software não podem mais se beneficiarem implicitamente do aumento da velocidade de clock dos processadores, como aconteceu nas décadas passadas. A utilização do paralelismo através de várias unidades de processamento tem que ser explicitamente incorporada nas aplicações através da divisão de algoritmos entre diversos núcleos ou da execução de diversas operações paralelas, até no mesmo conjunto de dados no caso específico de sistemas de banco de dados (será discutido posteriormente).  Com o desenvolvimento de arquiteturas de múltiplos-núcleos a estagnação da velocidade dos processadores é agora compensada com a inserção de paralelismo no desenvolvimento de software.

O desempenho da FSB, que até o momento tem sido a única interface entre a CPU e a memória principal, não conseguiu acompanhar o crescimento exponencial do desempenho dos processadores, como pode ser observado na Figura 3. A maior velocidade do clock e o uso de múltiplos-núcleos por máquina resultam num gargalo crescente entre a capacidade dos processadores processarem dados e a habilidade da infraestrutura em prover dados. A tecnologia em memória, juntamente com o armazenamento de dados orientados em colunas possibilitam o uso de um poder de processamento adicional resolvendo em parte o gargalo citado anteriormente. As altas taxas e compressão do armazenamento de dados em coluna permitem uma melhor utilização da largura de banda entre CPU e memória principal. A compressão de dados e o armazenamento de dados em coluna serão discutidos em capítulos a parte, no decorrer desta monografia (ABADI, 2008).

A utilização de dados comprimidos é uma tecnologia padrão e já provou ser suficientemente boa para compensar o gargalo no suprimento de dados para máquinas com um número baixo de núcleos. No entanto, essa abordagem falha com a adição de múltiplos-núcleos. Experimentos com armazenamento de dados em coluna, dados comprimidos em memória e utilização de dados intensiva pela aplicação mostram que a FSB foi bem utilizada, porém não congestionada ainda, em uma máquina de oito núcleos. O requerimento de processamento de dados para as mesmas aplicações em uma máquina de 24 núcleos, porém ultrapassou a capacidade da FSB em prover dados suficientes para CPU. 

A partir desses experimentos podem-se adotar novas estratégias para acesso de dados necessitam ser desenvolvidos ou melhorados visto que a tendência, baseada na figura 4 de Plattner & Zeier (212), é o aumento significativo de núcleos por processador nos próximos anos. Os recursos de processamento são frequentemente subutilizados em máquinas com muitos núcleos, o que torna a largura de banda entre CPU e memória principal o novo gargalo de dados para sistemas de base de dados em memória.
1.4 Redução de custo através do gerenciamento de dados em memória


O TCO (do inglês Total Cost of Ownership) é uma fórmula desenvolvida para estimar os custos do ciclo de vida da aquisição e operação de determinados recursos, o que nesta monografia seria um sistema de bases de dados. A decisão sobre o hardware e software que devem ser adquiridos e implantados tem um sério impacto nos negócios. É crucial obter uma estimativa de custo apurada. As medidas do TCO foram introduzidas quando se tornou óbvio que não era suficiente basear decisão de TI puramente nos custos de aquisição dos equipamentos, pois uma parte substancial dos custos está incluída nos eventos posteriores do ciclo de vida do sistema. A análise do TCO inclui custos diretos, como aquisição de hardware, a custos indiretos, como atividades de treinamento para usuários finais. (DAVID, SCHUFF & St LOUIS, 2002).

Estimar o TCO é um exercício desafiador. Dificuldades particulares são encontradas ao criar um modelo de custo apurado e ao estimar custos ocultos. Segundo David, Schuff & St Louis (2002), em muitos casos, a análise do TCO se depara com a decisão entre um único e alto investimento ou um maior investimento em custos contínuos. Um exemplo de determinada situação é um alto investimento inicial em um hardware de grande desempenho que por sua vez facilita o desenvolvimento, administração e todas outras operações relacionadas.
1.4.1 Desempenho da tecnologia em memória vs. redução de custos


Se todos os dados de uma companhia podem ser armazenados na memória principal ao invés de serem armazenados em disco, o desempenho das operações, especialmente em dados massivos, é aprimorado. Este fato tem um impacto em cada aspecto do sistema: isto afeta a escolha dos componentes de hardware, mas também a arquitetura de software e os paradigmas básicos do desenvolvimento de software. Muitas otimizações de desempenho como visões materializadas e redundantes de dados foram introduzidas puramente com o intuito de melhorar o tempo de resposta das pesquisas em sistemas analíticos. A desvantagem desse tipo de otimização é que a redundância de dados tem que ser mantida através de processos custosos. Estes processos tornaram-se desnecessários quando um sistema é rápido o suficiente para lidar com uma imensa quantidade de dados de forma imediata. O uso de uma base de dados em memória pode facilitar a construção das aplicações neste ponto de vista, pois dispensa a criação dessas otimizações custosas, tornando o código da mesma mais enxuto e menos complexo. (PLATTNER & ZEIER, 2012).

A melhoria no desempenho em operações com dados massivos não somente facilita pesquisas analíticas, mas também tarefas administrativas do dia-a-dia.  A simplificação da camada de aplicação explicada no parágrafo anterior traz consigo um efeito positivo com relação à redução de custos. Em resumo, uma aplicação mais simples, com menos componentes é menos custosa, mais rápida de implantar, mais fácil de operar, escalar e manter, e potencialmente gera menos falhas de sistema.

A interação do usuário com um sistema de alto desempenho e simplicidade reduzida traduz diretamente em uma redução de custos. O alto custo, devido ao tempo perdido que ocorre sempre que alguém necessita esperar por uma reposta do sistema ou tem que investir para entender um processo complexo, afeta todo ciclo de vida do sistema, desde o desenvolvimento e administração de software até o usuário final da aplicação. (PLATNNER & ZEIER, 2012).

Em resumo, pode-se dizer que a tecnologia em memória pode ajudar a reduzir o TCO de uma aplicação empresarial através da redução da complexidade das camadas de aplicação do software, do aumento da velocidade nos tempos de resposta permitindo que os usuários tenham um melhor aproveitamento de seu tempo, da diminuição da necessidade de aplicar técnicas de tunning no sistema, bem como da maior facilidade de administração do sistema, pois este tem o poder de reunificar sistemas transacionais e analíticos em uma mesma base de dados.
2 Estudo sobre IMDBs E Suas principais funcionalidades


Neste capítulo é apresentado uma lista com os principais IMDBs existentes no mercado e algumas das funções principais encontradas nas mesmas. Posteriormente será discutido com mais atenção algumas dessas funcionalidades, a fim de criar um embasamento teórico para elaboração dos experimentos.
2.1 IMDBs existentes no mercado


Dentre as principais bases de dados que utilizam o armazenamento de dados em memória podemos citar as seguintes:

Tabela 1 - Principais IMDBs existentes no mercado.

	Nome
	Desenvolvedor
	Licença

	SAP HANA (SAP HANA, 2013)
	SAP AG
	Proprietária

	TimesTen (ORACLE, 2013)
	Oracle Corporation
	Proprietária

	solidDB (IBM, 2013)
	IBM
	Proprietária

	eXtremeDB (McObject, 2013)
	McObject LLC
	Proprietária



Alguns produtos como Exalytics da Oracle e Business Warehouse Accelerator (BWA) da SAP não entraram na listagem por não se caracterizarem como a base de dados principal de um sistema. O Exalytics e o BWA armazenam dados em memória, porém são usados como aceleradores em sistemas analíticos e armazenam dados redundantes, sendo necessária uma base de dados principal para persistência dos dados (KLOPP, 2012).
2.2 Principais funções de uma base de dados em memória


No seção 1.3 sobre o impacto das recentes tendências de hardware, observa-se que os processadores estagnaram sua capacidade de aumento de clock e passaram a escalonar em número de núcleos. Também é observado que a memória principal teve seu custo reduzido ao longo dos anos e que arquiteturas de 64 bits permitem endereçar uma grande quantidade de memória RAM. No entanto, fazer apenas uso de uma base de dados tradicional, sendo executada em uma máquina com um extensa quantidade de memória RAM e um vasto número de núcleos não atingiria o potencial necessário para a criação de uma base de dados capaz de armazenar grandes quantidades de dados e realizar pesquisas na velocidade do pensamento.


Para atingir a meta de proporcionar aos usuários informação em tempo real, é necessário que a base de dados reúna outras características que potencializam as vantagens tecnológicas descritas acima. Essas características devem primordialmente garantir o uso eficiente da memória principal e paralelizar o processamento de tarefas para tirar vantagem de do grande número de núcleos disponíveis no sistema.


DBMS em memória e orientados a coluna já existem há alguns anos segundo Abadi, Boncz & Harizopoulos (2009). No entanto sua utilização em sistemas empresariais é limitada ao uso para aplicações analíticas (BWA, Exalytics). Da mesma forma, algumas aplicações empresariais são otimizadas para processamento paralelo, porém isso se resume a apenas algumas aplicações. Os recentes avanços de hardware, especificamente a redução do custo por megabyte de memória principal, e o aumento de núcleos por CPU nos processadores, significam que os benefícios dessa nova tecnologia podem ser aplicados em toda a camada de aplicações pela primeira vez.


Os principais conceitos técnicos que tornam possível os IMDBs armazenarem grandes volumes de dados e executarem diversas aplicações distintas serão explicados brevemente neste capítulo. Estes conceitos aumentam o desempenho de um IMDB no que tange o tempo de resposta de queries e otimizam o consumo de memória principal do sistema de base de dados em memória.
· Processamento paralelo: Em contraste com o desenvolvimento de hardware até o início dos anos 2000, o poder da computação atual não mais escala em termos de velocidade de processamento, mas em grau de paralelismo. Hoje, arquiteturas de sistemas modernos fornecem placas de servidores com até oito CPUs, no qual cada CPU possui até 12 núcleos. A redução da quantidade de trabalho sequencial e o desenvolvimento de aplicações de maneira que estas possam ser facilmente paralelizadas é imperativo para aplicações modernas. Processamento paralelo pode ser alcançado de diversas maneiras na camada de aplicações de sistemas: desde a execução de processos nos servidores de aplicação até a execução de queries no sistema de bases de dados. O processamento de múltiplas queries pode ser realizado por aplicações multi-tarefa, as quais não param quando tem que lidar com a execução de mais de uma query. Threads são abstrações de software que precisam ser mapeadas fisicamente para recursos de hardware disponíveis. Se for possível mapear cada query para um único núcleo, o tempo de resposta do sistema é ideal. O processamento de queries também envolve processamento de dados, o que significa que a base de dados também precisa ser processada em paralelo. Se a base de dados é capaz de distribuir a carga de trabalho entre os múltiplos núcleos de um sistema, essa base de dados é ideal. Se a carga de trabalho excede a capacidade física de um único sistema, múltiplos servidores necessitam ser adicionados para distribuição do trabalho para atingir um comportamento de processamento ideal. Na perspectiva de base de dados, o particionamento de conjunto de dados permite o processamento paralelo visto que múltiplos núcleos situados em diversos servidores interconectados podem ser usados para o processamento dos dados (PLATTNER & ZEIER, 2012).
· Armazenamento orientado a linhas e colunas: para suportar cargas de trabalho analíticas e transacionais, dois diferentes tipos de sistemas de bases de dados foram criados. Por um lado, sistemas de bases de dados para carga de trabalho transacional armazenam e processam dados orientados em linha, onde os valores dos atributos de uma tabela de base de dados são armazenados lado-a-lado. Por outro lado, sistemas de bases de dados analíticas visam analisar atributos seletos de volumosos conjuntos de dados de maneira extremamente rápida. Se os dados completos de uma tupla necessitam ser acessados, o armazenamento orientado a linhas é mais vantajoso. Por exemplo, na comparação entre dados de dois clientes, todos os atributos desses dois clientes necessitam ser carregados para comparação. Em contraste, bases de dados orientadas a coluna se beneficiam do seu formato de armazenamento de dados quando um subconjunto dos atributos necessita ser processados para todas, ou para um numeroso conjunto de entradas da tabela da base de dados. Por exemplo, a soma do número total de todos os produtos que passaram por certo portão de leitura envolvem somente os atributos de data e localização e ignoram todos os outros como Id do produto, passo da produção, etc. Usar o armazenamento em linha para esse propósito resultaria no processamento de todos os atributos da tabela, mesmo que somente dois atributos são requisitados. Portanto, incorporar um armazenamento em coluna traz o benefício de acessar somente os dados relevantes e de usar menos operações de procura por identificadores de tupla (search skipping operations) (HPI, 2012).

· Particionamento: Existem dois tipos de particionamento: vertical e horizontal, sendo que a combinação de ambos também é possível. Particionamento vertical se refere à reorganização de colunas individuais de bases de dados. Isto se torna possível através da separação das colunas de tabela em dois ou mais conjuntos de colunas. Cada conjunto de coluna pode ser distribuído em servidores distintos. Este tipo de particionamento pode ser usado também para construir colunas de bases de dados com diferentes ordenações para alcançar um desempenho de busca superior e garantir uma alta disponibilidade dos dados.  A chave para o sucesso de um particionamento vertical é o entendimento do padrão de acesso dos dados da aplicação. Atributos que são acessados pela mesma query devem residir na mesma partição, visto que localizar a unir partições adicionais podem degradar o desempenho final da query. Em contraste, o particionamento horizontal endereça grandes tabelas e dividem elas em porções menores de dados. Como resultado, cada porção da tabela contem um subconjunto dos dados completos. A separação dos dados em partições horizontais equivalentes é usada para suportar operações de busca e melhor escalabilidade. Por exemplo, uma requisição qualquer que resulte na leitura completa de uma tabela: sem nenhuma partição, um único thread precisa acessar todas as entradas da tabela e checar pelo predicado de seleção. Quando a mesma operação é executada um uma tabela com dez partições, a leitura completa da tabela pode per executada simultaneamente por dez threads, o que reduz o tempo de resposta para aproximadamente um nono se comparado ao tempo total do mesmo procedimento em uma tabela não particionada (HPI, 2012).
· Compressão de dados: é o processo de redução da quantidade de espaço necessário para o armazenamento da representação de certo conjunto de informações. Tipicamente, um algoritmo de compressão procura explorar redundâncias na informação para aumentar a eficiência no consumo de memória. Algoritmos de compressão diferem no tempo que é necessário para comprimir e descomprimir os dados e na taxa de compressão atingida. Algoritmos de compressão complexos tipicamente ordenam e executam uma análise complexa dos dados a fim de atingir a melhor taxa de compressão possível ao custo de um tempo maior. Para bases de dados em memória, a compressão é aplicada para reduzir a quantidade de dados que são transferidos entre a memória principal e a CPU, bem como para reduzir o consumo geral de memória do sistema. No entanto, quanto mais complexo o algoritmo de compressão, mais ciclos de CPU são necessários para descomprimir os dados. Como resultado, para bases de dados em memória, os algoritmos de compressão de dados mais benéficos são aqueles que estão no meio-termo entre taxa de compressão e desempenho. Um exemplo destes algoritmos é o algoritmo de compressão de dicionário. Com a compressão de dicionário, todas as ocorrências de um determinado valor são substituídas por um valor codificado de comprimento fixo. Esse algoritmo tem duas vantagens principais para bases de dados em memória: primeiro, reduz a quantidade de espaço de armazenamento de dados e segundo, permite a execução do predicado de seleção diretamente nos dados comprimidos, reduzindo assim a quantidade de dados que precisam ser transferidos da memória para a CPU. Como resultado, a execução da query ser torna ainda mais rápida (ABADI, 2008).
· Armazenamento ativo e passivo: geralmente todos os dados residem na memória principal em uma base de dados em memória para obter uma alta velocidade de acesso. No entanto, nem todos os dados são acessados frequentemente e nem todos os dados precisam residir na memória, já que isso aumentaria a quantidade de memória requerida desnecessariamente. Dados históricos ou passivos podem ser armazenados em uma mídia de armazenamento menos cara, como SSDs ou discos rígidos, mesmo assim fornecendo desempenho suficiente para possíveis acessos a um baixo custo. Uma transição dinâmica entre dados ativos e passivos também pode ser suportada pela base de dados (HPI, 2012).

· Redundância de dados: todos dados devem ser armazenados no mais alto nível de granularidade em contraste com a prevalecente filosofia da maioria dos aplicações comerciais, que armazenam dados no nível de granularidade requisitada pela aplicação para obter desempenho máximo.  Múltiplas aplicações utilizam a mesma informação e necessitam de diferentes graus de detalhe, o que resulta numa alta redundância e complexidade de software para gerenciar consistência entre múltiplas tabelas de agregação e suas tabelas fontes. Dado a alta velocidade de agregação de dados em bases de dados em memória, todos os níveis de agregação necessários por qualquer aplicação podem ser obtidos por uma única tabela detalhada em tempo real, proporcionando o mesmo, ou melhor, desempenho e diminuindo drasticamente complexidade de código da aplicação, o que por sua vez torna a manutenção do sistema mais fácil e economiza espaço em memória que seriam disponibilizados para armazenar dados agregados e redundantes (HPI, 2012).
· Projeção mínima: aplicações transacionais tipicamente seguem um modelo de acesso muito simples.  Uma pesquisa por certo predicado é seguido pela leitura de toda tuplas que satisfazem a condição. Para bases de dados tradicionais baseadas em disco é muito fácil e rápido ler todos os atributos da tabela porque eles são fisicamente alocados lado-a-lado. Visto que o tempo de processamento total é muito alto devido ao custo de I/O, não importa quantos atributos são projetados. No entanto, a situação muda para bases de dados colunares em memória. Nestas, para cada tupla selecionada, acesso a cada atributo projetado irá tocar uma locação diferente da memória, incluindo um pequeno atraso. Assim, para aumentar o desempenho total, apenas o conjunto mínimo de atributos que devem ser projetados para cada query são selecionados. Isso reduz o número de acessos para locações de memória randômicas e aumenta assim o desempenho geral de execução da query (PLATTNER & ZEIER, 2012).

Outros conceitos e características técnicas importantes de base de dados que também são necessários em IMDBs são os seguintes:
· Escalabilidade: é a competência de um sistema em aumentar sua capacidade de trabalho devido à adição de recursos de hardware. Uma aplicação escalável deve necessitar somente mais recursos para escalar sua capacidade de trabalho e não deve requerer significantes modificações na aplicação. Idealmente, um sistema deve ser escalável linearmente, o que significa que dobrar a quantidade de recursos de hardware deve também dobrar a sua capacidade de trabalho. (MICROSOFT, 2013).
· Persistência de dados: especialmente importante para IMDBs uma vez que os dados ativos residem na memória principal do sistema e que a mesma se trata de uma memória volátil, ou seja, todos os dados contidos nela são perdidos em caso de uma falha qualquer na disponibilização de energia elétrica. Para IMDBs é necessário haver uma cópia dos dados e de logs de transações em uma mídia não volátil (disco-rígido ou SSD) para backup e Point-in-time Recovery (Recuperação em um ponto no tempo) em caso de uma emergência com o fornecimento elétrico (HPI, 2012).
· Integridade Transacional: a integridade de uma transação de uma base de dados depende de quatro propriedades, conhecidas como ACID, (Atomicity, Consistency, Isolation, Durability). Para uma base de dados processar transações de forma íntegra, ela necessita possuir esse conjunto de propriedades. (PRICHETT, 2008)

Dentre as funcionalidades e propriedades acima descritas, o armazenamento orientado em colunas pode ser considerado como a principal delas. Essa funcionalidade é de extrema importância, pois permite um maior grau de paralelização de processos de leitura e compressão dos dados de uma IMDB.


Enquanto um maior grau de paralelização no processo de pesquisa de dados traz mais velocidade no processamento de queries, a compressão de dados reduz o espaço necessário para armazenar certo volume de dados. Estas duas funcionalidades são de extrema importância para uma base de dados que utiliza a memória principal como armazenamento primário, pois permite um melhor aproveitamento do crescente numero de núcleos disponíveis nos servidores atuais, bem como reduz o espaço necessário para armazenar dados na memória.


As funcionalidades do armazenamento em colunas para paralelização da leitura e a compressão de dados serão estudadas em maior detalhe nas próximas seções, a fim de averiguar sua real contribuição para as IMDBs.
2.3 Armazenamento orientado em linhas e colunas


Uma tabela de base de dados é conceitualmente uma estrutura bidimensional composta por registros dispostos em linhas e colunas, como na Figura 5. Como o armazenamento de dados em computadores é estruturado linearmente, existem duas opções para armazenar os valores de cada registro em sequencia: em linhas ou colunas (SAP HANA Interview, 2013).
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Figura 5 - Tabela de base de dados representada bidimensionalmente.

Os dados de uma tabela de uma base de dados tradicional são armazenados em um esquema orientado a linhas, onde registros completos são armazenados em blocos adjacentes na mídia de armazenamento. Diferentemente deste esquema, o armazenamento orientado em colunas, armazena as colunas em blocos adjacentes na mídia de armazenamento.

2.3.1 Armazenamento em linhas


O armazenamento em linhas armazena registros de tabelas em uma sequencia de linhas, como pode ser visto na Figura 6. Este esquema de armazenamento permite uma leitura rápida de registros únicos (tuplas), porém não é otimizado para a leitura de valores de uma coluna (HPI, 2012).
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Figura 6 - Esboço de um armazenamento orientado em linhas.

Sistemas de base de dados orientados em linhas são desenhados para retornar dados de linhas inteiras, ou registros, com o mínimo de operações de leitura possíveis. A Figura 7 exemplifica as operações de leitura de linhas e colunas em um armazenamento disposto em linhas. Este é o caso típico de um sistema que retorna a informação sobre um objeto em particular, como por exemplo, um sistema que consulta o cadastro de um determinado cliente.
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Figura 7 - Operações de leitura em armazenamento em linhas.

 Por outro lado, sistemas orientados em linhas não são eficientes para retornar dados de uma coluna inteira, pois estas informações se encontram em alocações distantes na mídia de armazenamento. Este tipo de leitura é normalmente usado em situações onde a leitura e agregação de um atributo da tabela são necessárias. Na realidade, em sistemas orientados a linhas, todos os dados da tupla necessitam serem lidos, mesmo que o requerimento seja acessar os dados de poucos atributos (ABADI, 2008).
2.3.2 Armazenamento em colunas


O armazenamento em colunas, por sua vez, armazena os registros de uma tabela em uma sequencia de colunas, como ilustrado na Figura 8. Este esquema de armazenamento é otimizado para a leitura de valores de uma coluna, porém não permite uma leitura rápida de registros únicos (tuplas). A Figura 9 exemplifica as operações de leitura de linhas e colunas em um armazenamento disposto em colunas (HPI, 2012).
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Figura 8 - Esboço de um armazenamento orientado em colunas.

Sistemas de base de dados orientados em colunas são desenhados para retornar dados de colunas inteiras com o mínimo de operações de leitura possíveis. A Figura 9 exemplifica as operações de leitura de linhas e colunas em um armazenamento disposto em colunas. Este é o caso típico de um sistema que retorna informação agregadas sobre vários objetos, como por exemplo, um sistema analítico que consulta as vendas anuais para vários clientes.
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Figura 9 - Operações de leitura em armazenamento em colunas.


O sistema de armazenamento de dados em colunas tem como desvantagem, em comparação com um sistema orientado a linhas, o fato da inserção, edição e deleção de registros serem mais custosos. Pois como se pode observar na Figura 9, os atributos de um registro ficam em locais mais distantes na mídia de armazenamento, fazendo com que os saltos sejam maiores e consequentemente tomem mais tempo.
2.3.3 Vantagens e desvantagens de cada esquema


Em termos gerais se pode concluir que o armazenamento em linhas é mais propício para um ambiente onde há uma carga transacional mais elevada. Sistemas transacionais possuem uma grande porcentagem de operações de escrita (inserção, edição e deleção de registros) nas tabelas da base de dados e executam operações de leitura em um nível mais detalhado (comumente retornam um único registro da tabela). 

Já o armazenamento em coluna, num primeiro momento, parece ser mais adequado para um ambiente analítico. Em sistemas analíticos, como Data Warehouses, há uma carga de dados já consolidados (representa um baixo índice de operações de escrita) e as operações de leitura são mais abrangentes (normalmente retornam um alto número de registros da tabela) (CASERTA & KIMBALL, 2004).

Aparte das vantagens e desvantagens descritas acima, que são inerentes ao modelo de armazenamento de dados utilizado, duas outras vantagens de tabelas orientadas em colunas podem ser citadas aqui, segundo Abadi (2008):

Melhor processamento paralelo: Em tabelas orientadas em colunas, os dados já estão verticalmente particionados. Isso significa que operações em colunas diferentes podem ser facilmente processadas em paralelo. Se múltiplas colunas necessitam serem pesquisadas ou agregadas, cada uma dessas operações nas diferentes colunas pode ser atribuída a um núcleo de processador diferente.

Melhor compressão de dados: Armazenamento em colunas permite uma compressão altamente eficiente, pois a maioria das colunas contém poucos valores distintos (comparado com o número de linhas). Alguns dos algoritmos de compressão serão discutidos em maior detalhe na seção a seguir.
2.4 Compressão de dados em tabelas orientadas a colunas

Apesar da capacidade crescente de memória principal dos recentes servidores e da queda dos valores da DRAM, ainda é custoso obter uma solução de armazenamento em memória, principalmente para empresas que possuem grandes volumes de dados segundo HPI (2012). Desse modo, é especialmente importante que IMDBs se utilizem de técnicas de compressão de dados para tornar o retorno sobre o investimento o mais atrativo possível.


Bases de dados orientadas em colunas são particularmente mais adequadas para compressão porque dados do mesmo tipo são armazenados em sessões de armazenamento consecutivas. Isto torna possível o uso de algoritmos de compressão especificamente desenvolvidos para dados de um mesmo tipo.


Um benefício adicional acoplado a compressão é o potencial para um desempenho aprimorado de queries. Isso se aplica especialmente para o caso da compressão leve (light-weight compression) onde o custo do tempo utilizado pela CPU para a descompressão não ultrapassa o ganho de enviar uma maior quantidade de dados comprimidos entre a memória principal e a CPU. A atual tendência de desenvolvimento de hardware aponta para uma lacuna cada vez maior entre a largura de banda da memória e o desempenho da CPU, o que favoreceria a utilização de técnicas de compressão cada vez mais pesadas. Nas seções seguintes são descritas algumas técnicas de compressão leves e pesadas (PLATTNER & ZEIER, 2012).
2.4.1 Algoritmos de compressão leves


A grande maioria dos métodos de compressão leve é baseada em codificação de dicionários, ou seja, expressar longos valores usando valores curtos. Na prática, todo valor distinto de uma coluna é adicionado a um dicionário, e cada ocorrência deste mesmo valor é substituído pelo valor da sua posição no dicionário. 


Usando essa representação de uma coluna, diferentes técnicas, descritas abaixo, podem ser aplicadas para diminuir a sequência de posições do dicionário, como observado na figura 10 de HPI (2012). Além disso, a compressão também pode ser aplicada nessa sequeência modificada, bem como no próprio dicionário.
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Figura 10 - Codificação de dicionário.
Supressão de valores comuns (Commom Value Supression)


Em muitos cenários do mundo real existem colunas de bases de dados que contém apenas uma pequena fração de valores não nulos (HPI, 2012). Nesses casos, a coluna armazena repetições do mesmo símbolo. Técnicas de supressão de valores comuns buscam explorar essa redundância. Por exemplo, código de prefixos (prefix coding) substitui valores idênticos no início de uma coluna ao armazenar o número de repetições das entradas com o mesmo valor (LEMKE et al, 2010). Outra técnica chamada de Sparse Coding atinge boa compressão se um valor predominante está disperso entre toda coluna. Ele armazena um bit para cada célula indicando se a célula contém um valor de exceção que deve ser armazenado explicitamente. A Figura 11 de HPI (2012) mostra um exemplo. Para recuperar o valor de certo índice, primeiramente é necessário determinar se a linha contém um valor disperso ou não. Isso pode ser feito pela checagem do bit em certa posição de linha. Caso o bit seja diferente de zero, a linha contém um valor disperso, caso contrário há um valor de exceção que tem que ser recuperado. Sua posição na sequência dos valores de exceção é dado pelo numero de bits que são atribuídos ao respectivo índice de linha.
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Figura 11 - Sparse Encoding.

Run-Length Encoding

Esse algoritmo de compressão explora ocorrências do mesmo valor em uma coluna  (ABADI, 2008). Ele substitui as ocorrências pelo valor da ocorrência e o número repetições da mesma. Na prática, é armazenado o último índice de linha de cada ocorrência ao invés do número de repetições. A figura 12 de HPI (2012) exemplifica essa codificação para um melhor entendimento. Isso permite recuperar qualquer valor de célula rapidamente simplesmente determinado a posição da ocorrência, por exemplo, usando pesquisa binária, e lendo o valor correspondente. 


O Run-Length Encoding (RLE) pode ser considerado uma forma mais generalizada da supressão de valores comuns, o que é particularmente bom para colunas ordenadas (ABADI, 2008).
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Figura 12 - Run-Length Encoding.
Cluster Coding

Este esquema de compressão funciona em blocos de mesmo tamanho contendo apenas alguns valores distintos, segundo Lemke et al (2010). Blocos com um único valor distinto são comprimidos ao armazenar apenas este valor em uma sequencia separada. Um indicador adicional para cada bloco aponta se o bloco é comprimido ou não. Para certa linha, o índice de indicação do bloco correspondente pode ser obtido pela divisão inteira do número da linha pelo tamanho do bloco. 

Indirect Coding

O algoritmo Indirect Coding, ilustrado na figura 13 de HPI (2012), opera em blocos de dados, ainda segundo Lemke et al (2010). Dicionários adicionais são utilizados. Neste algoritmo os valores da coluna não podem ser acessados diretamente, pois sequencias de números inteiros devem ser resolvidas primeiro para recuperar a posição da entrada no dicionário global que aponta para o conteúdo da célula. Geralmente, cada bloco pode ter seu próprio dicionário, mas blocos subsequentes também podem dividir um dicionário. Se um bloco possui muitas entradas diferentes ele também pode fazer uso do dicionário global diretamente. Na prática, cada bloco a ser comprimido é substituído por uma lista contendo todos os valores distintos que aparecem nesse bloco servindo como um dicionário local. Além disso, para cada bloco local comprimido é armazenado a sequência de posições do dicionário local.
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Figura 13 - Indirect coding.

É possível também utilizar combinações das técnicas acima descritas. Por exemplo, cluster coding pode ser combinado com supressão de valores nulos usando prefix encoding – Lemke et al (2010). Uma coluna com muitos valores distintos usaria dictionary coding somente, sem nenhuma modificação na sequencia das posições do dicionário.

2.4.2 Algoritmos de compressão pesados


Um dos algoritmos de compressão de dados mais populares é o chamado Lempel-Ziv encoding. A ideia básica é substituir padrões que ocorrem repetidamente por referências de suas aparições prévias. Os padrões mais recorrentes são armazenados em uma tabela que é construída dinamicamente no momento em que os dados são inseridos. As entradas nessa tabela são distintas e cada nova entrada é uma referência para outra entrada já existente, combinada com um caractere adicional. Lempel-Ziv encoding pode ser utilizado de maneira vantajosa em um sistema de base de dados segundo Westmann et al (2000). Entretanto, compressões pesadas necessitam de um maior esforço de compressão e descompressão do que compressões leves. O uso de algoritmos de compressão pesados tem que ser cuidadosamente considerado.

3 Experimentos

Entre as IMDBs existentes no mercado, o SAP HANA é o produto que contém a maior parte das funções descritas no capítulo 2.2 e, em especial, suporta o armazenamento de dados em tabelas orientadas em linhas e colunas. O armazenamento em colunas possui duas particularidades: ele permite a compressão de dados e um maior grau de paralelização de queries nos servidores de múltiplos núcleos. Por possuir os dois modelos de armazenamento em memória, o SAP HANA foi a ferramenta escolhida para executar os experimentos propostos.
3.1 Especificações técnicas do IMDB usado nos experimentos


O SAP HANA, acrônimo para High Performance Analytic Appliance, é um appliance que possui armazenamento de dados em memória, suporte ACID, e carga de trabalho mista, ou seja, suporta tanto tabelas orientadas em linhas como em colunas. Appliance é um sistema desenvolvido em conjunto com um hardware específico. Isso faz com que software e hardware utilizem-se um do outro da melhor maneira possível. Por essa razão o HANA não é comercializado como software, pois foi desenvolvido para um hardware específico e somente parceiros de hardware homologados pela SAP podem comercializá-lo (SAP HANA, 2013)

O fato do software do HANA executar apenas em um hardware específico desencoraja compará-lo com bases de dados tradicionais, pois não seria possível colocar ambos os sistemas executando em um mesmo servidor, com as mesmas características técnicas. O fato do HANA se utilizar de servidores de alta tecnologia, no que diz respeito à larga quantidade de memória principal disponível, alto número de processadores e da quantidade de núcleos por processadores, ele ainda utiliza uma tecnologia que supostamente aumenta a largura de banda da comunicação entre a memória principal e os processadores, desenvolvida especialmente para ele (SAP HANA, 2013). Sendo assim, os experimentos foram pensados de forma a comparar as funcionalidades presentes no próprio HANA, como o desempenho de leitura e o fator de compressão em tabelas orientadas em linhas e colunas, por exemplo. 

O appliance do HANA utilizado nos testes encontra-se alocado fisicamente na sede da SAP, na Alemanha. O sistema cliente de gerenciamento de base de dados, chamado HANA Studio, foi instalado em uma máquina convencional. Todo processamento da execução de pesquisas e armazenamento de dados em memória ocorre no servidor localizado em outro continente, porém este detalhe não afetará os testes de desempenho, pois o HANA Studio fornece especificamente o tempo de execução no servidor nas pesquisas realizadas. O tempo de resposta no servidor será levado em consideração nas medidas de tempo, para que variáveis como velocidade de rede não influenciem nos resultados obtidos. 

A configuração de hardware do servidor disponibilizado para os experimentos contempla dois CPUs Nehalem EX Intel X7560 (2,26 GHz), cada CPU possui oito núcleos e 128 GB de memória RAM. A configuração homologada mais potente disponibilizada atualmente possui oito CPUs Westmere EX Intel E7-8870 (2,4 GHz) com dez núcleos cada e 4 TB de memória RAM. (SAP HANA PAM, 2013).

Em seguida serão apresentados dois experimentos executados no HANA, a fim de verificar a teoria pesquisada até então, na prática. Cada experimento contém uma breve introdução, a descrição do experimento, resultados obtidos e uma breve discussão sobre os resultados alcançados.
3.2 Experimento 1: Comparação de desempenho de leitura entre armazenamento em linhas e colunas.


Este experimento visa verificar se realmente existe diferença de desempenho em determinados padrões de leitura entre tabelas orientadas em linhas e colunas. No capítulo sobre armazenamento em linhas e colunas, foi verificado que, teoricamente, tabelas orientadas em linhas têm vantagem sobre tabelas orientas a colunas quando poucas linhas completas são requisitadas. 
Em contrapartida, tabelas orientadas em colunas obteriam vantagem quando a pesquisa requer poucas colunas e muitas linhas. Neste experimento, serão comparados os tempos de leitura entre tabelas orientadas em linhas e colunas para ambos os cenários descritos acima. 

Baseado na bibliografia levantada sobre os padrões de leitura em tabelas orientadas em linhas e colunas espera-se que ao final deste experimento se possa observar uma variação no tempo de resposta para cada cenário. Sendo que a leitura de uma linha deve ser mais rápida na tabela orientada em linhas, e a leitura e agregação dos dados de uma coluna deve ser mais rápida na tabela orientada em colunas.
3.2.1 Descrição do experimento


Com o intuito de atingir o objetivo proposto pelo experimento, algumas tabelas serão importadas para o HANA, com seus atributos já definidos e carregados com dados. A tabela que será utilizada faz parte de um catálogo, ou conjunto de tabelas, disponibilizado pelo fabricante para ser usado como modelo para testes. Esse catálogo, chamado FLIGHT, contém tabelas com dados simulados de aeroportos, aeronaves, vendas de passagens, informações de vôos e etc., e pode ser considerada uma modelagem de dados plausível.


Sendo assim, o experimento seguirá as seguintes etapas propostas:

i. Importar um catálogo de tabelas para o HANA com orientação em coluna e escolher uma tabela para ser usada no experimento.

ii. Definir os SQLs para as operações de leitura nas tabelas para os dois cenários possíveis: leitura completa de linha e coluna.

iii. Criar uma cópia de tabela orientada em colunas com orientação em linhas, mantendo os mesmos atributos e os mesmo registros.

iv. Executar operações de leitura para uma única linha completa nas tabelas orientadas a linha e a coluna e verificar o tempo de resposta.

v. Executar operações de leitura para uma única coluna completa nas tabelas orientadas a linha e a coluna e verificar o tempo de resposta.

vi. Comparar o tempo de resposta da mesma tabela orientada em colunas e orientada em linhas, para ambos cenários.
3.2.2 Resultados obtidos


Para apresentar os resultados obtidos neste experimento de uma forma clara e de fácil entendimento, o resultado obtido em cada etapa será identificado com o mesmo número das etapas descritas acima.

Etapa i: Após importar o catálogo de dados, a tabela SBOOK foi escolhida para ser usada no experimento pois é a tabela com o maior número de registros. Esta tabela contém dados simulados e informações de vôos, com atributos como BOOKID (Identificador da reserva), FLDATE (Data do vôo), CUSTOMID (Identificador do cliente), LUGGWEIGHT (Peso da bagagem), CLASS (classe), PASSNAME (Nome do passageiro), FORCURAM (Valor do ticket), entre outros. A tabela SBOOK contém 24 atributos e 1.374.447 registros.


Etapa ii: Na seção 2.3 foi explicado que tabelas orientadas a linhas são mais eficazes em operações de leitura que retornam uma única linha inteira, enquanto tabelas com orientação em colunas obtém vantagem ao retornarem dados de uma única coluna inteira. Sendo assim, para criar um cenário propício para realização deste experimento, será executada a leitura de uma linha única e completa através de um comando SQL que retorne todos os atributos da tabela filtrados pela chave primária da mesma. Para o caso da tabela SBOOK, o comando SQL seria o seguinte:
[image: image14.png]select * from "SBOOK"

where "MANDT" = <valor>
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Figura 14 – Comando SQL da query para leitura uma linha inteira e única.

E com o intuito de retornar todos os valores de uma coluna única e completa, mesmo que agregados (somados), o seguinte comando SQL seria utilizado:
[image: image15.png]select sum("FORCURAM") from "SLT_EC1"."SBOOK"




Figura 15 - Comando SQL para leitura e agregação de uma única coluna inteira.

Neste caso foi necessário utilizar um operador de agregação (comando sum() )  pois DBMS do HANA limita o resultado da pesquisa em mil linhas e o comando SQL sem este operador retornaria o mesmo número de registros da tabela, ou seja, 1.374.447 de células. 
Este SQL, além de ler todos os dados da coluna, ainda executa a agregação dos mesmos através da soma dos valores de todas as células.

Etapa iii: Para facilitar a execução das queries na tabela SBOOK com orientação em linhas e colunas, uma cópia da tabela original orientada em colunas foi criada e chamada de SFLIGHT_L. Para tanto, o comando abaixo foi utilizado:

[image: image16.png]create row table "SLT_EC1"."SBOOK_L" as (select * from "SLT_EC1"."SBOOK")




Figura 16 - Comando para criar uma tabela orienta em linhas como cópia de outra tabela.


A palavra reservada row, ou linha, é o comando que garante que a nova tabela SBOOK_L seja criada no modelo orientado a linhas, com 
exatamente os mesmo atributos e registros da tabela original. A tabela SBOOK foi renomeada para SBOOK_C para manter o padrão de nomenclatura e distinguir mais facilmente o modelo de orientação da tabela. 

Etapa iv: Nesta etapa será executado o comando SQL para leitura de uma única linha completa da tabela, em ambas as tabelas SBOOK_L e SBOOK_C. Cada SQL neste experimento será submetido dez vezes, afim de obter a execução mais rápida e o tempo médio de resposta.

Na figura 17 pode-se verificar um esboço de como a leitura de uma linha completa ocorre numa tabela orientada a linhas, onde os valores a ser lidos estão em locais adjacentes na mídia de armazenamento. Na figura 18 se pode observar a execução mais rápida para essa operação: Tempo de leitura no servidor: 138 ms 567 µs (server processing time: 138 ms 567 µs) .
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Figura 17 - Seleção de uma linha em uma tabela orientada em linhas.
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Figura 18 – Leitura de uma linha em tabela orientada em linhas

Na figura 19 pode-se ver um esboço de como a leitura de uma linha completa ocorre numa tabela orientada a colunas, onde os valores a ser lidos estão em locais distantes na mídia de armazenamento. Na figura 20 se pode observar a execução mais rápida para essa operação: Tempo de leitura no servidor: 364 ms 803 µs (server processing time: 364 ms 803 µs) .
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Figura 19 - Seleção de uma linha em uma tabela orientada em colunas.
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Figura 20 - Leitura de uma linha em tabela orientada em colunas.

Etapa v: Nesta etapa será executado o comando SQL para leitura de uma única coluna completa da tabela, em ambas as tabelas SBOOK_L e SBOOK_C. Cada SQL neste experimento será submetido dez vezes, afim de obter a execução mais rápida e o tempo médio de resposta.

Na figura 21 pode-se ver um esboço de como a leitura de uma coluna completa ocorre numa tabela orientada a linhas, onde os valores a serem lidos estão em locais distantes na mídia de armazenamento. Na figura 22 se pode observar a execução mais rápida para essa operação: Tempo de leitura no servidor: 218 ms 874 µs (server processing time: 218 ms 874 µs).
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Figura 21 - Seleção e agregação de uma coluna em uma tabela orientada em linhas.
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Figura 22 – Leitura e agregação de uma coluna em tabela orientada em linhas.

Na figura 23 pode-se ver um esboço de como a leitura de uma coluna completa ocorre numa tabela orientada a colunas, onde os valores a ser lidos estão em locais adjacentes na mídia de armazenamento. Na figura 24 se pode observar a execução mais rápida para essa operação: Tempo de leitura no servidor: 21 ms 717 µs (server processing time: 21 ms 717 µs). 
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Figura 23 - Seleção e agregação de uma coluna em uma tabela orientada em colunas.
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Figura 24 - Leitura e agregação de uma coluna em tabela orientada em colunas.

Etapa vi: Após a obtenção dos tempos de resposta para busca de uma linha completa e única para ambos cenários, pode-se observar na Figura 25 que a tabela orientada em linhas obteve uma média de 143 ms 136 µs contra 383 ms 872 µs da tabela orientada a coluna para dez execuções consecutivas da mesma query. Na média, a leitura de linha na tabela orientada a linhas foi 2,7 vezes mais veloz do que na tabela orientada em colunas.
[image: image25.png]Execugdo| _Leitura de uma linha em tabela orientada a linhas | Leitura de uma linha em tabela orientada a colunas
1 138 ms 567 s 406 ms 891 s
2 150 ms 455 ps 366 ms 60 us
3 147 ms 446 s 364 ms 803 s
a 145 ms 356 us 372ms 271 ps
5 143 ms 25 s 375 ms 368 s
6 141 ms 903 s 382 ms 328 s
7 144 ms 186 us 391 ms 142 ps
8 143 ms 948 s 373 ms 994 s
9 137 ms 638 s 428 ms 133 ps
10 138 ms 607 s 377 ms 190 ps

Média 143 ms 136 s 383 ms 872 s





Figura 25 - Tempos de reposta para leitura de uma linha completa.

Na leitura e agregação dos dados de uma coluna completa, como pode ser observado na Figura 26, a tabela orientada em linhas obteve uma média de 225 ms 995 µs contra 22 ms 766 µs da tabela orientada em colunas para dez execuções consecutivas da mesma query. Na média, a leitura e agregação de uma coluna na tabela orientada a colunas foi 9,9 vezes mais veloz do que na tabela orientada em colunas.
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Figura 26 - Tempos de reposta para leitura e agregação de uma coluna completa.
3.2.3 Discussão


Neste experimento, em específico, foi observado o comportamento estudado na seção 2.3 sobre os modelos de armazenamento de dados de tabelas. Era esperado que a tabela orientada em linhas obtivesse um desempenho superior ao ler dados de uma linha inteira e a tabela orientada em colunas ao ler e agregar os dados de uma coluna inteira.

A leitura completa de uma linha única foi na média cerca de 2,7 vezes mais rápida na tabela orientada em linhas. Já a leitura e agregação de uma coluna foram, na média, quase 10 vezes mais rápida na tabela orientada em colunas.


Os resultados deste experimento validam a ideia de que tabelas baseadas em linhas levam vantagem quando a aplicação que as utiliza necessita selecionar registros únicos em cada pesquisa a base de dados. Estas tabelas, porém, levam desvantagem quando a aplicação necessita selecionar e agregar os dados de uma coluna. Operações que leem linhas únicas ou poucas linhas são comuns em sistemas transacionais (OLPT), enquanto operações de seleção e agregação de valores de uma ou mais colunas são comuns em sistemas analíticos (OLAP).

No entanto, muitos fatores podem exercer uma influência sobre os tempos de resposta de uma pesquisa (comando SQL), dependendo de como a mesma é estruturada, como por exemplo: o número de valores distintos em cada coluna, taxa de compressão da coluna (ver próximo seção), número de entradas na tabela e quantidade de atributos da tabela. Desta forma, para realizar este experimento foram utilizados dois cenários: um extremamente favorável para execução numa tabela orientada em linhas e outro extremamente favorável para uma tabela orientada em colunas.

Devido à dificuldade para determinar qual o melhor tipo de armazenamento para uma determinada consulta a tabelas de base de dados, não foi possível a realização de experimentos com comandos SQL mais complexos. Até o presente momento não foi verificado como o SAP HANA lida com os custos de cada operação de bases de dados como junções entre tabelas e etc. Até então não foi verificado uma fórmula que aponte qual seria o armazenamento ideal para um determinado comando SQL e por este motivo este experimento se ateve em comparar e comprovar somente os casos extremos.

A habilidade de um sistema em suportar os dois tipos de armazenamento parece ser o mais indicado, pois isso traz mais flexibilidade ao desenvolvedor, que poderia criar tabelas tanto em linhas ou colunas, podendo se beneficiar das vantagens de um ou de outro modelo. Uma ferramenta de coleta de dados estatísticos sobre padrões de SQL submetidos à certa tabela, para posterior análise do tipo de carga exercida, poderia ser de grande valia para definir qual o melhor modelo de armazenamento para a mesma. Um algoritmo que fizesse o uso desses dados estatísticos e que automaticamente migrasse uma tabela de um modelo de armazenamento para o outro, caso essa migração fosse mais vantajosa, poderia ser uma solução a ser utilizada no futuro para facilitar a modelagem de dados em bases de dados que suportam os dois modelos de armazenamento de dados.
3.3 Experimento 2: Compressão de dados 

Este experimento visa verificar se realmente existem ganhos de capacidade de armazenamento na compressão de dados em tabelas orientadas em colunas. No capítulo sobre compressão de dados em tabelas orientadas em colunas, foi verificado como estas tabelas podem aplicar diversos tipos de algoritmos de compressão de dados para armazenar mais informações em menos espaço. 

Neste subcapítulo, será comparado o tamanho necessário para armazenar uma tabela em memória com dados comprimidos (orientados em colunas) com o tamanho necessário para armazenar em memória os mesmos dados não comprimidos (orientados em linhas). Baseado na bibliografia levantada e nos estudos até então realizados sobre a compressão de dados, espera-se que ao final deste experimento, se possa observar um menor consumo de memória em tabelas orientadas em colunas do que em tabelas orientadas em linhas.
3.3.1 Descrição do experimento


Com o intuito de atingir o objetivo proposto pelo experimento, uma tabela orientada em colunas do catálogo FLIGHT, com seus atributos já definidos e carregados com dados, será utilizada. Este experimento não está levando em conta o índice de normalização da tabela, no entanto a modelagem de dados pode ser considerada uma modelagem de dados plausível.
Sendo assim, o experimento seguirá as seguintes etapas propostas:

i. Importar um catálogo de tabelas para o HANA com orientação em coluna e escolher uma tabela aleatória para ser usada como exemplo.

ii. Verificar qual o tamanho total utilizado em memória por esta tabela.

iii. Converter esta mesma tabela orientada em colunas (comprimida) para uma tabela orientada em linhas (não comprimida), mantendo os mesmos atributos e os mesmo registros.
iv. Verificar qual o tamanho total utilizado em memória pela tabela agora convertida em linhas, ou seja, descomprimida.

v. Comparar o espaço de armazenamento necessário da mesma tabela orientada em colunas (comprimida) e orientada em linhas (descomprimida).

vi. Verificar quais os tipos de algoritmos de compressão utilizados para cada atributo da tabela comprimida e tentar identificar com os algoritmos descritos no capítulo anterior.

3.3.2 Resultados obtidos


Para apresentar os resultados obtidos neste experimento de uma forma clara e de fácil entendimento, o resultado obtido em cada etapa será identificado com o mesmo número das etapas descritas acima. 


Etapa i.: Após importar o catálogo de dados, a tabela SFLIGHT foi escolhida para ser usada no experimento. Esta tabela contém dados simulados e informações de vôos, com atributos como PAYMENTSUM (Total pago), FLDATE (Data do vôo), SEATOCC (assentos ocupados), CURRENCY (Moeda), SEATSMAX (assentos máximos), PLANETYPE (tipo de aeronave, PRICE (preço), entre outros. A tabela SFLIGHT contém inicialmente 14 atributos e 6 mil registros.

Para evitar qualquer tipo de inconsistência na tabela SFLIGHT devido a conversão entre os modelos de tabelas, uma cópia da original foi criada e chamada de SFLIGHT_T. Para tanto, o comando abaixo foi utilizado:
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Figura 27 – Comando para criar uma tabela orientada em colunas como cópia de outra.

A palavra reservada column, ou coluna, é o comando que garante que a nova tabela SFLIGHT_T seja criada no modelo orientado a colunas.

Etapa ii.: Na figura 28, pode-se observar as propriedades da tabela SFLIGHT_T, entre elas, as seguintes tem relevância para este experimento: 

· Type: Column Store, ou Tipo: Armazenamento em Coluna.

· Number of Entries, ou Número de registros: 6.000.
· Total Memory Consumption, ou Consumo de Memória Total (KB): 147.

· Atributo Compression Type, ou Tipo de Compressão, contém a identificação do algoritmo de compressão usado para cada um dos atributos da tabela. Os valores deste atributo, neste caso todos iguais: Default, equivalente ao codificação de dicionário vista na seção 2.4.1.
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Figura 28 - Propriedades da tabela SFLIGH_T orientada em colunas.


Na imagem cima se pode verificar, portanto, que a tabela SFLIGHT_T é do tipo de armazenamento em colunas, possuí 6.000 registros, naquele dado momento consome 147 KB de memória principal para armazenar os dados e que todos os atributos foram comprimidos usando o algoritmo Default de compressão de dados.

Etapa iii.: Nesta etapa acontece a conversão do modelo de tabela orientado em colunas para o modelo orientado em linhas. Isso significa que o primeiro valor de cada atributo da tabela em coluna vai ser lido e escrito posteriormente em alocações subsequentes de memória, e assim sucessivamente para o segundo valor de cada atributo, logo após o terceiro valor até que todos os registros sejam escritos na memória e uma nova tabela com orientação em linhas substitua a antiga tabela orientada em colunas.

Por mais complexo que este procedimento possa parecer, o comando que faz esta conversão é bastante simples:
[image: image29.png]alter table "SLT_EC1"."SFLIGHT_T" row




Figura 29 – Comando para alterar a tabela para orientação em linhas

A palavrara row, ou linha, no final do comando, garante que estou alterando a tabela SFLIGHT_T para o modelo orientado a linhas.


Etapa iv.: Na figura 30, pode-se observar as propriedades da tabela SFLIGHT_T, entre elas, as seguintes tem relevância para este experimento: 



•
Type: Row Store, ou Tipo: Armazenamento em Coluna.



•
Number of Entries, ou Número de registros: 6.000.



•
Total Memory Consumption, ou Consumo de Memória Total (KB): 621.
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Figura 30 - Propriedades da tabela SFLIGHT_T orientada em linhas.

Na imagem acima se pode verificar que a tabela SFLIGHT_T é agora do tipo de armazenamento em linhas, possui os mesmos 6.000 registros e que naquele dado momento consome 621 KB de espaço na memórial principal. Pode-se observar também que não há mais informações sobre o tipo de compressão de dados utilizado em cada atributos da tabela, visto que, por motivos já discutidos, tabelas orientadas em linhas não se utilizam da compressão de dados.


Etapa v.: De posse dos resultados obtidos nas etapas anteriores, pode-se agora verificar se a tabela usada no experimeno e orientada em colunas (comprimida) realmente consumiu menos espaço na memória principal do servidor do que a tabela orientada a linhas (não comprimida) e qual foi o fator compressão foi obtido. Na etapa ii e iv, foi observado que a tabela orientada em colunas consumiu 147 KB, enquanto a mesma tabela, com os mesmos atributos e registros, orientada em linhas, consumiu 621 KB de mémoria principal. Estes dados apontam para um coeficiente de compressão de 4,22 vezes, o que significa que a tabela não comprimida consome mais do que 4 vezes mais memória do que a tabela comprimida para o modelo de tabela utilizado no experimento.

Etapa vi.: Na figura 5 pode-se observar que o algoritmo de dados utilizado na compressão de dados em todos os atributos da tabela SFLIGHT_T foi o mesmo: Default. Este tipo padrão usado no HANA equivale ao algoritmo Dictionay Enconding, estudado com mais detalhes na seção 2.4. O próprio HANA é responsável pela determinação do melhor algoritmo de compressão de dados a ser usado para cada atributo de uma tabela em colunas. Essa determinação é baseada num algoritmo proprietário, ou seja, por padrão não se pode atribuir manualmente qual o tipo de algoritmo de compressão que será usado para certo atributo de certa tabela.
3.3.3 Discussão

No experimento realizado com uma única tabela contendo seis mil registros, foi verificado que o coeficiente de compressão foi maior que quatro vezes, ou seja, a tabela orientada em colunas foi comprimida e consumiu cerca de quatro vezes menos memória que a mesma tabela orientada a linhas, com os mesmos registros, porém não comprimida. A tabela usada no experimento pode ser considerada uma tabela pequena, porém, se para um cálculo de média de 4:1 for utilizada num banco de dados inteiro, a economia de memória principal pode ser interessante e se tornar um elemento significativo no momento de avaliar o ROI de uma base de dados que obtêm essa interessante taxa de compressão. 

Para obter uma melhor ideia sobre a taxa de compressão de uma tabela orientada em colunas, os dados da tabela SFLIGHT_T foram incrementados em intervalos. Dessa forma, pretende-se obter um gráfico para uma melhor visualização da curva do consumo de memória na medida em que o número de registros da tabela aumenta. O processo utilizado para incrementar o número de registros da tabela foi a simples replicação de parte dos dados já existentes na mesma. Assim sendo, espera-se que o coeficiente de compressão seja ainda maior, pois a porcentagem de valores distintos em cada atributo tende a diminuir, o que por sua vez favoreceria os algoritmos de compressão. O resultado conseguido com esse experimento foi o seguinte:

Tabela 2 - Consumo de memória e coeficiente de compressão
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Ao interpretar a tabela 2, pode-se observar que a tabela orientada a linhas (não comprimida) obteve um aumento linear no consumo de memória principal, enquanto a tabela orientada em colunas (comprimida) obteve um aumento logarítmico, exceto pela última entrada na tabela. Ao incrementar o número de registros da tabela de quinze mil para dezoito mil, ao invés de notar-se um aumento no consumo de memória para armazenamento dos dados, observou-se uma queda nesse consumo de 235 para 202 KB. 

Essa explicação deve-se ao fato do HANA ter usado novos tipos de algoritmos de compressão para cada coluna da tabela. Pode-se verificar na Figura 31 que os tipos de compressão (Compression Type) foram quase todos alterados de Default para Indirect, Default e RLE. Com o incremento de número de registros para dezoito mil, o algoritmo interno do HANA alterou os algoritmos de compressão da grande maioria das colunas, o que por sua vez trouxe uma maior eficiência na compressão de dados.
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Figura 31 - Tabela SFLIGHT_T com diferentes tipos de algoritmos de compressão.


A SAP (SAP, 2013), fabricante do HANA, informa que para bases de dados de Data Warehouses, a taxa de compressão recomendada para o cálculo de memória necessária para migração de uma base tradicional é de 7:1, ou seja, o HANA necessitaria de sete vezes menos espaço na memória para armazenar os dados contidos no disco rígido da base de dados tradicional. Vale observar que Data Warehouses contém dados analíticos, que são comumente armazenados redundantemente, o que, em tese, colaboraria para um aumento no coeficiente de compressão de dados.

Hipoteticamente, apenas para fins comparativos, se uma base de dados tradicional de uma companhia esteja utilizando 40 GB de disco-rígido e uma taxa de conversão de 4:1 seja aplicada no estudo para uma possível migração para uma IMDB que utilize armazenamento em colunas e compressão de dados, espera-se que tão somente 10 GB de memória principal sejam necessários para o armazenamento de todos os dados. Essa economia de espaço é bem vista pelo estudo de retorno sobre investimento, uma vez que a memória principal é sensivelmente mais cara que o disco-rígido. 

Além da compressão de dados tornarem o ROI mais atrativo, outras vantagens como maior velocidade da memória principal sobre o disco-rígido, e a possível economia de recursos gastos com tunning de base de dados também devem ser levados em conta no momento de decidir entre adquirir ou migrar uma base de dados para uma IMDB. Uma questão quanto à demora adicional causada pela descompressão dos dados para apresentação dos mesmos como informação útil ao usuário-final deve ser analisada com maior detalhe. A grande questão seria: os ganhos na economia de consumo de memória principal devido à compressão de dados são maiores dos que a possível degradação de desempenho sofrida pela descompressão dos mesmos dados? O experimento anterior demonstrou que a tabela comprimida obteve um desempenho bem superior ao retornar e agregar todos os valores de uma coluna e um desempenho bem razoável ao ler dados de uma linha completa.

Ao final deste experimento, foi observado que o coeficiente de compressão de dados em tabelas orientadas a colunas pode variar muito e que dependente diretamente do número de valores distintos contidos em cada um dos atributos da tabela. Quanto menos valores distintos, maior o grau de compressão da tabela. Neste caso o grau de normalização de uma tabela pode ser importante no cálculo para compressão de dados. Quanto menor o índice de normalização da tabela, maior seria o seu coeficiente de compressão. De uma maneira geral, a redução mínima de uma tabela após compressão foi maior do que quatro vezes, o que faz da compressão de dados em tabelas orientadas em coluna uma funcionalidade de extrema importância que deve ser levada em consideração no momento de migrar ou adquirir uma nova base de dados.
CONCLUSÃO


Atualmente muitas empresas sofrem com sistemas ineficientes, incapazes de fornecerem informações em tempo útil, e a tendência é de que essa situação se agrave, pois estamos numa era no qual a quantidade de dados de negócio tendem a dobrar a cada dois anos. 
Na grande maioria das empresas o principal gargalo entre a solicitação de dados e a entrega dos mesmos em forma de informação aos usuários é justamente a leitura de dados no disco-rígido. 

Enquanto isso, as novas tendências de hardware apontam cada vez mais para servidores com uma crescente capacidade de processamento paralelo e endereçamento de memória RAM a um custo cada vez menor. As bases de dados em memória utilizam ao máximo essa nova tendência de hardware em seu favor e para isso se fazem uso de grandes quantidades de memória principal e processamento paralelo.


Sendo assim, as IMDBs visam acabar com o gargalo da leitura em disco-rígido, pois armazenam os dados na memória principal, que é ordens de grandeza mais rápida do que a leitura de dados no disco rígido. Ainda fazem melhor uso da capacidade de processamento paralelo ao conseguir particionar verticalmente colunas das tabelas com armazenamento orientado em colunas.
 
Ao fornecer informações de maneira mais rápida, as IMDBs aumentam a produtividade dos usuários finais e tomadores de decisão. Ainda tendem a diminuir o custo total da solução quando comparada com outros meios, principalmente pelo fato de eliminar, ou diminuir, a necessidade de aplicar tunning no sistema.

Na pesquisa sobre IMDBs e suas principais funcionalidades foi visto que algumas funções são de extrema importância e potencializam ainda mais o poder das mesmas. Funções como carga de trabalho mista (armazenamento orientado e linhas ou colunas), compressão de dados e particionamento vertical nas tabelas orientadas em colunas, entre outras características básicas como integridade transacional, persistência de dados e escalabilidade. Ainda foi visto que somente uma IMDB reúne todos essas funções e características no mercado atualmente: SAP HANA.


Outra questão identificada nessa pesquisa foi o fato que tomadores de decisão geralmente não possuem as informações necessárias em tempo real, visto que empresas costumam utilizar um sistema analítico a parte do sistema transacional para geração de relatórios. Como o sistema analítico é atualizado com os dados do sistema transacional durante a noite, ele não dispõe dos dados gerados no dia. Foi observado no experimento um que uma única base de dados, com suporte aos chamados armazenamentos orientados em linhas e colunas, pode servir como base de dados única para ambos os sistemas. Dessa maneira a entrega de informação em tempo real seria muito facilitada.

IMDBs que fazem uso de técnicas de armazenamento de dados comprimidos utilizando tabelas orientadas em colunas atingem um coeficiente de compressão interessante. Como visto no experimento dois, este coeficiente foi de cerca de 4 até 9 vezes. Isto colabora para uma economia de grandes volumes de armazenamento em memória principal, o que torna o custo/benefício dessa tecnologia ainda mais competitivo no mercado de TI.

Uma dificuldade encontrada durante este trabalho foi na elaboração do experimento 1, que compara o tempo de resposta de leitura de dados em tabelas orientadas em linhas e colunas. Até o término deste trabalho não foi identificada nenhuma fórmula para calcular qual seria a melhor forma de armazenamento para um determinado comando de leitura (comando SQL), visto que esse cálculo depende de muitas variáveis, como: o número de valores distintos em cada coluna, taxa de compressão da coluna, número de entradas na tabela e quantidade de atributos da tabela, etc. Por esse motivo o experimento utiliza casos extremos mas que conseguem comprovar que de fato tabelas orientadas em colunas são mais eficazes para processamento analítico enquanto tabelas em linhas são mais eficazes para processamento transacional.

Tendo em vista essa dificuldade encontrada no experimento 1, seria interessante como trabalho futuro, construir um otimizador de leitura de dados que automaticamente alterasse a orientação de armazenamento de tabelas da base de dados conforme o tipo de leitura mais utilizado. Esse otimizador seria responsável por coletar estatísticas de padrões de leitura para cada tabela e, através destas, determinar a melhor orientação de armazenamento, podendo converter automaticamente a orientação de tabelas para otimizar a leitura de dados.


Finalmente, de acordo com o material pesquisado e relatado neste trabalho de monografia, pode-se afirmar que a evolução de hardware, em conjunto com novas técnicas de codificação e tecnologias de armazenamento de dados, está prestes a revolucionar novamente a maneira como as empresas usufruem das vantagens proporcionadas pela TI. Com base nisso, pode-se esperar que as IMDBs tornem-se cada vez mais comuns no meio empresarial, meio onde o ambiente é mais competitivo, e no futuro irão tornar-se bases de dados padrão para toda e qualquer empresa.
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